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Wahrscheinlichkeitstheorie, Statistik und
Datenanalyse

There are three lies: lies, damned lies and statistics.
(Disraeli, Mark Twain)
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Teil I

Einführung
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Kapitel 1

Statistische und klassische

De�nition von

�Wahrscheinlichkeit�

1.1 Klassische De�nition

Die erste quantitative De�nition des Begri�es �Wahrscheinlichkeit� geht auf
Blaise Pascal (1623 - 1662) und Pierre de Fermat (1601 - 1665) zurück. Sie
wurden von Antoine Gombauld Chevalier de Méré, Sieur de Baussay (1607-
1685) ermahnt, dass �die Mathematik nicht im Einklang mit dem praktischen
Leben sei�. Das �praktische Leben� war für den Edelmann das Glücksspiel.
Ihn interessierte besonders ein damals übliches Würfelspiel, bei dem die Bank
gewinnt, wenn bei viermaligem Würfeln mindestens einmal die Augenzahl 6
erscheint. Pascal und Fermat haben sich mit dieser und ähnlichen Fragen P ' 0.52
auseinandergesetzt und damit die klassische Wahrscheinlichkeitstheorie be-
gründet.

Def. 1.1 (Klassische De�nition von Wahrscheinlichkeit) Ein Ereignis
trete zufällig auf. Die Wahrscheinlichkeit für das Auftreten des Ereignisses
E ist de�niert durch den Quotienten aus der Anzahl g der für das Ereignis
günstigen und der Zahl m der möglichen Fälle

P =
g

m
.

Beispiel: Wahrscheinlichkeit für Herz in einem Skat-Spiel ist P = 8
32

= 1
4
.
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Für die klassische Wahrscheinlichkeit lassen sich für zwei beliebige Ereignisse
A und B folgende Regeln ableiten

P (A ∨B) =
nA + nB − nA∧B

N
= P (A) + P (B)− P (A ∧B) (1.1a)

P (N) =
0

N
= 0 unmögliches Ereignis, N: Null-Element (1.1b)

P (E) =
N

N
= 1 sicheres Ereignis, E: Eins-Element (1.1c)

0 ≤ P (A) ≤ 1 folgt aus der De�nition (1.1d)

P (A|B) =
ngünstig

nerlaubt

=
nA∧B

nB

=
P (A ∧B)

P (B)
. (1.1e)

Das Symbol P (A|B) steht für die bedingte Wahrscheinlichkeit für A,
vorausgesetzt das Ereignis B liegt vor. In der klassischen Wahrscheinlich-
keitstheorie heiÿt das, dass wir die möglichen Ereignisse vorsortieren. Wir
berücksichtigen nur noch solche, die die Bedingung B erfüllen, das seien nB

Ereignisse. Von diesen interessieren uns nun gerade solche, die auch gleich-
zeitig A erfüllen. Damit ist die Zahl der günstigen Fälle gleich der Zahl der
Fälle, die sowohl A als auch B erfüllen, also nA∧B.

Def. 1.2 (Exklusive Ereignisse) Sich gegenseitig ausschlieÿende Ereignis-
se, d.h. A ∧ B = N , wollen wir in Anlehnung an die englische Nomenklatur
kurz exklusiv nennen.

Def. 1.3 (Komplementäre Ereignisse) Ein Ereignis A ist komplementär
zu A, wenn gilt

A ∨ A = E; und A ∧ A = N .

Aus der Summenregel folgt für exklusive Ereignisse eine vereinfachte Sum-
menregel und daraus wiederum der Zusammenhang zwischen den Wahr-
scheinlichkeitenkomplementärer Ereignisse

P (A ∨B) = P (A) + P (B) (1.2)

P (A) = 1− P (A) (1.3)

Diese klassische De�nition der Wahrscheinlichkeit wurde später von Jacob
Bernoulli (1654-1705) in seinem Buch Ars Conjectandi (1713 posthum publi-
ziert) weiterentwickelt. Dieses Buch enthält wegweisende Beiträge zur Wahr-
scheinlichkeitstheorie, unter anderem eine ausführliche Diskussion der wah-
ren Bedeutung des Wahrscheinlichkeitsbegri�es: Wahrscheinlichkeit ist ein
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messbares Maÿ der Gewissheit. Bernoulli hat bereits klar zwischen Prior- und
Posterior-Wahrscheinlichkeit unterschieden . Neben Pascal, Fermat und Ber-
noulli war Pierre-Simon Laplace (1749-1827) einer der führenden Begründer
der modernen Wahrscheinlichkeitstheorie. Laplace benutzte die Wahrschein-
lichkeitstheorie u.a. für inverse Schlüsse (z.B. die Straÿe ist nass, wie groÿ
ist die Wahrscheinlichkeit, dass es geregnet hat?). Die Formel, die er hierzu
verwendet hat, geht auf Reverend Thomas Bayes (1702-1761) zurück. Die
nach ihm benannte Formel (Bayes Theorem, sogenannt nach Pointcaré viele
Jahre später) wurde erst posthum (1764) publiziert. Eingereicht wurde sie
von einem seiner Freunde (Richard Price). Die Formel war allerdings in einer
wenig transparenten Form und wurde erst durch Laplace in die heute bekann-
te Gestalt gebracht. Im Zusammenhang mit der Himmelsmechanik beruhen
wesentliche seiner Ergebnisse auf Wahrscheinlichkeitsüberlegungen. Weite-
re Anwendungen seiner Wahrscheinlichkeitstheorie sind: Bu�onsches Nadel-
Problem, Glücksspiele, naturwissenschaftliche Probleme, juristische Proble-
me, Kindersterblichkeit, etc. Für die Ableitung seiner Ergebnisse führte er
das Prinzip der Ununterscheidbarkeit (principle of indi�erence) ein. Auf La-
place gehen auch die Anfänge der Fehlerrechnung zurück.

Es war bereits Bernoulli bekannt, dass die Zahlen m aller Ereignisse und die
der Zahl g der günstigen Ereignisse nicht immer eindeutig festgelegt werden
können. Zum Beispiel: Es werden zwei Würfel geworfen und wir suchen die
Wahrscheinlichkeit, dass die Summe der Augenzahlen 7 ist.

a) Wir betrachten als mögliche Ergebnisse die 11 möglichen Summen der
Augenzahlen (2, 3, . . . , 12). Von diesen Summen ist nur ein Ergebnis
(die Summe 7) das positive Ergebnis ⇒ P = 1/11.

b) Wir betrachten als mögliche Ergebnisse alle der Gröÿe nach sortierten
Zahlen-Paare, ohne zwischen dem ersten und zweiten Würfel zu un-
terscheiden, (1, 1), (1, 2), . . . (1, 6), (2, 2), (2, 3), . . . (6, 6). Davon gibt es
6+5+4+3+2+1 = 21. Es gibt 3 positive Ereignisse (1, 6), (2, 5), (3, 4).
Daraus folgt P = 1/7.

c) Wir unterscheiden zusätzlich, welcher Würfel welche Augenzahl liefert.
Der Unterschied besteht darin, dass es nun 2 Möglichkeiten für unglei-
che Augenzahlen und weiterhin nur eine für gleiche Augenzahlen gibt.
Nun ist N = 36 und g = 6, mit (1, 6), (6, 1), (2, 5), (5, 2), (3, 4), (4, 3).
Das heiÿt, P = 1/6.

In diesem Beispiel ist o�ensichtlich die letzte Variante die korrekte. Man ist
überzeugt, dass das a-priori so sein muss. Die Quanten-Physik lehrt uns aber
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etwas anderes. Es gibt hier Situationen, in denen die zweite Variante korrekt
ist (Bosonen). Hierauf gehen wir später näher ein. Das obige Beispiel zeigt,
dass die De�nition der Wahrscheinlichkeit präzisiert werden muss:

Def. 1.4 (Präzisierte De�nition der klassischen Wahrscheinlichkeit)
Die Wahrscheinlichkeit eines Ereignisses ist gegeben durch das Verhältnis der
Zahl der günstigen Ergebnisse zu der aller möglichen; vorausgesetzt, alle Er-
gebnisse sind gleich-wahrscheinlich.

Diese De�nition eliminiert aber nicht wirklich die Probleme:

• Konzeptionell unbefriedigend, Wahrscheinlichkeit darüber de�niert, dass
Ereignisse dieselbe Wahrscheinlichkeit haben (Ringschluss).

• Das obige Beispiel hat gezeigt, dass die Gleich-Wahrscheinlichkeit nicht
eindeutig ist.

• Kann nur in den Fällen angewandt werden, in denen alle Elementar-
Ereignisse dieselbe Wahrscheinlichkeit haben. Kann in vielen Fällen
leicht geklärt werden. (Glücksspiel, auch in der statistischen Physik)

Es wurden zur Zuweisung von Wahrscheinlichkeiten zwei Prinzipien vorge-
schlagen: das �Principle of Insu�cient Reasoning� von Jacob Bernoulli und
das �Principle of Indi�erence� von Pierre-Simon Laplace. Sie besagen: wenn
es kein Vorwissen gibt, das die einzelnen Elementar-Ereignisse unterschei-
det, kann man sie neu durchnummerieren, ohne die Situation zu verändern.
Daraus muss man schlieÿen, dass alle Ereignisse, zwischen denen a-priori
nicht unterschieden werden kann, �gleich-wahrscheinlich� sind. Es gibt aber
Gegenbeispiele für diskrete Probleme aus der Physik. Besonders augenfällig
sind die Schwierigkeiten bei kontinuierlichen Problemen, da hier das Maÿ
in's Spiel kommt. Ein prominentes Beispiel ist das sogenannte Bertrand-
Paradoxon (1888), das erst 1968 von E.T.Jaynes (1922-1998) zufrieden-
stellend gelöst wurde.

1.2 Bertrand Paradoxon

Über einen Kreis hinweg werden zufällig Geraden gezeichnet. Wie groÿ ist
die Wahrscheinlichkeit, dass der Abstand vom Zentrum kleiner ist als die
Hälfte des Radius r? Ohne Beschränkung der Allgemeinheit setzen wir r = 1
in passend gewählten Einheiten. Es bieten sich mehrere Lösungen an. Wir
wollen hier zunächst nur drei diskutieren.
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a) Wir nehmen an, dass � wie in Abbildung (1.1) dargestellt � der Abstand
vom Zentrum mit gleicher Wahrscheinlichkeit alle Werte zwischen 0 und 1
annehmen kann. Unter dieser Voraussetzung ist das Intervall der günstigen
Ereignisse 1/2 und somit die gesuchte Wahrscheinlichkeit P = 1/2.

−1 −0.5 0 0.5 1

−1

−0.5

0

0.5

1

+1/2−1/2

Abbildung 1.1: Skizze 1 zum Bertrand-Paradoxon.

b) Alternativ können wir, wie in Abbildung (1.2) skizziert, den Winkel zwi-
schen der Geraden und der Tangente an den Kreis als Gröÿe betrachten, die
gleich-wahrscheinlich alle Werte zwischen 0 und π annehmen kann. Der �gün-
stige� Winkelbereich ist π/3 und die gesuchte Wahrscheinlichkeit ist demnach
in diesem Fall P = 1/3.

−1 −0.5 0 0.5 1

−1

−0.5

0

0.5

1

π/3

π/3

π/3

Abbildung 1.2: Skizze 2 zum Bertrand-Paradoxon.

c) Eine weitere Möglichkeit ist, die Fläche A des konzentrischen Kreises, der
die Gerade � wie in Abbildung (1.3) � berührt, als gleich-verteilt zwischen 0
und π anzunehmen. Der günstige Bereich ist A ∈ [0, π/4], woraus sich eine
Wahrscheinlichkeit P = 1/4 ergibt.

Es gibt noch andere plausibel erscheinende Darstellungen, die zu wieder an-
deren Ergebnissen führen. Wie kann es sein, dass ein eindeutig de�niertes
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−1 −0.5 0 0.5 1

−1

−0.5

0

0.5

1

Abbildung 1.3: Skizze 3 zum Bertrand-Paradoxon.

Problem keine eindeutige Antwort liefert? Hinter dem Bertrand-Paradoxon
verbirgt sich allgemein das Problem, wie man Unwissenheit bei kontinuierli-
chen Freiheitsgraden zu beschreiben hat. Nehmen wir an, wir wollen etwas
über eine Gröÿe x aussagen, die die reellen Zahlen zwischen 0 und 1 anneh-
men kann. Es ist naheliegend das klassische Konzept zu verwenden, dass,
wenn wir nichts weiter wissen, die Wahrscheinlichkeit für x ∈ (x, x + dx) als

P (x ∈ (x, x + dx)) =
dx

1
= px(x)dx

anzusetzen ist. Hierbei ist px(x) = 1 die Wahrscheinlichkeitsdichte, die später
genauer behandelt wird. Unwissenheit wird hier also durch eine konstante
Wahrscheinlichkeitsdichte beschrieben. Die Wahrscheinlichkeitsdichte für xn

ist dann aber nicht mehr konstant sondern, wie wir später zeigen werden,

pz(z = xn) = px(x)

∣∣∣∣dx

dz

∣∣∣∣ =
1

n
z

1
n
−1 .

Die Wahrscheinlichkeitsdichte für die Variable z ist demnach scharf bei z = 0
gepeakt. Das heiÿt unsere �ache Verteilung in x impliziert, dass es eine sehr
groÿe Wahrscheinlichkeit für kleine Werte von z gibt.
Ganz allgemein erkennen wir, dass nichtlineare Transformationen o�ensicht-
lich Probleme machen. In welcher Darstellung sind die Ereignisse gleicher
Gröÿe (Länge, Fläche, ...) gleich-wahrscheinlich, und wie beschreibt man
völliges Unwissen? Auf das Problem Prior-Wahrscheinlichkeiten zu-
zuweisen kommen wir im Teil III zu sprechen. Hierzu gibt es einen Zugang
über Transformationsgruppen1 und einen di�erentialgeometrischen, welche
beide äquivalent sind. In diesem Zusammenhang werden wir auch das wich-
tige Prinzip der maximalen Entropie behandeln.

1Dieser Zugang wurde von E.T. Jaynes verwendet, um das Bertand-Paradoxon zu klä-
ren.
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Die klassische De�nition der Wahrscheinlichkeit war trotz dieser Probleme
mehre Jahrhunderte in Gebrauch und wird auch heute noch auf viele Pro-
bleme angewandt; insbesondere solche kombinatorischer Natur.
Bereits Bernoulli hatte sich die Frage gestellt, wie die Wahrscheinlichkeit
mit der relativen Häu�gkeit zusammenhängt. Beispiel: Die Wahrscheinlich-
keit für eine gerade Augenzahl beim Würfeln ist 1/2. Wenn man, das Würfel-
Experiment N-mal wiederholt, wie häu�g wird man dann eine gerade Augen-
zahl vor�nden. Wir werden zeigen, dass diese relative Häu�gkeit im Limes
N →∞ gegen die �intrinsische� Wahrscheinlichkeit konvergiert. Bernoulli hat
aber eigentlich das umgekehrte Problem beschäftigt. Gegeben eine �Stichpro-
be� vom endlichen Umfang N , was kann man dann über die zugrundeliegende
(intrinsische) Wahrscheinlichkeit aussagen?

1.3 Statistische De�nition

Um die Prior-Probleme der klassischen Wahrscheinlichkeitstheorie zu ver-
meiden, verfolgten Ellis (1842), Boole (1854), Venn (1866) und von Mises
(1928) eine andere De�nition. Da, wie Bernoulli gezeigt hatte, die relati-
ve Häu�gkeit im Limes N → ∞ gegen die �intrinsische� Wahrscheinlichkeit
konvergiert, führten sie folgende De�nition der Wahrscheinlichkeit ein

Def. 1.5 (Statistische De�nition von Wahrscheinlichkeit) Ein �Ereig-
nis� A trete zufällig auf. Die Wahrscheinlichkeit ist de�niert durch die relative
Häu�gkeit

P (A) = lim
N→∞

n

N
, (1.4)

dass das Ereignis bei N Versuchen n-mal auftritt, im Limes N →∞.

Diese De�nition soll vermeiden, dass man je in die Verlegenheit kommt,
�Prior-Wahrscheinlichkeit� angeben zu müssen, sondern die Wahrscheinlich-
keit eine dem zu untersuchenden Objekt anhaftende intrinsische Eigenschaft
ist, die nur experimentell bestimmt werden kann, nämlich indem man ein
Stichprobe von unendlichem Umfang untersucht. Da eine unendlich Stich-
probe nie untersucht werden kann, ist diese De�nition von rein hypotheti-
schem Charakter. Diese De�nition des Wahrscheinlichkeitsbegri�es ist aller-
dings weit verbreitet und bildet die Grundlage der �orthodoxen Statistik�.

17



Nachteile des statistischen Wahrscheinlichkeitsbegri�es

• Für viele Probleme gibt es keine Häu�gkeitsverteilung

� War Herr X der Täter?

� Liegt die Temperatur des Fusionsplasmas T ∈ (1.0, 2.0)108K?

� War Julius Cäsar Linkshänder?

• Nur in den wenigsten Fällen ist N � 1

� Groÿexperimente, z.B. Fusionsforschung (Kostenfrage)

� Extraterrestische Physik, Stichprobenumfang von der Natur vor-
gegeben.

• der Limes N → ∞ ist in der Praxis nicht möglich, und Gl. (1.4) ist
keine De�nition für P (A) sondern muss als Hypothese gesehen werden.
Es handelt sich nicht um eine experimentell bestimmbare Gröÿe.

• Interpretationsprobleme

� Was bedeutet die Aussage, die Wahrscheinlichkeit ist 0.1, dass
Herr X einen Virus hat?
(100 mal klonen, 10 Klone haben dann den Virus?!)

� Die Wahrscheinlichkeit im Lotto zu gewinnen ist 7 · 10−8

(108 mal einzahlen, um einmal zu gewinnen?!)

Man erkennt an den beiden Beispielen auch, wie unterschiedlich Wahrschein-
lichkeiten, je nach Kontext, bewertet werden. Im ersten Fall wird man ge-
neigt sein, die Möglichkeit des Virus nahezu auszuschlieÿen, während der
Zuspruch des Lottospiels zeigt, dass man ein Wahrscheinlichkeit von 7 · 10−8

als hinreichend groÿ bewertet. Wie Wahrscheinlichkeiten tatsächlich zu be-
werten sind, besagt die Entscheidungstheorie. Hierbei wird zusätzlich
eine Bewertungsfunktion (Kostenfunktion) ein�ieÿen, die den unterschiedli-
chen Ausgängen eines �Experiments� Werte (Kosten) zuweist.

Mit der statistischen De�nition kann nur eine stark eingeschränkte Klasse
von Problemen behandelt werden, nämlich solche, bei denen ein �Versuch�
zumindest theoretisch beliebig oft wiederholt werden kann.
Die statistische De�nition der Wahrscheinlichkeit führt allerdings zu densel-
ben Rechenregeln für Wahrscheinlichkeiten, wie die klassische De�nition.
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Wir haben bei der obigen Diskussion gesehen, dass einige Begri�e und Ideen
im Zusammenhang mit der Wahrscheinlichkeitstheorie auftreten, die genau-
er de�niert bzw. analysiert und genauer hinterfragt werden müssen. Hierauf
werden wir in einem späteren Kapitel eingehen. Zunächst benötigen wir ein
paar wichtige Begri�e zur Charakterisierung von Wahrscheinlichkeitsvertei-
lungen, die im nächsten Kapitel dargestellt werden.
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Kapitel 2

De�nition von Mittelwert,

Momenten und marginaler

Verteilung

Im letzten Kapitel haben wir uns damit beschäftigt, Ereignissen Wahrschein-
lichkeiten für ihr Auftreten zuzuweisen. Jetzt wollen wir die Ereignisse selbst
mit Zahlen in Verbindung bringen.

2.1 Verteilungen einer diskreten

Zufallsvariablen

Für die folgenden De�nitionen sei eine abzählbare Menge G von Elementar-
ereignissen gegeben. Jedes Elementarereignis ω ∈ G trete mit Wahrschein-
lichkeit Pω auf.

Def. 2.1 (Zufallsvariable) Eine Zufallsvariable ist ein Funktional, das je-
dem Ergebnis ω ∈ G eine reelle Zahl x = X(ω) zuordnet. x heiÿt Realisierung
von X. Die Menge R der möglichen Realisierungen x heiÿt Wertebereich von
X. G wird hierbei auf R abgebildet.

Beispiel:

• Beim Münzwerfen kann man z.B. dem Ereignis �Kopf� die Zahl 0 und
dem Ereignis �Zahl� eine 1 zuweisen.

• Beim Würfeln ist es naheliegend, dem Ereignis �n Augen� die Zahl n
zuzuweisen.
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• Wir wiederholen das Münz-Experiment dreimal. Die Menge der mögli-
chen Ergebnisse ist

G ={(K, K,K), (K,K,Z), (K, Z,K), (Z,K,K),

(K, Z,Z), (Z,K,Z), (Z,Z, K), (Z,Z, Z)} .

Wir können diesen 8 Ergebnissen z.B. die Zufallsvariablen

3, 2, 2, 2, 1, 1, 1, 0

zuweisen, also die Anzahl der Köpfe.

Nun kann man auch Funktionen Y = f(X) der Zufallsvariablen X unter-
suchen. Natürlich ist Y wieder eine Zufallsvariable. Jedem Ereignis ω wird
jetzt er Wert f(x) zugeordnet.

Ein grundlegendes Werkzeug, um Aussagen über Wahrscheinlichkeitsvertei-
lungen tre�en zu können, ist die Mittelwertbildung.

Def. 2.2 (Mittelwert einer Zufallsvariablen) Man de�niert als

Mittelwert einer diskreten Zufallsvariablen

〈X〉 :=
∑
ω∈G

X(ω) Pω . (2.1)

Bemerkungen:

a) Der Mittelwert wird auch oft Erwartungswert genannt.

b) In vielen Fällen ist der Wertebereich R der Zufallsvariablen X gleich
der typischen Gröÿen der Elementarereignisse. Z.B. wird dem Ereignis
ωn: Der Würfel zeigt n Augen oft der Wert X(ωn) = n zugewiesen.
Bezeichnet man nun das Ereignis ωn kurz mit n, dann wird aus Gl. (2.1)

〈n〉 =
∑
n∈G

n Pn . (2.2)

Wir werden im Folgenden diese Notation bevorzugen.
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c) Der Mittelwert ist keine Zufallsvariable, sondern ein exakt de�nierter
Wert.

d) Die Mittelwertbildung ist eine lineare Operation, d.h.

〈α f + β g〉 = α 〈f〉+ β 〈g〉

für Funktionen f(n), g(n) und Konstanten α, β.

Beweis:

〈α f + β g〉 =
∑
n∈M

(α f(n) + β g(n)) Pn

= α
∑
n∈M

f(n) Pn + β
∑
n∈M

g(n) Pn

= α 〈f〉+ β 〈g〉 . (2.3)

e) Für eine Funktion Y = f(X) einer Zufallsvariablen ergibt sich

〈f(X)〉 =
∑
n∈M

f(n) Pn . (2.4)

Hierfür schreiben wir kurz 〈f〉 oder 〈f(n)〉.

f) Kontinuierliche Zufallsvariablen werden im Kapitel 9vorgestellt.

Beispiel: Beim einmaligen Würfeln sind die Elemantarereignisse die Au-
genzahlen n ∈ {1, 2, 3, 4, 5, 6}, die mit den Wahrscheinlichkeiten Pn = 1

6

auftreten. Die Zufallsvariable X habe die jeweilige Augenzahl als Wert. Der
Mittelwert ist dann 〈n〉 = 3.5. Die Funktion Y = f(X) weise jeder Augenzahl
n einen Gewinn f(n) zu. Der Mittelwert 〈f〉 ist dann der mittlere Gewinn.

Wahrscheinlichkeitsverteilungen kann man nicht nur durch die Angabe der
Wahrscheinlichkeiten sondern auch durch andere Gröÿen, wie z.B. die Mo-
mente charakterisieren. Momente sind als Mittelwerte bestimmter Zufallsva-
riablen de�niert.

Def. 2.3 (i-tes Moment einer Zufallsvariablen) Den Mittelwert der
Funktion f(n) = ni bezeichnet man als

i-tes Moment einer Zufallsvariablen

mi :=
〈
ni
〉

. (2.5)
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Bemerkung: Das erste Moment m1 einer Verteilung ist o�ensichtlich der
Mittelwert 〈n〉 der Verteilung, das nullte Moment wegen der Normierung
m0 = 1.

Def. 2.4 (i-tes zentrales Moment einer Zufallsvariablen) Den Mittel-
wert der Funktion f(n) = (n− 〈n〉)i bezeichnet man als

i-tes zentrales Moment einer Zufallsvariablen

µi :=
〈
(∆n)i

〉
=
〈
(n− 〈n〉)i

〉
. (2.6)

Das zweite Momente erhält einen eigenen Namen:Varianz. Aus Gleichung (2.6)
erhält man mit der Eigenschaft (2.3)〈

(n− 〈n〉)2
〉

=
〈
n2 − 2 n 〈n〉+ 〈n〉2

〉
=
〈
n2
〉
− 2 〈n〉 〈n〉+ 〈n〉2

=
〈
n2
〉
− 〈n〉2 . (2.7)

Def. 2.5 (Varianz) Das zweite zentrale Moment heiÿt auch

Varianz einer Zufallsvariablen

var(n) := σ2 :=
〈
(∆n)2

〉
=
〈
(n− 〈n〉)2

〉
=
〈
n2
〉
− 〈n〉2 . (2.8)

Die Varianz ist also die mittlere quadratische Abweichung der Zufallsvaria-
blen vom Mittelwert. Um ein lineares Maÿ zu bekommen, de�niert man die

Def. 2.6 (Standardabweichung) Die Wurzel der Varianz nennt man

Standardabweichung

std(x) := σ :=
√

var(x) (2.9)
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Nehmen wir an, wir wollen durch wiederholtes Würfeln, den Mittelwert, der
bei einem symmetrischen Würfel 3.5 beträgt, ermitteln. Dazu würfeln wir
N mal und erhalten eine Sequenz (Stichprobe) von Augenzahlen xi. Daraus
bilden wir das arithmetische Mittel (Stichprobenmittelwert)

x =
1

N

N∑
i=1

xi .

Wie wir später noch eingehend besprechen werden, ist die Abweichung des
Stichprobenmittelwertes vom wahren Mittelwert

Standardfehler einer Stichprobe vom Umfang N

Standardfehler =
σ√
N

. (2.10)

2.2 Verteilungen mehrerer diskreter

Zufallsvariablen

Für die nächsten De�nitionen soll uns folgendes Beispiel leiten: In einer Firma
ist das Gewicht und die Gröÿe der Angestellten bestimmt worden. Folgen-
de Tabelle zeigt die Anzahl der Personen mit entsprechendem Gewicht und
Gröÿe.

kg
∖
m 1.6 1.7 1.8 #

60 3 3 1 7
70 0 5 6 11
80 1 4 7 12

# 4 12 14 30

Die Grössenangaben sind als Intervalle der Länge 0.1, die bei den angege-
benen Werten zentriert sind, zu verstehend. Entsprechend stehen die Ge-
wichtsangaben für zentrierte Intervalle der Länge 10. Es gibt also z.B. 5
Personen, deren Grösse zwischen 1.65m und 1.75m liegt und deren Gewicht
aus dem Intervall (65kg, 75kg] ist. Ganz rechts bzw. unten steht die Summe
der entsprechenden Zeile bzw. Spalte. Insgesamt sind also 30 Leute vermes-
sen worden. Den Zeilen kann man eine Zufallsvariable Masse m mit dem
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Wertebereich {60, 70, 80} den Spalten eine Zufallsvariable Höhe h mit dem
Wertebereich {1.6, 1.7, 1.8} zuweisen. Die Wahrscheinlichkeit, dass ein zufäl-
lig ausgewählter Angestellter dieser Firma z.B. 61 kg groÿ und 1.73m schwer
ist, ist P = 3

30
. Man kann also jedem Eintrag die relative Häu�gkeit als

Wahrscheinlichkeit Pmh zuweisen.

Def. 2.7 (marginale Verteilung) Seien Pn1,...,nN
die Wahrscheinlichkei-

ten von Elementarereignissen, die durch die Angabe des N-Tupels von Eigen-
schaften n1, . . . , nN eindeutig bestimmt sind. Man nennt folgende Verteilung

marginale Verteilung oder Randverteilung

Pn1,...,nj
:=
∑
nj+1

· · ·
∑
nN

Pn1,...,nN
(2.11)

der ersten j Eigenschaften. Entsprechend de�niert man Randverteilungen
bezüglich einer anderen Auswahl von Eigenschaften.

Beispiel: In unserem Beispiel kann man sich die Randverteilungen Ph =∑
m Pmh und Pm =

∑
h Pmh anschauen. Für erstere erhält man Ph=1.6 = 2

15
,

Ph=1.7 = 2
5
und Ph=1.8 = 7

15
.

Analog zu Gleichungen (2.4), (2.5) bzw (2.6) de�nieren wir den Mittelwert,
die Momente bzw. die zentralen Momente für Funktionen mehrerer Zufalls-
variablen.

Def. 2.8 (Mittelwert mehrerer diskreter Zufallsvariablen) Gegeben
seien N Zufallsvariablen X1, . . . , XN mit Wertebereichen n1 ∈ M1, . . . ,
nN ∈ MN und eine Funktion Y = f (X1, . . . , XN). Dann ist der

Mittelwert einer Funktion
mehrerer diskreter Zufallsvariablen

〈f (X1, . . . , XN)〉 :=
∑
n1

· · ·
∑
nN

f (n1, . . . , nN) Pn1,...,nN
(2.12)
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Beispiel: Der Body Mass Index ist de�niert durch BMI =
Masse in kg
(Gröÿe in m)2

.

Der mittlere Body Mass Index der Firmenangestellten ist durch den Mittel-
wert der Funktion f(m, h) = m

h2 gegeben. Wir erhalten 〈f〉 = 23.9.

Def. 2.9 (Mittelwert der i-ten Zufallsvariablen) Den Mittelwert der
Funktion f(n1, . . . , nN) = ni bezeichnet man als

Mittelwert der i-ten Zufallsvariablen

mi := 〈ni〉 (2.13)

Def. 2.10 (Kovarianz) Es seien zwei Zufallsvariablen n und m gegeben.
Die Kovarianz dieser Zufallsvariablen ist dann:

Kovarianz zweier Zufallsvariablen

cov(n, m) := 〈(ni − 〈ni〉) (mj − 〈mj〉)〉 = 〈ni mj〉 − 〈ni〉〈mj〉 (2.14)

Paaren sich Werte ni > 〈ni〉 hauptsächlich mit Werten mj > 〈mj〉, dann ist
die Kovarianz positiv. Treten andererseits Werte ni > 〈ni〉 vorzüglich mit
Werten mj < 〈mj〉, auf ist sie negativ. Lässt sich aus der relativen Lage
von ni bezüglich 〈ni〉 nicht auf die Lage von mj bezüglich 〈mj〉 schlieÿen,
ist die Kovarianz Null. Somit ist die Kovarianz ein Maÿ für die gegenseitige
Abhängigkeit der Zufallsvariablen.

Beispiel: Die Kovarianz zwischen Masse und Gröÿe der Firmenangestellten
ergibt cov(m,h) = 0.21 kgm. Das heiÿt, eine gröÿere Masse bedeutet im
Mittel, dass die entsprechende Person gröÿer ist.

Häu�g �spüren� die einzelnen Zufallsvariablen nichts von einander. Solche
Verteilungen zeichnen sich durch eine einfache Struktur aus.
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Def. 2.11 (unabhängige Zufallsvariablen) Lässt sich die Verteilung meh-
rerer Zufallsvariablen als Produkt ihrer marginalen Verteilungen schreiben,
nennt man sie

unabhängige Zufallsvariablen

Pn1,n2,...,nN
=

N∏
i=1

Pni
. (2.15)

Bemerkung: Die Kovarianz unabhängiger Zufallsvariablen ist Null.
Beweis:

cov(ni, nj) = 〈(ni − 〈ni〉)(nj − 〈nj〉)〉

=
∑
n1

· · ·
∑
nN

(
(ni − 〈ni〉)(nj − 〈nj〉)

∏
l

Pnl

)
=
∑
ni

(ni − 〈ni〉)Pni︸ ︷︷ ︸
〈(ni−〈ni〉)〉=0

∑
nj

(nj − 〈nj〉)Pnj︸ ︷︷ ︸
〈(nj−〈nj〉)〉=0

∑
n1,...,nN
6=ni
6=nj

∏
l

i6=l 6=j

Pnl

︸ ︷︷ ︸
=1

= 0 .
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Kapitel 3

Einführung in die Kombinatorik

Damit wir auch konkret etwas rechnen können, benötigen wir einige Grund-
lagen der Kombinatorik.

3.1 Vorbemerkungen

Def. 3.1 (Paare) Zwischen m Elementen a1, a2, . . . , am vom Typ a und n
Elementen b1, b2, . . . , bn vom Typ b sollen alle möglichen unterschiedlichen
Paare (ai, bk) gebildet werden.

Anzahl der Paare

NP = n ∗m (3.1)

1 (a1, b1)
2 (a1, b2)
3 (a1, b3)
4 (a2, b1)
5 (a2, b2)
6 (a2, b3)

Tabelle 3.1: Paare der Elemente a1, a2 und b1, b2, b3

Beweis: Es gibt m Möglichkeiten ein Element vom Typ a auszuwählen und
zu jeder Wahl ai gibt es n Möglichkeiten für b.
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Beispiel: Bridge Karten. Als Menge von Elementen betrachten wir die 4 Far-
ben und die 13 Bilder. Jede Karte ist durch das Paar (Farbe, Bild) de�niert.
Demnach gibt es 4 ∗ 13 = 52 Karten.

Def. 3.2 (Multiplets) Gegeben seien n1 Elemente a1, a2, . . . , an1 vom Typ
a, n2 Elemente b1, b2, . . . , bn2 vom Typ b, und so weiter bis zu nr Elementen
x1, x2, . . . , xnr vom Typ x. Es sollen alle Multiplets (r-Tupel, die von jedem
Typ je ein Element enthalten) (aj1 , bj2 , . . . , xjr) gebildet werden.

Anzahl der Multiplets

NM = n1 ∗ n2 ∗ . . . ∗ nr =
r∏

i=1

ni (3.2)

Beweis: Für r = 2 reduziert sich die Behauptung auf Paarungen und stimmt
somit. Für r = 3 betrachten wir die n1 ∗ n2 Elemente der Paare (ai, bj) als
Elemente ul, l = 1, 2, . . . , n1 ∗ n2 einer neuen Menge. Jedes Tripel (ai, bj, ck)
kann dann als Paar (ul, ck) aufgefasst werden. Dafür gibt es nun n1 ∗ n2 ∗ n3

Möglichkeiten. Wenn man durch Induktion weiter macht, erhält man die
Behauptung für beliebiges r.

1 (a1, b1, c1)
2 (a1, b1, c2)
3 (a1, b2, c1)
4 (a1, b2, c2)
5 (a1, b3, c1)
6 (a1, b3, c2)
7 (a2, b1, c1)
8 (a2, b1, c2)
9 (a2, b2, c1)
10 (a2, b2, c2)
11 (a2, b3, c1)
12 (a2, b3, c2)

Tabelle 3.2: Multiplets der Elemente a1, a2, b1, b2, b3 und c1, c2.

Beispiel: Teilchen auf Zellen verteilen läuft darauf hinaus, für jedes
Teilchen eine Zelle auszusuchen. Es gebe r Teilchen und n Zellen. Für jedes
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Teilchen gibt es n unabhängige Möglichkeiten. Somit gibt es insgesamt n ∗
n ∗ . . . ∗ n = nr Multiplets (Verteilungen der Teilchen auf die Zellen).
Das Beispiel wird später in der statistischen Physik wichtig. Man kann das
Beispiel auch direkt auf Würfel übertragen. Wir identi�zieren hierzu die
n = 6 Augenzahlen mit den Zellen. Der Würfel werde r-mal geworfen (ent-
spricht der Zahl der Teilchen). Es gibt somit 6r mögliche Ergebnisse (Sequen-
zen). Hiervon erfüllen 5r die Bedingung, dass keine 6 vorkommt. Wenn alle
Ergebnisse gleich-wahrscheinlich sind, ist die klassische Wahrscheinlichkeit,
bei 6 Würfen nicht die Augenzahl 6 zu erhalten P (keine 6) = 56

66 , bzw. das
komplementäre Ereignis, bei 6 Würfen mindestens eine 6 zu erhalten, hat die
Wahrscheinlichkeit P (Augenzahl=6 bei 6 Würfen) = 1− 56

66 = 0.6651 < 2/3.
Entgegen der naiven Vorstellung reicht es o�ensichtlich bei 6 Möglichkeiten
nicht aus 6-mal zu würfeln, um jedes Ergebnis zu �nden.
Wir stellen nun die Frage, wie oft muss man dann würfeln, damit diese Wahr-
scheinlichkeit gröÿer als 0.9 ist?

1− (
5

6
)R > 0.9

(
5

6
)R < 0.1

ln(5/6) R < ln(0.1)

R > ln(0.1)/ ln(5/6)

R ≥ 13 .

Man benötigt also mindestens doppelt soviele Versuche, wie es Möglichkeiten
gibt. Das gilt qualitativ für eine beliebige Zahl von Alternativen n ≥ 3.
Die Zahl der Zellen n und die der Teilchen r seinen beliebig. Die Wahrschein-
lichkeit, dass eine ausgewählte Zelle i leer bleibt, lässt sich annähern durch

P (Zelle i leer) =

(
n− 1

n

)r

=

(
1− 1

n

)r

= er ln(1− 1
n

) = e−r/n+O(n−2) ≈ e−r/n .

3.2 Geordnete Stichproben

Wir betrachten eine Menge von n Elementen a1, a2, . . . , an, die wir in diesem
Zusammenhang Population nennen. Aus dieser Population werden Stich-
proben vom Umfang r ausgewählt aj1 , aj2 , . . . , ajr . Da es uns auf die Reihen-
folge der Elemente ankommt, nennen wir sie geordnete Stichprobe1.
Es gibt zwei Möglichkeiten.

1Das soll gerade nicht bedeuten, dass die Elemente nach irgendeinem Kriterium geord-
net werden!
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a) Die Elemente werden aus der Population kopiert. Da diese Überlegun-
gen auf Urnen-Experimente zurückgehen, nennt man das Auswählen
mit Zurücklegen.

b) Die Elemente werden aus der Population herausgenommen. Diese Al-
ternative nennt man entsprechend Auswählen ohne Zurücklegen.
In diesem Fall kann der Umfang der Stichproben r natürlich nicht grö-
ÿer sein als die Gröÿe der Population. Man nennt diese Variante auch
Variation von n Elementen zur r-ten Klasse.

Mit Zurücklegen

1 (a1, a1)
2 (a1, a2)
3 (a1, a3)
4 (a2, a1)
5 (a2, a2)
6 (a2, a3)
7 (a3, a1)
8 (a3, a2)
9 (a3, a3)

Ohne Zurücklegen

1 (a1, a2)
2 (a1, a3)
3 (a2, a1)
4 (a2, a3)
5 (a3, a1)
6 (a3, a2)

Tabelle 3.3: Geordnete Stichproben vom Umfang 2 aus der Population
a1, a2, a3.

Bei der Auswahl mit Zurücklegen gibt es für jedes Element der Stichprobe
n Möglichkeiten aus der Population auszuwählen und somit insgesamt nr.
Ohne Zurücklegen gibt es für das erste Element n Möglichkeiten, danach für
das zweite Element nur noch n− 1, da bereits ein Element in der Population
fehlt, usw. bis zum r-ten Element, für das es nur noch n−r+1 Möglichkeiten
gibt.
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Zahl der geordneten Stichproben vom Umfang r
aus einer Population der Gröÿe n

Nmz
op = nr mit Zurücklegen

(3.3a)

Noz
op = n(n− 1)(n− 2) · · · (n− r + 1) =

n!

(n− r)!
ohne Zurücklegen

(3.3b)

Ein Spezialfall einer Stichprobe ohne Zurücklegen stellt r = n dar. In die-
sem Fall stellt die Stichprobe eine mögliche Anordnung (Permutation) der
Elemente der Population dar.

Zahl der Permutationen

Nperm = n! (3.4)

1 (a1, a2, a3)
2 (a2, a3, a1)
3 (a3, a1, a2)
4 (a3, a2, a1)
5 (a2, a1, a3)
6 (a1, a3, a2)

Tabelle 3.4: Permutationen der Elemente der Population a1, a2, a3.

3.2.1 Beispiele

Wir nehmen eine Stichprobe vom Umfang r mit Zurücklegen aus einer Popu-
lation der Gröÿe n. Wie groÿ ist Wahrscheinlichkeit, dass kein Element in der
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Stichprobe doppelt vorkommt. Das heiÿt, die Stichprobe hätte auch ohne Zu-
rücklegen erzeugt worden sein können. Gemäÿ Gl. (3.3a) gibt es nr geordnete
Stichproben mit Zurücklegen. Die Zahl der Variationen von n Elementen zur
Klasse r ist n!/(n− r)!, das ist genau die Zahl der Arrangements von r Ele-
menten aus einer Population der Gröÿe n, bei denen keine Elemente doppelt
vorkommen, bzw. die Zahl der geordneten Stichproben ohne Zurücklegen.
Somit ist die Wahrscheinlichkeit, dass in der Stichprobe kein Element doppelt
vorkommt

P =
n!

(n− r)!

(
1

n

)r

. (3.5)

Es gibt verschiedene interessante Interpretationen dieses Ergebnisses:

a) Es gibt n = 10 Zi�ern (0, 1, . . . , 9). Wir nehmen einmal an, dass die
letzten Zi�ern von Zahlen in groÿen mathematischen Tabellen �zufälligen�
Charakter haben. Wir nehmen eine sehr lange Dezimalzahl und analysieren
die Nachkommastellen. Wir betrachten die letzten 5 Zi�ern von Dezimal-
zahlen, d.h. die Stichprobe hat den Umfang r = 5. Gemäÿ Gl. (3.5) ist die
Wahrscheinlichkeit, dass in den 5-er Blöcken keine Zi�er doppelt vorkommt,
P = 10!

5!
10−5 = 0.3024. Es wurde ein Experiment durchgeführt, bei dem in Ta-

bellenwerken mit 16-stelligen Zahlenangaben die letzten 5 Zi�ern der Einträ-
ge auf doppelte Zi�ern untersucht wurden. Dazu wurden 12 Pakete mit je 100
Zahlen untersucht und ausgewertet in wievielen keine Zi�ern doppelt sind. Es
ergaben die 12 Pakete die Anzahlen: 30, 27, 30, 34, 26, 32, 37, 36, 26, 31, 36, 32.
Das arithmetische Mittel der Häu�gkeit ist 0.31 in verblü�ender Überein-
stimmung mit dem obigen Ergebnisse. Allerdings ist es eine Aufgabe der
induktiven Logik festzustellen, ob aus dieser �Vorwärtsrechnung� geschlossen
werden kann, dass die Zi�ern in Tabellen wirklich zufällig sind.

b) Wenn n Kugeln zufällig auf n Zellen verteilt werden, ist die Wahrschein-
lichkeit, dass jede Zelle genau eine Kugel enthält P = n!/nn (entspricht r = n
im obigen Beispiel). Für n = 6 ist die Wahrscheinlichkeit 0.015. Das ist z.B.
die Wahrscheinlichkeit, dass beim Würfeln nach 6 Würfen jede Zi�er genau
einmal vorkommt. Der sehr kleine Zahlenwert von 0.015 o�enbart einen un-
erwarteten Aspekt �zufälliger� Ereignisse.

3.3 Unterpopulationen und Partitionierungen

Wie zuvor betrachten wir Populationen der Gröÿe n. Wie nennen zwei Po-
pulationen ungleich, wenn es mindestens ein Element einer Population in der
anderen nicht gibt. Wir betrachten eine Unterpopulation der Gröÿe r einer
gegebenen Population. Da es auf die Reihenfolge nicht ankommt ist
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Zahl der Unterpopulationen der Gröÿe r
einer Population der Gröÿe n

N(r|n) =

(
n

r

)
=

n!

r!(n− r)!
ohne Zurücklegen (3.6a)

Nmz =

(
n + r − 1

r

)
mit Zurücklegen (3.6b)

Man nennt das auch die Zahl der Kombinationen von n Elementen zu Grup-
pen der Gröÿe r. Der Beweis für Gl. (3.6a) (der für Gl. (3.6b) wird im
Abschnitt 3.4 nachgereicht) folgt aus der Zahl der geordneten Stichproben
ohne Zurücklegen vom Umfang r aus Populationen der Gröÿe n. Die Zahl der
geordnete Stichproben ist nach Gl. (3.3b) Noz

op = n!
(n−r)!

. Bei den r Elementen
der Stichprobe kommt es uns aber nun nicht mehr auf die Reihenfolge an. Da
es r! mögliche Permutationen gibt, folgt somit Gl. (3.6a). Mit anderen Wor-
ten, es gibt

(
n
r

)
Teilmengen mit r Elementen einer Menge mit n Elementen.

Es gibt natürlich genauso viele Unterpopulationen der Gröÿe r wie solche der

1 (a1, a2)
2 (a1, a3)
3 (a2, a3)

Tabelle 3.5: Unterpopulationen der Gröÿe 2 aus der Population a1, a2, a3.

Gröÿe n− r (
n

r

)
=

(
n

n− r

)
.

Es ist sinnvoll zu de�nieren(
n

0

)
= 1, 0! = 1 und

(
n

r

)
= 0 für r > n .

Def. 3.3 (Binomial-Koe�zienten) Die Gröÿen(
n

r

)
werden Binomial-Koe�zienten genannt.
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Gegeben seinen n Kugeln, davon seien n1 blau und n2 = n−n1 rot. Wieviele
unterschiedliche Farbsequenzen gibt es? Die Antwort lautet

NSequenzen =

(
n

n1

)
.

Der Beweis ist wie folgt: Eine Farbsequenz ist dadurch gekennzeichnet, dass
man angibt, an welcher Position sich die blauen Kugeln be�nden. Aus den n
Positionen (Population) werden n1 ausgewählt.

Binomischer Satz

(a + b)n =
n∑

r=0

(
n

r

)
arbn−r . (3.7)

Beweis: Wenn man die linke Seite explizit ausmultipliziert erhält man Sum-
men von Produkten von Faktoren a und b in allen möglichen Sequenzen, die
insgesamt immer n Faktoren enthalten, z.B.

a a b a b b b a b . . . a︸ ︷︷ ︸
n Faktoren

Zu fester Anzahl r der Faktoren a gibt es
(

n
r

)
unterschiedliche Sequenzen,

die � da es auf die Reihenfolge nicht ankommt � alle denselben Wert arbn−r

beitragen.

Eine Anwendung des Binomischen Satzes ist die Binomialverteilung. Wir
führen ein Zufalls-Experiment durch, bei dem es nur zwei mögliche Ausgänge
gibt, z.B: rote/blaue Kugel, Kopf/Zahl, defekt/intakt, etc. Wird ein solches
Experiment wiederholt durchgeführt, spricht man von einem Bernoulli-
Versuch. Die Wahrscheinlichkeit für die erste Alternative sei p, und die
Wahrscheinlichkeit für die zweite Alternative ist dann q = 1− p. Die Wahr-
scheinlichkeit, dass bei einer Stichprobe vom Umfang n die erste Alternative
r-mal erscheint, ist unter Berücksichtigung der Reihenfolge prqn−r. Die Wahr-
scheinlichkeit ohne Berücksichtigung der Reihenfolge ist, da es

(
n
r

)
möglicher

Sequenzen zu festem r gibt,
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Binomial-Verteilung

P (r|n, p) =

(
n

r

)
pr(1− p)n−r (3.8a)

〈r〉 = n p (3.8b)

var(r) = n p (1− p) . (3.8c)

Die richtige Normierung der Wahrscheinlichkeit auf eins folgt aus dem Bino-
mischen Satz

n∑
r=0

(
n

r

)
prqn−r = (p + q)n = 1 .

Es wurde ausgenutzt, dass p + q = 1.

Beweis:

〈r〉 =
n∑

r=0

r

(
n

r

)
pr (1− p)n−r =

n∑
r=0

r
n!

r! (n− r)!
pr (1− p)n−r

=
n∑

r=1

n
(n− 1)!

(r − 1)! ((n− 1)− (r − 1))!
p pr−1 (1− p)(n−1)−(r−1)

= n p

n−1∑
k=0

(n− 1)!

k! ((n− 1)− k)!
pk (1− p)(n−1)−k

︸ ︷︷ ︸
=1

= n p
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〈
r2
〉

=
n∑

r=0

r2

(
n

r

)
pr (1− p)n−r =

n∑
r=0

r2 n!

r! (n− r)!
pr (1− p)n−r

=
n∑

r=1

n r
(n− 1)!

(r − 1)! ((n− 1)− (r − 1))!
p pr−1 (1− p)(n−1)−(r−1)

= n p
n−1∑
k=0

(k + 1)
(n− 1)!

k! ((n− 1)− k)!
pk (1− p)(n−1)−k

= n p

(
1 +

n−1∑
k=0

k
(n− 1)!

k! ((n− 1)− k)!
pk (1− p)(n−1)−k

︸ ︷︷ ︸
=(n−1) p

)

= n p (1 + (n− 1) p)

var(r) =
〈
r2
〉
− 〈r〉2

= n p (1− p)

Wir erweitern diese Überlegungen auf mehr als zwei alternative Ausgänge
des Experiments. Es seien ganze Zahlen n1, n2, . . . , nk mit

∑k
i=1 = n gegeben.

Die Zahl der möglichen Aufteilung (Partitionierung) der Population auf k
Unterpopulationen von denen die erste n1 Elemente, die zweite n2 Elemente,
etc. hat, ist

Multinomial-Koeffizienten

N({ni}|n, k) =

(
n

{ni}

)
=

n!∏k
i=1 ni!

. (3.9)

Beweis: Wir nummerieren die Elemente so durch, dass die Elemente der
Unterpopulationen aufeinanderfolgende Nummern haben. Elemente der Un-
terpopulationen eins haben die Nummern 1, 2, . . . n1, die zweite Unterpopu-
lation hat die Nummern n1 + 1, n1 + 2, . . . n1 + n2, etc. bis zur k-ten Un-
terpopulation mit den Nummern nk−1 + 1, nk−1 + 2, . . . , n. Wir erzeugen alle
Partitionierungen, indem wir die Elemente auf die Positionen 1 . . . n verteilen
(permutieren). Es gibt n! Permutationen. Permutationen, bei denen nur die
Elemente in den Unterpopulationen permutiert werden, beschreiben dieselbe
Partitionierung. Daraus folgt, dass bei den n! Permutationen von jeder Un-
terpopulation ein Faktor nα! (α = 1, 2, . . . k) zu viel vorkommt. Damit haben
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wir den Beweis für Gl. (3.9) erbracht.

Die Binomial-Koe�zienten stellen den Spezialfall k = 2 dar, N(r|n) =
N({r, n− r}|n, 2).

Die Verallgemeinerung des Binomischen Satzes ergibt

(a1 + a2 + . . . + ak)
n =

ñ∑
n1,n2,...,nk=0

(
n

{ni}

)
an1

1 an2
2 . . . ank

k . (3.10)

Hierbei soll die Tilde andeuten, dass nur solche Zahlen {ni} erlaubt sind,
die in der Summe n ergeben. Der Beweis ist analog zu dem des Binomischen
Satzes.

Genauso können wir die Binomial-Verteilung verallgemeinern

Multinomial-Verteilung

P ({ni}|n, k) =

(
n

{ni}

) k∏
i=1

pni
i (3.11a)

〈ni〉 = n pi (3.11b)

var(ni) = n pi (1− pi) (3.11c)

cov(ni, nj) = −n pi pj; ∀ i 6= j . (3.11d)

Die Multinomial-Verteilung gibt die Wahrscheinlichkeit an, von n Teilchen nα

in Zelle α anzutre�en, wenn pα die Prior-Wahrscheinlichkeit ist, ein Teilchen
in Zelle α anzutre�en. Wenn alle Zellen gleich-wahrscheinlich sind, ist pα =
1/k.

Aus Gl. (3.10) folgt unmittelbar, dass die Multinomial-Verteilung auf eins
normiert ist.

ñ∑
n1,n2,...,nk=0

P ({ni}|n, k) =
ñ∑

n1,n2,...,nk=0

(
n

{ni}

) k∏
i=1

pni
i = (p1+p2+. . .+pk)

n = 1 .

Beweis: Für den Beweis der oben angegebenen Gleichungen verwenden wir
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einen Trick, der in der Wahrscheinlichkeitsrechnung oft verwendet wird.

〈ni〉 =
ñ∑

n1,n2,...,nk=0

ni

(
n

{nm}

) k∏
l=1

pnl
l

= pi
∂

∂pi

ñ∑
n1,n2,...,nk=0

(
n

{nm}

) k∏
l=1

pnl
l

= pi
∂

∂pi

(p1 + p2 + . . . + pk)
n

= pi n (p1 + p2 + . . . + pk)︸ ︷︷ ︸
=1

n−1

= n pi

Analog verfährt man für 〈ni nj〉:

〈ni nj〉 =
ñ∑

n1,n2,...,nk=0

ni nj

(
n

{nm}

) k∏
l=1

pnl
l

= pi
∂

∂pi

pj
∂

∂pj

ñ∑
n1,n2,...,nk=0

(
n

{nm}

) k∏
l=1

pnl
l

= pi
∂

∂pi

pj
∂

∂pj

(p1 + p2 + . . . + pk)
n

= pi
∂

∂pi

pj n (p1 + p2 + . . . + pk)
n−1

= pi

[
δij n (p1 + p2 + . . . + pk)

n−1

+ pj n (n− 1) (p1 + p2 + . . . + pk)
n−2
]

= pi (n δij + n (n− 1) pj)

cov(ni, nj) = 〈ni nj〉 − 〈ni〉〈nj〉
= n pi δij + n2 pi pj − n pi pj − n2 pi pj

= n pi (δij − pj)

var(ni) = cov(ni, ni) = n pi (1− pi)

40



3.3.1 Vollständige Paarungen einer Population

Ausgehend von einer Population mit N = 2m Elementen fragen wir nach der
Zahl der vollständigen Paarungen (Kontraktionen).
Beispiel: Population a1, a2, a3, a4 hat die 3 vollständigen Paarungen

1 (a1, a2)(a3, a4)
2 (a1, a3)(a2, a4)
3 (a1, a4)(a2, a3)

Zur Erzeugung aller vollständigen Paarungen (Kontraktionen) reihen wir die
Plätze der Paare hintereinander. An Positionen 1 und 2 steht das erste Paar,
an Position 3 und 4 das zweite Paar, und so weiter bis zu den Positionen 2m−
1 und 2m für das m-te Paar. Es gibt (2m)! Permutationen der Elemente der
Population auf die Positionen. Da es auf die Reihenfolge innerhalb der Paare
nicht ankommt, wird hierbei ein Faktor 2 bei jedem Paar zu viel gezählt. Das
ergibt insgesamt einen Faktor 2m. Darüber hinaus kommt es uns auch nicht
auf die Reihenfolge der Paare an, d.h. (a1, a2)(a3, a4) beschreibt dieselben
Kontraktionen wie (a3, a4)(a1, a2). Bei m Paaren ist in allen Permutationen
ein Faktor m! zu viel enthalten. Damit ist die Anzahl der Kontraktionen

NK =
(2m)!

2m m!
=

(2m)!

[2m][2(m− 1)][2(m− 2)] · · · [2]
=

(2m)!

[2m][2m− 2][2m− 4] · · · [2]

=
[2m](2m− 1)[2m− 2](2m− 3) · · · (3)[2](1)

[2m][2m− 2][2m− 4] · · · [2]

= 1 · 3 · 5 · . . . · (2m− 1) = (2m− 1)!!

Zahl der vollständigen Paarungen von N = 2m Elementen

NK = (N − 1)!! (3.12)

3.3.2 Beispiel: der Random-Walk

In einem schief gestellten Brett be�nden sich Nägel an regelmäÿigen Positio-
nen, wie in Abbildung 3.1 dargestellt. Kugeln fallen durch den eingezeichne-
ten Schacht auf den oberen Nagel. Mit gleicher Wahrscheinlichkeit sollen die
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Kugeln entweder nach links oder rechts abgelenkt werden. Daraufhin tref-
fen sie auf einen der Nägel in der zweiten Reihe. Auch hier werden sie mit
gleicher Wahrscheinlichkeit nach links oder rechts abgelenkt. Uns interessiert
nun, mit welcher Häu�gkeit die Kugeln in die Zellen am unteren Rand des
Pinball-Brettes fallen. Wir können das Problem wie folgt analysieren. Vor
dem ersten Schritt ist die Kugel an der Position x = 0. Nach dem ersten
Schritt wird die Kugel eine der beiden Positionen x = ±1 annehmen. Allge-
mein be�ndet sich die Kugel nach dem i-ten Schritt an der Position xi und
kann diese im nächsten Schritt um ∆x = ±1 ändern. Es handelt sich hier
also um einen wiederholten Versuch, bei dem mit gleicher Wahrscheinlichkeit
eines von zwei Ereignisse (∆x = ±1) eintritt. Nach n Schritten sei ∆x = +1
mit der Häu�gkeit k vorgekommen2. Dementsprechend ist ∆x = −1 mit der
Häu�gkeit n− k aufgetreten und die Kugel hat die Position

xn(k) = (+1) · k + (−1) · (n− k) = 2k − n

erreicht. Im folgenden werden wir zunächst eine beliebige Wahrscheinlich-
keit p für die Ablenkung nach rechts und q = 1 − p für die Ablenkung
nach links annehmen. Das heiÿt, die Wahrscheinlichkeit dafür, dass sich die
Kugel nach n Schritten am Platz xn(k) be�ndet, entspricht der Wahrschein-
lichkeit für k = (xn(k) + n)/2 (wenn n gerade/ungerade muss auch xn(k)
gerade/ungerade sein)

P (xn|n, p) = P (k =
xn + n

2
|n, p)

=

(
n

k

)
pkqn−k

∣∣∣∣
k=xn+n

2

. (3.13)

Der Binomial-Koe�zient
(

n
k

)
gibt an, wieviele Möglichkeiten es gibt, dass eine

Kugel im n-ten Schritt den Nagel am Platz i = xn(k) erreicht. Wir erkennen
an der Formel oder anhand der Abbildung (3.1), dass die Plätze im n-ten
Schritt die Werte i = −n,−n + 2, . . . , n annehmen können.
Um im n-ten Schritt zum Platz i zu gelangen, muss die Kugel zuvor am Platz
i−1 oder i+1 gewesen sein. Die Zahl der Möglichkeiten Ni,n, mit n Schritten
an den Platz i zu gelangen, ist also die Summe der Möglichkeiten in (n− 1)
Schritten an die Plätze i − 1 oder i + 1 zu gelangen. Am Rand fehlt jeweils
ein Nachbar und die zugehörige Zahl der Möglichkeiten ist dort Null

Ni,n = 0 für |i| > n .

Beginnt man mit dem obersten Nadel (N0,0 = 1) und bestimmt iterativ die
Zahl der Möglichkeit Ni,n aus der Formel

Ni,n = Ni−1,n−1 + Ni+1,n−1 ; für i = −n,−n + 2, . . . , n

2Natürlich gilt 0 ≤ k ≤ n.
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so erhält man die in in Abb. (3.1-b) dargestellten Binomial-Koe�zienten.
Man nennt das Gebilde auch Pascalsches Dreieck. Die Häu�gkeitsver-
teilung der Kugeln in der n-ten Reihe des Pinball-Brettes entspricht demnach
den Binomial-Koe�zienten.
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Abbildung 3.1: a) Pinball, b) Pascalsches Dreieck

Als Verallgemeinerung könnten wir die Anordnung dadurch verkomplizieren,
dass wir die Wahrscheinlichkeit p/q für eine Ablenkung nach rechts/links
vom Ort (n, i) abhängig machen. Auÿerdem könnten wir noch einführen,
dass es Nägel gibt, die nicht nur in die nächsten-Nachbar-Plätze �streuen�,
sondern auch weiter reichende Steuprozesse beschreiben. Schlieÿlich können
wir auch mehrere Kugeln gleichzeitig auf die Reise schicken, die sich ge-
genseitig behindern. Dieses Modell ähnelt dann den Problemen, die bei der
Pfadintegral-Behandlung von Vielteilchen-Problem in der Festkörperphysik
auftreten.

Wir wissen nun, dass die Wahrscheinlichkeit dafür, dass sich die Kugel nach
n Schritten an der Position xn be�ndet, durch Gl. (3.13) gegeben ist. Hieraus
können wir ermitteln, wo sich die Kugeln im Mittel be�nden werden und wie
weit die Positionen der einzelnen Kugeln von diesem Wert abweichen können.
Zur Berechnung, wo sich die Kugeln im Mittel be�nden werden und welche
Abweichungen hiervon zu erwarten sind, benötigen wir 〈xν〉 für ν = 1, 2

〈xν〉 =
n∑

k=0

(
xn(k)

)ν (n

k

)
pkqn−k
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=
n∑

k=0

(
2k − n

)ν (n

k

)
pkqn−k .

Das heiÿt

〈x〉 = 2
n∑

k=0

k

(
n

k

)
pkqn−k

︸ ︷︷ ︸
〈k〉

−n
n∑

k=0

(
n

k

)
pkqn−k

︸ ︷︷ ︸
1

= 2〈k〉 − n〈
x2
〉

= 4
〈
k2
〉
− 4 n 〈k〉+ n2 .

〈k〉 und 〈k2〉 sind nach Gl. (3.8b) und Gl. (3.8c) 〈k〉 = n p und 〈k2〉 =
var(k)+〈k〉2 = n p (1−p)+(n p)2. Damit lautet der gesuchte Erwartungswert
der Position

〈x〉 = 2 p n− n = (2 p− 1) n .

Es ist sinnvoll die De�nition

p =
1

2
(1 + v) ⇒ q = (1− p) =

1

2
(1− v)

einzuführen. Damit lautet
〈x〉 = v n .

Weiter erhalten wir〈
x2
〉

= 4npq + 4(np)2 − 4nnp + n2

= n(1− v2) + n2 (4p2 − 4p + 1)

= n(1− v2) + n2 (2p− 1)2

= n(1− v2) + n2 v2

⇒

var(x) =
〈
x2
〉
− 〈x〉2 = n(1− v2) . (3.14)

Das heiÿt, der Schwerpunkt der Wahrscheinlichkeitsverteilung �driftet� mit
v n. Identi�ziert man n mit der Zeit t, kann man diesen Vorgang physika-
lisch interpretieren: der Schwerpunkt bewegt sich gleichförmig xS = v t. Die
Schwerpunktsgeschwindigkeit (Drift-Geschwindigkeit) ist durch

v = p− q
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gegeben. Die Breite B der Verteilung wird durch std(x) =
√

var(x) wieder-
gegeben und ist

B =
√

n (1− v2)
(

=
√

t (1− v2)
)

.

Die Breite nimmt durch Di�usion proportional zu
√

t zu. Die Di�usionsge-
schwindigkeit nimmt mit abnehmender Driftgeschwindigkeit zu und ist ma-
ximal für v = 0.

3.3.3 Beispiel: Korrektur bei der Informationsübertra-

gung

Die Übertragung von Daten (Bits) sei aufgrund von zufälligen Ereignis-
sen fehlerbehaftet. Dies ist insbesondere in Verbindung mit Quantencom-
putern interessant. Die Wahrscheinlichkeit, dass ein Bit (0/1) korrekt über-
tragen wird, sei p > 1/2. Um Unsicherheiten zu eliminieren, wird die Bit-
Übertragung n-mal wiederholt und die sogenannte Majoritätsregel ver-
wendet. Sie besagt, dass das zu bestimmende Bit den Wert 0 oder 1 erhält,
je nachdem, welcher Wert häu�ger vorkommt. Um eine Patt-Situation aus-
zuschlieÿen, betrachten wir nur ungeradzahlige n.

Wir wollen die Wahrscheinlichkeit P (Bit korrekt|p, n) bestimmen, dass der so
ermittelte Bit-Wert korrekt ist. Um sagen zu können, ob die Majoritätsregel
den richtigen Wert liefert, müssen wir die Zahl m der korrekt übertragenen
Bits über die Marginalisierungsregel einführen

P (Bit korrekt|p, n) =
n∑

m=0

P (Bit korrekt, m|p, n)

=
n∑

m=0

P (Bit korrekt|m, p, n) P (m|p, n) .

Die beiden Faktoren sind nun bekannt. Der zweite Faktor ist die Binomial-
Verteilung und der erste Faktor ist gemäÿ der Majoritätsregel

P (Bit korrekt|m, p, n) =

{
1 für m ≥ n+1

2

0 sonst
.
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Abbildung 3.2: Bit-Übertragung mit dem Majoritätsverfahren.
Linke Abbildung: Wahrscheinlichkeit für korrekte Übertragung als Funktion
der Wiederholungen n für verschiedene Einzelwahrscheinlichkeiten p. Die
Kreise stehen für die Ergebnisse mit der de-Moivreschen Integralformel.
Rechte Abbildung: Benötigte Zahl der Wiederholungen als Funktion von p
für unterschiedliche Zuverlässigkeiten P ≥ P ∗, die beim Majoritätsverfahren
erzielt werden sollen.

Somit gilt

n∑
m=0

P (Bit korrekt, m|p, n) =
n∑

m=n+1
2

(
n

m

)
pm (1− p)n−m

w
1√
2π

∫ ∞

a

e−x2/2 dx =
1

2

(
1− erf(

a√
2
)
)

mit a = − n(p− 1/2)√
np(1− p)

Im letzten Schritt wurde die de-Moivresche Integralformel verwendet, die im
nächsten Kapitel (Abschnitt 4.2) vorgestellt wird.
In Abbildung 3.2 ist diese Wahrscheinlichkeit über der Zahl n der für die
Majoritätsregel verwendeten Bits für verschiedene Werte der Wahrschein-
lichkeit p aufgetragen. Je gröÿer p ist, desto schneller konvergiert die Tre�er-
Wahrscheinlichkeit der Majoritätsregel gegen Eins. Es ist umgekehrt interes-
sant sich zu überlegen, welchen Wert n annehmen muss, damit die Tre�er-
Wahrscheinlichkeit eine vorgegebene Schwelle überschreitet. In Abbildung 3.2
sind die Ergebnisse für die Schwellwerte P ≥ 0.8, P ≥ 0.9 und P ≥ 0.99 als
Funktion von p aufgetragen.
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3.4 Anwendung auf Besetzungszahl-Probleme

a) In vielen Anwendungen, insbesondere in der Statistischen Physik, hat man
es mit einer Art von Problemen zu tun, bei denen identische Objekte (Teil-
chen/Kugeln) auf Zellen verteilt werden, wobei es nur auf die Besetzungs-
zahlen der Zellen ankommt und nicht auf die beteiligten 'Individuen'. Diese
Situation liegt auch bei statistischen Untersuchungen von Verkehrsunfällen,
Geburtstagen, etc. vor. Die Aufgabe impliziert wieder, dass Kugeln/Teilchen
auf Zellen verteilt werden. Die Reihenfolge, in der die Kugeln in die Zellen
eintre�en ist hierbei jedoch irrelevant. Wir führen hierzu die Besetzungs-
zahlen {ni} = {n1, n2, . . . , nk} ein, wobei ni angibt, wieviele Teilchen sich
in der Zelle i be�nden. Die Gesamtzahl der Teilchen ist �xiert∑

i

ni = N . (3.15)

Mit identischen Teilchen sind zwei Verteilungen nur dann unterschiedlich,
wenn sich die k-Tupel {ni} der Besetzungszahlen unterscheiden. Die Zahl
der unterscheidbaren Verteilungen von N identischen Teilchen auf k Zellen3

ist

AN,k =

(
N + k − 1

N

)
=

(
N + k − 1

k − 1

)
(3.16)

Beweis: Wir stellen die Teilchen durch Kreise © und die Begrenzungen der
Zellen durch senkrechte Striche

∣∣ dar. Zum Beispiel besagt die Darstellung∥∥∥∥©©©
∣∣∣∣ ∣∣∣∣©©

∣∣∣∣© ∣∣∣∣©©©©
∥∥∥∥ ,

dass wir insgesamt N = 10 Teilchen auf k = 5 Zellen mit den Besetzungs-
zahlen 3, 0, 2, 1, 4 verteilt haben. Die äuÿeren Begrenzungen ‖ können hierbei
nicht verändert werden. Wir erhalten alle möglichen Besetzungszahlvertei-
lungen der Teilchen auf die Zellen, wenn wir die N Kreise und k− 1 inneren
Zellbegrenzungen (

∣∣) auf die dazu zur Verfügung stehenden N + k− 1 Plätze
verteilen. Auf diese Weise wird klar, dass wir das obige Ergebnis für AN,k

erhalten.
Beweis von Gl. (3.6b): Das Auswählen einer Unterpopulation der Gröÿe r
einer Population der Gröÿe n mit Zurücklegen kann man sich auch als das
Aufteilen von r Teilchen auf n Zellen vorstellen. Die Anzahl der Teilchen in

3Das ist gleichzeitig die Zahl der unterschiedlichen Lösungen von Gl. (3.15) für natür-
liche ni.
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einer Zelle entspricht der Häu�gkeit des Auftretens des entsprechenden Ele-
ments. Jedes Element kommt zwischen 0- und r-mal vor. Insgesamt werden
genau r Elemente gewählt. Nach Gl. (3.16) erhalten wir damit Gl. (3.6b).

b) Die Multinomial-Verteilung vereinfacht sich für gleich-wahrscheinliche Er-
eignisse pα = 1/k zu

Boltzmann-Verteilung

PB({ni}|N, k) =

(
N

{ni}

)
k−N (3.17a)

〈ni〉 =
N

k
(3.17b)

var(ni) = N
1

k
(1− 1

k
) (3.17c)

cov(ni, nj) = N
1

k
(δij −

1

k
) . (3.17d)

Das ist ein Ergebnis, das in der Statistischen Physik Boltzmann-Verteilung
genannt wird. Dieses Ergebnis ist eine Verallgemeinerung des Beispiels, bei
dem zwei Würfel geworfen werden und nach der Wahrscheinlichkeit für die
Summe 7 gefragt wird.
Es war eine groÿe Überraschung als man in der Physik erkennen musste,
dass die Boltzmann-Verteilung für identische Teilchen nicht korrekt ist; die
kN möglichen Verteilungen der Teilchen auf die Zellen haben nicht dieselbe
a-priori Wahrscheinlichkeit. Es gibt zwei Arten von Teilchen, Bosonen und
Fermionen, die sich in der sogenannten Teilchen-Statistik unterscheiden.
Von Bosonen kann man beliebig viele in eine Zelle packen, von Fermionen
hingegen maximal eins.
Beide Teilchen-Arten haben gemeinsam, dass sie absolut ununterscheidbar
sind. Was bedeutet es, wenn man N ununterscheidbare Teilchen auf k
Zellen verteilen will? Die Anzahl kN kam dadurch zustande, dass wir zu-
nächst das erste Teilchen auf eine der k Zellen verteilt und anschlieÿend das
zweite Teilchen und so weiter. Das heiÿt z.B., dass die Kon�guration mit dem
ersten Teilchen in Zelle i und dem zweiten Teilchen in Zelle j eine andere
Kon�guration darstellt als die, bei der das erste Teilchen in Zelle j und das
zweite in Zelle i ist. Diesen Unterschied gibt es bei ununterscheidbaren
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Boltzmann Statistik

1 2 3 4 5 6 7 8 9
Z1 a,b a b a b
Z2 a,b b a a b
Z3 a,b b a b a

Bose-Einstein-Statistik

1 2 3 4 5 6
Z1 a,a a a
Z2 a,a a a
Z3 a,a a a

Fermi-Statistik

1 2 3
Z1 a a
Z2 a a
Z3 a a

Tabelle 3.6: Vergleich der Teilchen-Statistiken.

Teilchen nicht mehr. Es kommt nun nur noch auf die Besetzungszahlen
an. Für Bosonen, bei denen beliebige Besetzungszahlen erlaubt sind, ist die
Gesamtzahl der unterschiedlichen Verteilungen von N Teilchen auf k Zellen
durch AN,k (Gl. (3.16)) gegeben. All diese Kon�gurationen haben dieselbe
Wahrscheinlichkeit 1/AN,k.

Bei Fermionen sind nun nur Kon�gurationen mit maximal einem Teilchen
pro Zelle erlaubt. Bei N Teilchen und k Zellen gibt es N Zellen mit einem
und k − N Zellen mit Null Teilchen. Es gibt

(
k
N

)
unterschiedliche Vertei-

lungen der N Teilchen auf die k Zellen. Diese Verteilungen haben alle die
Wahrscheinlichkeit P = 1/

(
k
N

)
.

Der Sachverhalt ist in Tabelle (3.6) für drei Zellen und zwei Teilchen illu-
striert.

Zusammenfassend: Die Wahrscheinlichkeit, dass sich in Zelle i (i = 1, 2, . . . , k)
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ni Teilchen be�nden (wobei
∑

i ni = N) ist

P =

(
N

{ni}

)
k−N Boltzmann

P =
N !(k − 1)!

(N + k − 1)!
Bose-Einstein

P =
N !(k −N)!

k!
Fermi ,

wobei im letzten Fall vorausgesetzt wurde, dass nα ∈ {0, 1}.
Das soll an einem Zahlenbeispiel verdeutlicht werden. Wir nehmen zwei Wür-
fel, d.h. N = 2, k = 6, wobei die Augenzahlen als Zellen interpretiert werden
und die Würfel als Teilchen. Was ist die Wahrscheinlichkeit dafür, dass die
Augenzahl in der Summe 7 ergibt? Die günstigen Ereignisse hierfür sind
(1, 6), (6, 1), (2, 5), (5, 2), (3, 4), (4, 3). Die zugehörigen Besetzungszahlen sind
{1, 0, 0, 0, 0, 1} für (1, 6) bzw. (6, 1) und analog für die anderen Wertepaare.
Gemäÿ der Boltzmann-Statistik ist die Wahrscheinlichkeit

P =
2!

1!0!0!0!0!1!
6−2 +

2!

0!1!0!0!1!0!
6−2 +

2!

0!0!1!1!0!0!
6−2 = 3

2

36
=

1

6
.

Für Bosonen hingegen ist die Wahrscheinlichkeit

P = 3
2!5!

7!
=

3 ∗ 2

6 ∗ 7
=

1

7
.

Für Fermionen erhalten wir schlieÿlich

P = 3
2!4!

6!
=

2 ∗ 3

5 ∗ 6
=

1

5
.

Dieses Beispiele verdeutlichen noch einmal die Problematik, dass Gleichwahr-
scheinlichkeit nicht eindeutig de�niert werden kann sondern von der Problem-
stellung abhängt.
Weiteres Beispiel: N = 2, k = 3, wie in der Tabelle 3.6. Wir erhalten im
Fall der Boltzmannstatistik: P ({2, 0, 0}) = 2

2∗1∗13
−2 = 1/9. P ({1, 1, 0}) =

2
1∗1∗13

−2 = 2/9. Für die Bose-Statistik hingegen gilt P ({ni}) = 2!2!
4!

= 1/6
und für Fermi schlieÿlich P ({ni}) = 2!1!

3!
= 1/3.

3.5 Geometrische und hypergeometrische Ver-

teilung

Viele kombinatorische Probleme haben mit einer Population zu tun, in der
sich zwei Typen von Elementen be�nden. Z.B. Kugeln unterschiedlicher Far-
ben (rot, schwarz), Teilchen unterschiedlichen Spins (spin-up, spin-down)
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oder, wie im Fall der Qualitätskontrolle, defekte und intakte Produkte. In
der Population der Gröÿe n gebe es nI Elemente vom ersten und nII = n−nI

Elemente vom zweiten Typ.
Es gibt hierzu zwei interessierende Fragen:

1. Es werden Elemente nacheinander (mit oder ohne Zurücklegen) heraus-
genommen. Wie groÿ ist die Wahrscheinlichkeit, dass erst beim k-ten
Zug ein Element vom Typ II beobachtet wird?

2. Es wird eine geordnete Stichprobe (mit oder ohne Zurücklegen) vom
Umfang k entnommen. Wie groÿ ist die Wahrscheinlichkeit, dass in der
Stichprobe kI Elemente vom ersten und kII = k − kI Elemente vom
zweiten Typ vorkommen?

Beide Fragestellungen sind an sich bereits interessant und kommen in un-
terschiedlichen Anwendungen vor. Insbesondere benötigt man diese Wahr-
scheinlichkeiten aber auch, um aus der Stichprobe im inversen Schluss auf
die Population zu schlieÿen.

3.5.1 Fragestellung 1 ohne Zurücklegen

Die Zahl der günstigen Ereignisse ergibt sich aus der Zahl der geordneten
Stichproben (o.Z.) vom Umfang k − 1 aus den nI Elementen vom Typ I.
Diese Zahl ist gemäÿ Gl. (3.3b) nI !

(nI−(k−1))!
. Für den k-ten Zug gibt es nII

günstige Ereignisse. Die Gesamtzahl der Ereignisse ist die Zahl der geordne-
ten Stichproben (o.Z.) vom Umfang k aus einer Population mit n Elementen,
also n!

(n−k)!
. Die gesuchte Wahrscheinlichkeit ist also

nI ! (n− k)! nII

n!(nI − (k − 1))!
=

(
nI

k−1

)
nII(

n
k

)
k

.

3.5.2 Fragestellung 1 mit Zurücklegen

Hier ist die Berechnung analog. Wir müssen lediglich den Ausdruck Gl. (3.3a)
für geordnete Stichproben mit Zurücklegen verwenden. Für die ersten k − 1
Elemente der Stichprobe gibt es demnach nI

k−1 günstige Ereignisse. Für den
k-ten Zug ist die Zahl weiterhin nII . Die Gesamtzahl der Ereignisse beträgt
nun nk. Die gesuchte Wahrscheinlichkeit ist also

nI
k−1 nII

nk
=

(
nI

n

)k−1
nII

n
.
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Dieses Ergebnis kann auch anders hergeleitet werden. Die Wahrscheinlichkeit,
ein Element vom Typ I/II aus der Population zu ziehen ist pI = nI

n
, bzw.

pII = nII

n
. Es gilt natürlich pII = 1 − pI . Wie wir später zeigen werden, ist

die Wahrscheinlichkeit, beim unabhängigen Ziehen ein Element vom Typ I
(kI = k−1)-mal zu entnehmen durch pkI

I gegeben, und wir erhalten ebenfalls
für die gesuchte Wahrscheinlichkeit

Geometrische Verteilung

P (kI |pI) = pkI
I (1− pI) (3.19a)

〈kI〉 =
pI

1− pI

(3.19b)

var(kI) =
pI

(1− pI)2
. (3.19c)

Diese Verteilung nennt man geometrische Verteilung. Man vergewis-
sert sich leicht, dass diese Verteilung auf eins normiert ist, da

∑∞
k=0 pk =

1/(1− p).

Die Formeln (3.19b) und (3.19c) für Mittelwert und Varianz kann man leicht
zeigen:

〈kI〉 =
∞∑

kI=0

kI pkI
I (1− pI)

=
∞∑

kI=0

kI pkI
I −

∞∑
kI=0

kI pkI+1
I

= pI
d

dpI

∞∑
kI=0

pkI
I − p2

I

d

dpI

∞∑
kI=0

pkI
I

= (pI − p2
I)

d

dpI

1

1− pI

=
pI

1− pI
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〈
k2

I

〉
=

∞∑
kI=0

k2
I pkI

I (1− pI)

= pI
d

dpi

pI
d

dpi

∞∑
kI=0

pkI
I − p2

I

d

dpi

pI
d

dpi

∞∑
kI=0

pkI
I

=
pI(1 + pI)

(1− pI)2

var(kI) =
〈
k2

I

〉
− 〈kI〉2

=
pI

(1− pI)2

3.5.3 Fragestellung 2 ohne Zurücklegen

Wir suchen die Wahrscheinlichkeit, dass die Stichprobe kI Elemente vom Typ
I und kII = k− kI Elemente vom Typ II enthält. Hierbei kann kI irgendeine
ganze Zahl zwischen Null und min(nI , k) sein. Die kI Elemente vom Typ I
können auf

(
nI

kI

)
Arten gezogen werden. Für die Elemente vom Typ II gibt

es
(

nII

kII

)
Möglichkeiten. Die Gesamtzahl der Möglichkeiten k Elemente aus

der Population der Gröÿe n = nI + nII auszuwählen ist
(

n
k

)
. Die gesuchte

Wahrscheinlichkeit ist somit

Hypergeometrische Verteilung

P (kI |k = kI + kII , nI , nII) =

(
nI

kI

)(
nII

kII

)(
nI+nII

kI+kII

) (3.20a)

〈kI〉 =
nI (kI + kII)

nI + nII

(3.20b)

var(kI) =
(kI + kII)(nI + nII − kI − kII) nI nII

(nI + nII − 1)(nI + nII)2
.

(3.20c)

Beweis: Laut Bronstein gilt(
α

0

)(
β

k

)
+

(
α

1

)(
β

k − 1

)
+ . . . +

(
α

k

)(
β

0

)
=

(
α + β

k

)
,
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womit mit α = nI und β = nII sofort die Normierung von Gl. (3.20a) folgt.
Die Beweise für den Erwartungswert und die Varianz lassen sich leicht führen.

〈kI〉 =
k∑

kI=0

kI

(
nI

kI

)(
nII

k−kI

)(
nI+nII

k

)
=

k∑
kI=0

kI
nI !

kI ! (nI − kI)!

nII !

(k − kI)! (nII − k + kI)!

k! (nI + nII − k)!

(nI + nII)!

=
k∑

kI=1

nI
(nI − 1)!

(kI − 1)! [(nI − 1)− (kI − 1)]!

nII !

(k − kI)! (nII − k + kI)!

× k

nI + nII

(k − 1)! [(nI + nII − 1)− (k − 1)]!

(nI + nII − 1)!

=
nI k

nI + nII

k∑
kI=1

(
nI−1
kI−1

)(
nII

k−kI

)(
nI+nII−1

k−1

)

ersetze den Summationsindex kI → kI + 1

=
nI k

nI + nII

k−1∑
kI=0

(
nI−1

kI

)(
nII

k−kI−1

)(
nI+nII−1

k−1

)

de�niere: k̃ := k − 1, ñI := nI − 1

=
nI k

nI + nII

k̃∑
kI=0

(
ñI

kI

)( nII

k̃−kI

)(ñI+nII

k̃

)︸ ︷︷ ︸
=1

=
nI (kI + kII)

nI + nII
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Für 〈k2
I 〉 verfährt man analog:

〈
k2

I

〉
=

k∑
kI=0

k2
I

(
nI

kI

)(
nII

k−kI

)(
nI+nII

k

)
=

k∑
kI=0

k2
I

nI !

kI ! (nI − kI)!

nII !

(k − kI)! (nII − k + kI)!

k! (nI + nII − k)!

(nI + nII)!

=
k∑

kI=1

kI nI
(nI − 1)!

(kI − 1)! [(nI − 1)− (kI − 1)]!

nII !

(k − kI)! (nII − k + kI)!

× k

nI + nII

(k − 1)! [(nI + nII − 1)− (k − 1)]!

(nI + nII − 1)!

=
nI k

nI + nII

k∑
kI=1

kI

(
nI−1
kI−1

)(
nII

k−kI

)(
nI+nII−1

k−1

)

ersetze den Summationsindex kI → kI + 1

=
nI k

nI + nII

k−1∑
kI=0

(kI + 1)

(
nI−1

kI

)(
nII

k−kI−1

)(
nI+nII−1

k−1

)

de�niere: k̃ := k − 1, ñI := nI − 1

=
nI k

nI + nII

k̃∑
kI=0

(kI + 1)

(
ñI

kI

)( nII

k̃−kI

)(ñI+nII

k̃

)
=

nI k

nI + nII

(
1 +

k̃∑
kI=0

kI

(
ñI

kI

)( nII

k̃−kI

)(ñI+nII

k̃

)︸ ︷︷ ︸
=

k̃ ñI
ñI+nII

)

=
nI k

nI + nII

(
1 +

(k − 1) (nI − 1)

n1 + nII − 1

)
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Damit können wir leicht die Varianz berechnen:

var(kI) =
〈
k2

I

〉
− 〈kI〉2

=
nI k

nI + nII

+
nI k (k − 1) (nI − 1)

(nI + nII) (n1 + nII − 1)
− n2

I k2

(nI + nII)2

=
k (nI + nII − k) nI nII

(nI + nII)2 (n1 + nII − 1)

=
(kI + kII) (nI + nII − kI − kII) nI nII

(nI + nII)2 (n1 + nII − 1)

Beispiele:

a) Qualitätskontrolle:
Wenn in einer Produktion von n Teilen nI defekt und nII = n−nI intakt sind,
wie groÿ ist die Wahrscheinlichkeit, dass bei einer Stichprobe vom Umfang
k die Zahl der defekten Teile kI beträgt. Die gesuchte Wahrscheinlichkeit ist
die hypergeometrische Verteilung P (kI |k, nI , nII). Die wirklich interessante
Frage lautet jedoch, wie groÿ ist die Zahl nI der defekten Teile der gesamte
Produktion vom Umfang n, wenn bei Stichprobe vom Umfang k die Zahl
der defekten Teilen kI beträgt. Diese Frage werden wir mit dem Bayesschen
Theorem beantworten können.

b) Abschätzprobleme:
Es werden nI Fische gefangen, rot markiert und wieder freigelassen. Nach
einiger Zeit werden erneut Fische gefangen, diesmal k Stück, davon sind kI

Fische rot markiert. Wie groÿ ist die Zahl der Fische im See? Dieses inverse
Problem können wir ebenfalls noch nicht beantworten. Wir können aber die
umgekehrte Frage beantworten, die bei der Lösung des inversen Problems
eine wichtige Rolle spielt: Wie groÿ ist die Wahrscheinlichkeit, dass der zweite
Fang kI markierte Fische enthält, vorausgesetzt, die Zahl der Fische im See
ist n und davon sind nI rot markiert. Diese Wahrscheinlichkeit ist ebenfalls
durch die hypergeometrische Verteilung P (kI |k, nI , n− nI) gegeben.

3.5.4 Fragestellung 2 mit Zurücklegen

Diese Frage ist leicht zu beantworten, wenn wir von den Wahrscheinlichkeiten
pI = nI

n
bzw. pII = nII

n
ausgehen, Elemente vom Typ I oder II unabhängig

voneinander zu ziehen. Die Wahrscheinlichkeit, dass die Stichprobe kI Ele-
mente vom Type I und kII Elemente vom Typ II in einer ganz bestimmten

56



Reihenfolge enthält, ist demnach

pI
kI pII

kII = pI
kI (1− pI)

k−kI .

Da es in der Fragestellung nicht auf die Reihenfolge ankommt, ist die gesuchte
Wahrscheinlichkeit (

k

kI

)
pI

kI (1− pI)
k−kI .

Das ist nichts anderes als die Binomial-Verteilung.
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Kapitel 4

Grenzwertsätze

4.1 Stirlingsche Formel

Wichtig im Zusammenhang mit kombinatorischen Problemen ist die Stirling-
sche Formel zur approximativen Bestimmung von n!, da in vielen Fällen groÿe
Zahlen n auftreten. Wir werden später sehen, dass wir neben der Fakultät
auch die Gamma-Funktion benötigen,

Γ(x) =

∫ ∞

0

tx−1 e−t dt , (4.1)

die für ganzzahlige Argumente mit der Fakultät über

Γ(n + 1) = n! (4.2)

zusammenhängt. Ebenso wie die Fakultät erfüllt auch die Gamma-Funktion
(für beliebige reelle Argumente) die Rekursionsformel

Γ(x + 1) = x Γ(x) . (4.3)

Die asymptotische Darstellung der Gamma-Funktion für groÿe Werte von |x|
lautet

Γ(x) = xx− 1
2 e−x

√
2π

{
1 +

1

12x
+ O(x−2)

}
= xx− 1

2 e−x
√

2π

{
1 + O(x−1)

}
.

(4.4)
Für die Fakultät erhält man daraus für groÿe n

n! = Γ(n + 1) = (n + 1)n+ 1
2 e−(n+1)

√
2π

{
1 + O(n−1)

}
= e(n+ 1

2
) ln(n+1)−n−1

√
2π

{
1 + O(n−1)

}
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= e(n+ 1
2
)
(

ln(n)+ln(1+1/n)
)
−n−1

√
2π

{
1 + O(n−1)

}
= e(n+ 1

2
)
(

ln(n)+1/n+O(1/n2)
)
−n−1

√
2π

{
1 + O(n−1)

}
= e(n+ 1

2
) ln(n) e1+O(1/n)−n−1

√
2π

{
1 + O(n−1)

}
.

Das bringt uns zur gesuchten Formel

Stirlingsche Formel

n! = n(n+ 1
2
) e−n

√
2π

{
1 + O(n−1)

}
(4.5a)

ln(n!) = (n +
1

2
) ln(n)− n + ln(

√
2π) + O(n−1) . (4.5b)

Der Term O(n−1) kann für groÿe n vernachlässigt werden. Das führt in der
linearen Darstellung (Gl. (4.5a)) zu einem zwar über alle Grenzen anwachsen-
den Absolut-Fehler, aber der relativer Fehler verschwindet wie 1/n. In den
Anwendungen werden i.d.R. Verhältnisse von Fakultäten benötigt, so dass
hier auch der absolute Fehler mit 1/n verschwindet. In der logarithmischen
Darstellung verschwindet bereits der Absolut-Fehler. In Tabelle (4.1) ist der
relative Fehler für einige Werte von n angegeben. Man erkennt in der Tat,
dass der relative Fehler sehr schnell klein wird und die Näherung bereits für
n = 1 plausible Werte liefert1.

4.2 Lokaler Grenzwertsatz (de Moivre)

Es kann gezeigt werden (siehe Lehrbuch von H.Meschkowski), dass die Bino-
mial-Verteilung (Newtonsche Formel) für np(1 − p) � 1 durch eine Gauÿ-
Funktion approximiert werden kann

1Die Stirlingsche Formel liefert für n = 1 den Wert 0.922
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n n! ε
1 1 0.0779
2 2 0.0405
3 6 0.0273
4 24 0.0206
5 120 0.0165
10 3628800 0.0083
20 2432902008176640000 0.0042
30 265252859812191058636308480000000 0.0028
40 815915283247897734345611269596115894272000000000 0.0021

Tabelle 4.1: Relativer Fehler ε der Stirlingschen Formel.

De-Moivre-Laplace Theorem
(Lokaler Grenzwertsatz)

P (k|n, p) =

(
n

k

)
pk(1− p)n−k w g(k|k0, σ) (4.6)

mit

g(k|k0, σ) :=
1√

2πσ2
e−

(k−k0)2

2σ2 (4.7)

k0 = np
σ =

√
np(1− p)

für σ � 1 .

Dieser Satz besagt präzise formuliert (genaue Formulierung nicht prüfungsrele-

vant):

Zu jeder reellen Zahl ε und zu jedem Paar positiver reeller Zahl x1 und x2 gibt es

eine natürliche Zahl N(ε, x1, x2), so dass

∣∣∣∣∣ P (k|n, p)
g(k|np,

√
np(1− p))

− 1

∣∣∣∣∣ < ε
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Abbildung 4.1: Links: Vergleich der Binomial Verteilung (Kreise) mit der
Gauÿschen Näherung (de-Moivre-Laplace) (durchgezogene Kurve) für n =
100, p = 0.3. Für diese Parameter ist k0 = 30 und σ = 4.58.
Rechts: Di�erenz �Binomial-Gauÿ� normiert auf den Maximalwert der
Binomial-Verteilung.
Unten: Vergleich der Binomial-Verteilung (Kreise) mit der Gauÿschen Nähe-
rung (de-Moivre-Laplace) (durchgezogene Kurve) auf logarithmischer Skala.

wenn n > N(ε, x1, x2) und wenn zudem k so gewählt wird, dass

|k − k0|
σ

=
|k − np|√
np(1− p)

∈ [x1, x2] .

Die Beschränkung von |k−np|√
np(1−p)

auf [x1, x2] bedeutet, dass die Approxima-

tion für extrem groÿe oder kleine k unbrauchbar ist. Für festes k = c gilt
ja o�ensichtlich limn→∞

|k−np|√
np(1−p)

= ∞. Man sieht, dass selbst in der Nä-

he des Maximums groÿe Abweichungen (im Prozentbereich) auftreten. Die
Grenzwertsätze haben für die praktische Anwendung an Bedeutung verloren,
da man die Binomial-Verteilung numerisch genauso bequem auswerten kann,
wie die Gauÿ-Funktion. Wir werden allerdings Situation antre�en, in denen
wir diese Näherung benötigen, um analytische Auswertungen zu ermöglichen.
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4.3 Integralsatz von de-Moivre

In der Regel interessiert man sich weniger für die Wahrscheinlichkeit, dass
bei n Versuchen genau k-mal ein bestimmtes Ereignis eintritt, sondern eher
für Fragen folgender Art:
In einer Produktion von Bauelementen sei p = 0.002 die Wahrscheinlichkeit
dafür, dass ein Teil fehlerhaft ist. Wie groÿ ist die Wahrscheinlichkeit, dass
in einer Produktion von 5000 Stück höchstens 20 unbrauchbar sind?
Hier fragt man nach der Wahrscheinlichkeit, dass die exklusiven Ereignisse
k = 0, 1, 2, . . . , 20 vorkommen. Nach der Summenregel ist diese Wahrschein-
lichkeit

P (k ∈ {0, 1, 2, . . . , 20}|n, p) =
20∑

k=0

P (k|n, p) . (4.8)

Auch diese Summe ist eine Trivialität für heutige Rechner. Dennoch kann es
in manchen Fällen, insbesondere für analytische Rechnungen, sinnvoll sein,
die de-Moivre-Laplace-Näherung zu verwenden. Das führt zum

Integralsatz von de-Moivre

Es sei p die Wahrscheinlichkeit für das Eintreten eines Ereignisses E in
einem Versuch. Dieses Ereignis soll bei n unabhängigen Wiederholungen
des Versuches k-mal auftreten. Wir de�nieren die Menge

Ia,b = {k|a ≤ k − np√
np(1− p)

< b} .

Es gilt die Grenzwertbeziehung

lim
n→∞

P (k ∈ Ia,b|n, p) =
1√
2π

∫ b

a

e−x2/2dx . (4.9)

Weiter gilt
P (k ∈ Ia,b|n, p) =

∑
k∈Ia,b

P (k|n, p) .

In diesem Zusammenhang ist die Funktion

Φ(x) =
1√
2π

∫ x

−∞
e−t2/2 dt (4.10)
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wichtig. Diese Funktion steigt monoton an und hat folgende speziellen Funk-
tionswerte

Φ(−∞) = 0
Φ(0) = 1/2 (4.11)

Φ(∞) = 1 .

Mit der Funktion Φ(x) gilt

1√
2π

∫ b

a

e−x2/2 dx = Φ(b)− Φ(a) .

Eine weitere wichtige Beziehungen ist

Φ(−x) = 1− Φ(x) . (4.12)

Wir können nun die eingangs gestellte Aufgabe mit dem Integralsatz nähe-
rungsweise lösen. Hierbei ist np = 10 und np(1− p) = 5000 ∗ 0.002 ∗ .998 =
9.98, bzw.

√
np(1− p) = 3.159. Damit

k − np
√

npq
< b

ist, kann für die Obergrenze b:

kmax − np
√

npq
< b <

kmax + 1− np
√

npq

gewählt werden. Die Summe über die 21 k-Werte k = 0, 1, . . . , 20 wird durch
ein Integral ersetzt. Damit die Intervall-Länge ebenfalls 21 beträgt, sollte
man b = (kmax + 1 − np)/

√
npq wählen. Es erweist sich aber als besser,

b = (kmax+0.5−np)/
√

npq zu verwenden. Für die Intervallgrenzen verwenden
wir deshalb a = (0−10)/3.159 = −3.165 und b = (20.5−10)/3.159 = 3.3237
und erhalten für die gesuchte Wahrscheinlichkeit

P (k ∈ Ia,b) = Φ(3.324)− Φ(−3.165) = 0.9988.

Der exakte Wert ist 0.9984. Die Übereinstimmung ist gut. In der Abbildung
ist der Vergleich für unterschiedliche kmax aufgetragen.
In diesem Zusammenhang ist auch die Fehlerfunktion erf(x) zu erwähnen

erf(x) =
2√
π

∫ x

0

e−t2 dt
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Abbildung 4.2: Vergleich der exakten Werte (durchgezogene Kurve) für die
Wahrscheinlichkeit P (0 ≤ k ≤ kmax|n, p) mit denen des Integralsatzes (ge-
strichelt) als Funktion von kmax für n = 5000, p = 0.002.

=
2√
2π

∫ √
2x

0

e−t2/2 dt (4.13)

1

2
erf(

x√
2
) =

1√
2π

∫ x

0

e−t2/2 dt .

Demnach können wir den Integralsatz in der Fehlerfunktion wie folgt aus-
drücken

P (k ∈ Ia,b|n, p) =
1

2

(
erf(

b√
2
)− erf(

a√
2
)

)
. (4.14)

4.4 Bernoullis Gesetz der groÿen Zahlen

Wir betrachten Bernoulli-Experimente, die durch eine Binomial-Verteilung
beschrieben werden. Wir wissen bereits aus Gl. (3.8b), dass der Mittelwert bei
n Versuchen durch 〈x〉 = p n gegeben ist. Wie groÿ ist die Wahrscheinlichkeit,
dass bei n Versuchen ein Ereignis, das die Wahrscheinlichkeit p besitzt, k =
n p mal auftritt? Die Antwort ist o�ensichtlich in der de-Moivre-Laplace-
Näherung

P (k = n p|n, p) =
1√

2πnp(1− p)
−→
n→∞

0 . (4.15)

Das heiÿt, der Mittelwert 〈k〉 = np, der hier auch gleichzeitig der wahrschein-
lichste Wert ist (siehe Abbildung 4.1), hat eine für n → ∞ verschwindende
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Wahrscheinlichkeit. Das liegt natürlich daran, dass es sehr viele k-Werte in
der Nähe von k = 〈k〉 gibt, die vergleichbare Wahrscheinlichkeit besitzen.
Der de-Moivresche Integralsatz besagt, dass die Wahrscheinlichkeit, dass ein
k-Wert aus dem Bereich

Iσ = {k | np−
√

np(1− p) ≤ k < np +
√

np(1− p)}
= {k | 〈k〉 − σ ≤ k < 〈k〉+ σ}

auftritt (σ-Bereich), durch

P (k ∈ Iσ|n, p) =
1√
2π

∫ 1

−1

e−
x2

2 dx = erf(
1√
2
) = 0.6827 (4.16)

gegeben ist. Die Wahrscheinlichkeit ein k aus dem �2-σ�-Bereich zu �nden,
ist entsprechend

P (k ∈ I2σ|n, p) =
1√
2π

∫ 2

−2

e−
x2

2 dx = erf(
√

2) = 0.9545 .

Das bedeutet, wenn wir ein beliebig kleines ε > 0 vorgeben, ist die Wahr-
scheinlichkeit für |k/n− p| < ε

P (|k/n− p| < ε|n, p) = P (pn− εn ≤ k < pn + εn) =
1√
2π

∫ b

a

e−x2/2 dx

mit

a = − εn√
np(1− p)

= −
√

n
ε√

p(1− p)
−→
n→∞

−∞

b = +
√

n
ε√

p(1− p)
−→
n→∞

∞ .

Daraus folgt

Bernoullis Gesetz der groÿen Zahlen

P (|k/n− p| < ε|n, p) −→
n→∞

1 für bel. ε > 0 . (4.17)

Wenn wir also die intrinsische Wahrscheinlichkeit p aus der relativen Häu�g-
keit k

n
abschätzen, geht die Abweichung (Ungenauigkeit) mit n → ∞ gegen

Null.
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4.5 Der Satz von Poisson

Die Näherung von de-Moivre-Laplace liefert brauchbare Werte in der Nähe
des Maximums der Verteilung. Für sehr kleine oder sehr groÿe Werte O(n)
von k wird der Fehler groÿ. Gerade in diesem Fall hilft ein Satz von Poisson.

Satz von Poisson

Es werden n Versuche durchgeführt, bei denen ein Ereignisse eintritt oder
nicht. Die Wahrscheinlichkeit p für das Ereignis erfülle die Bedingung

n · p = µ = const . (4.18)

Das heiÿt, das Ereignis tritt im Mittel µ-mal auf, unabhängig von der Zahl
n der Versuche. Dann gilt

lim
n→∞

P (k|n, p =
µ

n
) = e−µ µk

k!
=: P (k|µ) . (4.19)

Die resultierende Verteilung P (k|µ) heiÿt Poisson-Verteilung. O�ensicht-
lich ist die Poisson-Verteilung korrekt auf Eins normiert

∞∑
k=0

e−µ µk

k!
= e−µeµ = 1 .

Die Bedingung Gl. (4.18) kann auf zwei Arten verstanden werden

1. p � 1 mit np � 1
/

. Die Poisson-Verteilung wird als Näherung für die
Binomial-Verteilung verwendet.

2. Wir betrachten ein Zeitintervall t, in dem im Mittel µ Ereignisse statt-
�nden. Wir unterteilen das Intervall in n gleich groÿe Teile ∆t = t/n.
Die Wahrscheinlichkeit, dass in einem der Teilintervalle ein Ereignis
statt�ndet, sei p. Wenn die Ereignisse unabhängig voneinander sind,
haben wir es wieder mit n Wiederholungen identischer Versuche zu tun,
und wir können die Binomial-Verteilung verwenden, von der wir wissen,
dass im Mittel pn Ereignisse auftreten werden. Damit diese Zahl un-
abhängig von der Zahl der Unterteilungen des gesamten Zeitintervalls
ist, muss p = µ/n sein.
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In der Abbildung 4.3 sind die Ergebnisse der Poissonschen Näherung mit de-
nen der exakten Binomial-Verteilung für verschiedene Parameter verglichen.
Die Übereinstimmung ist generell sehr gut. Zusätzlich enthalten die Abbil-
dungen auch die Kurven der Gauÿ-Verteilungen mit denselben Werten für
Mittelwert und Varianz. Für µ � 1 geht die Poisson-Verteilung ebenfalls in
eine Gauÿ-Verteilung über.
Der Erwartungswert der Poisson-Verteilung ist

〈k〉 =
∞∑

k=0

k e−µ µk

k!
= e−µ µ

∂

∂µ

∞∑
k=0

µk

k!

= e−µ µ
∂

∂µ
eµ = µ .

Analog erhalten wir für das zweite Moment der Poisson-Verteilung

〈
k2
〉

=
∞∑

k=0

k2 e−µ µk

k!
= e−µ µ

∂

∂µ
µ

∂

∂µ

∞∑
k=0

µk

k!

= e−µ µ
∂

∂µ
µ

∂

∂µ
eµ = e−µ µ

(
µ eµ + eµ

)
= µ2 + µ .

Somit haben wir

Poisson-Verteilung

P (k|µ) = e−µ µk

k!
(4.20a)

〈k〉 = µ (4.20b)

var(k) = µ . (4.20c)

Erwartungswert und Varianz der Poisson-Verteilung stimmen mit den ent-
sprechenden Werten der Binomial-Verteilung (Gl. (3.8b) und (4.20c)) über-
ein, wenn man berücksichtigt, dass µ = p n und p → 0.
Man erkennt in Abbildung 4.3 auch, dass bereits bei einem Mittelwert von
µ = 5 die Gauÿsche Näherung gut mit der Poisson-Verteilung übereinstimmt.
Wichtig ist festzuhalten, dass die Gauÿ-Verteilung bereits bei kleinen Werten
µ > 10 sehr gut mit der Poisson-Verteilung übereinstimmt. Aber selbst bei
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µ = 50 ist noch eine Diskrepanz zur Binomial-Verteilung zu erkennen, da in
diesem Fall n nicht groÿ genug ist.
Viele Experimente sind Zählexperimente, z.B. inverse Photoemission, bei
denen Teilchen gezählt werden. Zählexperimente unterliegen generell der
Poisson-Statistik. Die Zählraten sind aber in der Regel sehr groÿ (µ > 100),
und es ist daher gerechtfertigt, die Streuung der experimentellen Werte um
den wahren Wert mit einer Gauÿ-Verteilung zu beschreiben, bei der die Va-
rianz gleich dem Messwert ist. Die Fehlerstatistik eines Zählexperimentes
lautet demnach

Fehlerstatistik von Zählexperimenten

P (N |µ) =
1√

2πσ2
e−

(N−µ)2

2σ2

σ =
√

µ ≈
√

N

(4.21)

Das bedeutet, die experimentellen Zählraten werden gemäÿ einer Gauÿ-Ver-
teilung um den wahren Wert µ mit einer Breite

√
µ streuen. Da der wahre

Wert µ nicht bekannt ist, sonst würde man das Experiment erst gar nicht
durchführen, verwendet man diese Formel i.d.R. um von den beobachteten
Zählraten auf den wahren Wert zu schlieÿen. Solange die Zählrate N > 10,
kann die Varianz durch die experimentelle Zählrate approximiert werden, und
man liest diese Verteilung umgekehrt. Man gibt

µ = N ±
√

N (4.22)

als Schätzwert für den wahren Wert µ an.

69



0 2 4 6 8 10
0

0.1

0.2

0.3

0.4

0.5

k

P
(k

|n
,p

)

0 5 10 15 20
0

0.05

0.1

0.15

0.2

k

P
(k

|n
,p

)

0 20 40 60 80 100
0

0.01

0.02

0.03

0.04

0.05

0.06

k

P
(k

|n
,p

)

Abbildung 4.3: Vergleich der Binomial Verteilung (Kreise) mit der Poisson-
schen Näherung (durchgezogene Kurve) für n = 1000.
Links: p = 0.001, µ = 1, σ = 1.00.
Mitte: p = 0.005, µ = 5, σ = 2.23.
Rechts: p = 0.05, µ = 50, σ = 6.89.
Zusätzlich wurde die Gauÿ-Funktion g(x|µ,

√
µ) gestrichelt eingezeichnet.
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Kapitel 5

Begri�sde�nitionen und

Diskussion

Wir haben mittlerweile einige Erfahrung mit typischen Fragestellungen der
Wahrscheinlichkeitstheorie und auch das nötige mathematische Rüstzeug,
um die Begri�e, die wir in der Wahrscheinlichkeitstheorie verwenden werden,
präzisieren zu können. Das soll anhand eines speziell konstruierten Beispiels
geschehen.

5.1 Das Schätzexperiment mit drei Urnen

Gegeben sind drei Behälter (Urnen) U1, U2, U3, in denen sich jeweils 100
Kugeln be�nden. Die Kugeln sind entweder rot oder gelb. Die Urnen unter-
scheiden sich im Anteil qα der gelben Kugeln

Urne Anteil gelb Anteil rot
U1 q1 = 0.2 0.8
U2 q2 = 0.4 0.6
U3 q3 = 0.7 0.3
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Aufgabenstellung

• Es wird zufällig eine der drei Urnen Uα ausgewählt.

• Wir wissen nicht welche.

• Aus Uα werden 40 Kugeln mit Zurücklegen gezogen.
Davon sind ng Kugeln gelb.

Def. 5.1 (Bedingungskomplex) Wir nennen diese Information und sämt-
liche Annahmen, die die Aufgabenstellung eindeutig de�nieren, den Bedin-
gungskomplex B.

Der Bedingungskomplex B enthält im Falle des Drei-Urnen-Experiments die
Information: es gibt drei Urnen, es wird gezogen mit Zurücklegen, alle Ku-
geln sind gleich groÿ und schwer1, die Kugeln werden �zufällig� entnommen
(ohne hinzusehen oder abzutasten), etc... . Erst die präzise Angabe des Bedin-
gungskomplexes macht eine eindeutige Antwort möglich! Es ist nicht immer
klar, was für den Bedingungskomplex relevant ist. Z.B. ist es wichtig, dass
es sich um drei Urnen handelt, aber nicht welche Farbe diese Urnen haben,
auÿer die Farben werden kommuniziert. Die Gröÿe der Urnen könnte relevant
sein, wenn davon die Wahrscheinlichkeit abhängt, dass diese Urne ausgewählt
wurde.

Fragestellungen

Wie groÿ ist die Wahrscheinlichkeit, dass

• α = 1, 2, 3.

• der nächste Zug wieder gelb liefert.

• sich eine Urne unbekannten Typs eingeschlichen hat.

1Ansonsten modi�ziert das die Verteilung der Kugeln, die an der Ober�äche anzutre�en
sind.
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Def. 5.2 (Versuch, Experiment) Unter einem Versuch oder Experi-
ment verstehen wir die Verwirklichung eines Bedingungskomplexes B und
die Beobachtung des Ergebnisses.

Ein Versuch muss nicht notwendig von Menschen durchgeführt werden. So
ist eine durch B spezi�zierte Naturbeobachtung auch ein Versuch.

Def. 5.3 (Zufallsversuch) Wird bei Wiederholung des Versuchs, stets das-
selbe Ergebnis erwartet, dann spricht man von einem deterministischen
Versuch. Demgegenüber heiÿt ein Versuch zufällig, wenn im einzelnen
nicht vorhersagbare Ergebnisse zu erwarten sind.

Def. 5.4 (Grundgesamtheit) Die Menge aller unter B durchführbaren Zu-
fallsversuche (kurz Versuche oder Experiment) heiÿt Grundgesamtheit G.

Die Grundgesamtheit kann endlich oder unendlich sein. Beim Urnen-Experi-
ment ist sie unendlich, da immer wieder zurückgelegt wird. Ohne Zurückle-
gen, hätte die Grundgesamtheit die Mächtigkeit (Zahl der Kugeln) 100.

Def. 5.5 (Elementarereignisse) Ereignisse, die sich nicht weiter zerlegen
lassen, heiÿen Elementarereignisse oder Ergebnisse. Alle anderen heiÿen zu-
sammengesetzte Ereignisse.

Beim Roulette kann rot auf 18 Arten zustandekommen: 18 Felder sind rot.
Unter diesen ist auch z.B. das mit 12 markierte Feld. 12 ist in diesem Beispiel
ein Elementarereignis.
Allgemein sind Ereignisse E Teilmengen der Grundgesamtheit G, E ⊆ G. Ein
Ereignis E tritt ein, wenn ein Ergebnis ω ∈ E beobachtet wird. Demnach
ist ein Ereignis entweder ein Elementarereignis oder eine Vereinigung von
Elementarereignissen.
Auch G und die leere Menge ∅ sind Ereignisse, nämlich das sichere bzw. un-
mögliche Ereignis. Denn ω ∈ G tritt mit Sicherheit ein; und E = ∅ bedeutet,
dass es kein Ergebnis ω mit ω ∈ E gibt.
G heiÿt diskret, wenn die möglichen Ergebnisse abzählbar sind, sonst heiÿt G
kontinuierlich. Es kann auch ein gemischter Fall vorliegen. Oft haben Versu-
che nur zwei Ausgänge: sogenannte dichotome Versuche (z.B. Münzwurf).
Mit |G| bezeichnen wir die Mächtigkeit. Bei dichotomen Versuchen ist |G| =
2. Beim Würfel-Experiment ist |G| = 6. Bei Stichproben vom Umfang n
bildet die Menge aller Stichproben-Ergebnisse den Ergebnis-Raum Gn, auch
Stichproben-Raum genannt. Bei dichotomen Experimenten ist o�ensichtlich
|Gn| = 2n.
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Def. 5.6 (Bernoulli-Versuche) Unter einem Bernoulli-Versuch ver-
steht man, dass ein Versuch mit zwei Ausgängen wiederholt durchgeführt
wird. Hierbei sollen die Ausgänge der einzelnen Versuche voneinander unab-
hängig sein.

Das eben besprochene Urnenexperiment kann als Bernoulli-Experiment auf-
gefasst werden, bei dem nacheinander 40 Kugeln gezogen werden, die entwe-
der rot oder gelb sind.

Def. 5.7 (Stichprobe) Man kann Versuche bündeln. Eine n-malige Wie-
derholung eines einzelnen Versuchs heiÿt ebenfalls Versuch: Man sagt dann,
man habe eine Stichprobe vom Umfang n gezogen.

In diesem Sinne handelt es sich in obigem Beispiel um eine Stichprobe vom
Umfang 40.
Duale Bedeutung wiederholter Versuche: In der Wahrscheinlichkeits-
theorie hat der Begri� �wiederholte Versuche� zwei unterschiedliche Bedeu-
tungen. Der erste ist die approximative Beziehung zwischen intrinsischer
Wahrscheinlichkeit und relativer Häu�gkeit. Die zweite ist die Durchführung
eines zusammengesetzten Experiments.
Z.B. kann das Urnen-Experiment zweifach interpretiert werden:
1) Das eigentliche Experiment (Versuch) ist der einzelne Zug einer Kugel. Der
Versuch wird nun n mal wiederholt, um die intrinsische Wahrscheinlichkeit
qα des Einzelexperimentes zu ermitteln.
2) Das Experiment besteht darin, die n Kugeln zu ziehen. Der zugrunde
liegende Wahrscheinlichkeitsraum hat nun 2n Elemente. Um die zuge-
hörigen Wahrscheinlichkeiten über relative Häu�gkeiten zu ermitteln, muss
das zusammengesetzte Experiment mehrfach wiederholt werden.

Def. 5.8 (Ereignis) Den Ausgang eines Versuchs nennt man Ereignis.
Ereignisse treten ein oder nicht! Ein mehr oder wenig gibt es nicht.

Ein mögliches Ereignis ist: gelb im i-ten Zug. Aber auch die Auswahl der Ur-
ne α ist ein Ereignis. Im Urnen-Experiment wird von bekannten Ereignissen
auf unbekannte geschlossen. Abgesehen von Ereignissen spielen Propositio-
nen eine zentrale Rolle in der Wahrscheinlichkeitstheorie.

Def. 5.9 (Propositionen) Aussagen, die entweder wahr oder falsch sind,
nennt man Propositionen.

• Die ausgewählt Urne hat den Index α.

• Die nächste Kugel wird gelb sein.
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• Es gibt eine weitere Urne U4 mit unbekanntem q4.

• Julius Cäsar war ein Mann.

• Morgen wird es regnen.

• Die Länge des Stabes liegt zwischen 1.0m und 1.1m.
Auf diese Weise können auch überabzählbare Propositionen für konti-
nuierliche Freiheitsgrade eingeführt werden.

Def. 5.10 (Hypothesen) Hypothesen sind Aussagen über unbekannte Er-
eignisse.

• Die gewählte Urne hat die Nummer drei.

Hypothesen sind wichtig in der orthodoxen Statistik. Streng genommen gibt
es keinen Unterschied zwischen Hypothesen und Propositionen.

Def. 5.11 (Vorwärts-/Rückwärtsrechnung) Es liege U1 vor. Die Pro-
position Die nächste Kugel wird gelb sein erhält man aus einer Vor-
wärtsrechnung. Im Urnen-Experiment interessiert der Umkehrschluss,
der von den beobachteten Folgen der Farben auf die mögliche, hypothetische
Ursache rückschlieÿt (Rückwärtsrechnung). Man spricht auch von in-
duktivem Schluss induktiver Logik.

Im Drei-Urnen-Experiment scheint es zwei Arten von Wahrscheinlichkeiten
zu geben:

W1 : Wahrscheinlichkeit, aus der Urne Uα eine gelbe Kugel zu ziehen.

W2: Wahrscheinlichkeit, dass die Urne α vorliegt, wenn die Stichprobe vom
Umfang N ng gelbe Kugeln enthält.

Die erste Wahrscheinlichkeit hat einen �objektiven� Charakter, da sie von
der Person losgelöst ist, die die Auswertung des Experimentes vornimmt. Sie
beschreibt eine Eigenschaft der ausgewählten Urne. Präziser formuliert ist
W1 die Wahrscheinlichkeit, im nächsten Zug gelb zu ziehen, wenn Uα vorliegt
eine bedingte Wahrscheinlichkeit, die wir in Zukunft kompakt

W1 = P (gelb|Uα,B) = qα (5.1)

schreiben werden. Gemäÿ der klassischen De�nition weisen wir dieser Wahr-
scheinlichkeit den Wert qα zu, da es unter Berücksichtigung des Bedingungs-
komplexes B bei jedem Zug insgesamt 100 Möglichkeiten (Kugeln) gibt, wo-
von 100 ∗ qα günstige Ereignisse darstellen. Andererseits wissen wir vom
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Bernoulli-Gesetz der groÿen Zahlen, dass ng/N −→
N→∞

qα. Also ist auch im

Rahmen der statistischen De�nition der Wahrscheinlichkeit W1 der Wert qα

zuzuweisen. Bei der Wahrscheinlichkeit W1 handelt es sich um eine sogenann-
te Vorwärts-Wahrscheinlichkeit, deren zufälliges Verhalten intrinsisch
vom Experiment (B) vorgegeben ist.
Anders verhält es sich bei der Wahrscheinlichkeit W2

W2 = P (Uα|N, ng,B) .

Hierbei handelt es sich um eine Rückwärts-Wahrscheinlichkeit, denn
wenn wir die Argumente vor und hinter dem Bedingungsstrich umarrangieren
zu P (ng|Uα, N,B), erhalten wir die Vorwärts-Wahrscheinlichkeit, dass bei
einer Stichprobe vom Umfang N aus der Urne Uα die Anzahl der gelben
Kugeln ng sein wird. Das ist eine Wahrscheinlichkeit, die wieder objektiven
Charakter hat. Diese Wahrscheinlichkeit kennen wir bereits. Es handelt sich
um die Bernoulli-Verteilung P (ng|N, qα).
Auf die gesuchte Rückwärtswahrscheinlichkeit kann nur �induktiv� geschlos-
sen werden: Nehmen wir an, ng/N = 0.25. Da q1 am nächsten an dem beob-
achten Verhältnis ng/N liegt, wird man schlieÿen, dass es sich um die Urne
1 handelt. Aber wie kann man diese Wahrscheinlichkeit quanti�zieren?

5.2 Orthodoxe Statistik versus BayesscheWahr-

scheinlichkeitstheorie

Es gibt zwei kontroverse Sichtweisen bei Problemen der induktiven Logik, die
Sicht der orthodoxen Statistik und die der Bayesschen Wahrscheinlichkeits-
theorie.

5.2.1 Orthodoxe Statistik

In der Orthodoxen Statistik beschreibt man Vorwärts-Wahrscheinlich-
keiten durch Zufallsvariablen und Rückwärts-Wahrscheinlichkeiten über Hy-
pothesen-Tests.
Die Zufälligkeit wird in der orthodoxen Statistik als intrinsische (physika-
lische) Eigenschaft des Experiments betrachtet. Man unterscheidet streng
zwischen folgenden Situationen.
a) Eine Münze ist völlig symmetrisch. Die Wahrscheinlichkeit, beim nächsten
Wurf Kopf zu erhalten, ist wKopf = 1/2.
b) Die Münze ist manipuliert und fällt immer auf eine (mir aber unbekann-
te) Seite. Nun ist X(Kopf/Zahl) keine Zufallsvariable mehr, da sie immer
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denselben Wert annehmen wird. Die Wahrscheinlichkeit lässt sich nun nicht
mehr über nKopf/n bestimmen, da dieses Verhältnis immer 0 oder 1 sein wird.
Aber das wissen wir erst, nachdem wir das Experiment durchgeführt haben.
Man kann vorher keine Aussagen machen.

Vor dem Auswählen der Urne ist der Index α ebenfalls eine Zufallsvariable
mit der Prior-Wahrscheinlichkeit w(α) = 1/3.

Wenn die Urne bereits ausgewählt wurde, α also bereits vorliegt, wir nur
den Wert nicht wissen, betrachtet die Orthodoxe Statistik α nun nicht mehr
als Zufallsvariable.2 Man kann im Rahmen der Orthodoxen Statistik z.B.
nicht mehr nach der Wahrscheinlichkeit, dass α = 1 ist, fragen. Um den-
noch Aussagen über solche Fragestellungen machen zu können, wurden die
Signi�kanz-Tests erfunden.

5.2.2 Signi�kanz-Test

Wir wollen wissen, ob die Daten mit der Hypothese α = 1 konsistent sind,
wenn nicht, nennt man das Experiment signifikant. Das heiÿt, die Da-
ten sind zu weit vom Erwartungswert entfernt, dass die Abweichungen nicht
mehr zufälligen Charakter haben, sondern signifikant sind. Um zu zei-
gen, dass Daten signi�kant sind, greift man in der orthodoxen Statistik auf
einen Trick zurück. Man könnte das den indirekten Beweis der Statistik
nennen. Man geht davon aus, dass die Daten einer Wahrscheinlichkeitsver-
teilung genügen, die durch die Hypothese vorgegeben ist. Liegen die beob-
achteten Daten in den Ausläufern der Wahrscheinlichkeitsverteilung, dann
ist es unwahrscheinlich, dass die Hypothese korrekt ist. Die Daten sind dann
signi�kant, und die Hypothese muss verworfen werden.

Im vorliegenden Drei-Urnen-Problem wollen wir z.B. die Hypothese testen,
dass die Urne U1 vorliegt. Wenn die Hypothese korrekt ist, erwarten wir im
Mittel µ = N q1 gelbe Kugeln. Die beobachtete Anzahl nexp

g weicht hier-
von um ∆n∗ =

∣∣µ− nexp
g

∣∣ ab. Nun reicht es nicht die Wahrscheinlichkeit
P (nexp

g |N, qα) für den beobachteten Wert anzuschauen, da diese Wahrschein-
lichkeit mit zunehmendem N gegen Null geht. Man berechnet stattdessen die
Wahrscheinlichkeit dafür, dass eine Abweichung ∆n vom Mittelwert auftritt,
die so groÿ wie oder gröÿer als die beobachtete Abweichung ∆n∗ ist. Das

2Strenggenommen dürfte man mit (Pseudo-)Zufallszahlen keine Wahrscheinlichkeits-
rechnungen machen, da die Sequenz deterministisch vorgegeben ist und jeder Wert mit
Wahrscheinlichkeit Eins vorhergesagt werden kann. Es liegt also genau die Situation vor,
wie im Fall der bereits gewählten Urne.
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heiÿt, man berechnet die Wahrscheinlichkeit

P (ng ≤ µ−∆n∗ ∨ ng ≥ µ + ∆n∗|N, q1,B) =

µ−∆n∗∑
ng=0

P (ng|N, q1) +
N∑

ng=µ+∆n∗

P (ng|N, q1) . (5.2)
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Abbildung 5.1: Binomial-Verteilung zu q2 = 0.4 und N = 40 Die Fläche
unter dem gefüllten Bereich gibt die Wahrscheinlichkeit P (∆n ≥ ∆n∗|Uα,B)
für gexp = 12 an, auf der der Signi�kanz-Test beruht.

Wenn diese Wahrscheinlichkeit kleiner als ein vorgegebenes Signi�kanz-Niveau
pS (z.B. 5%) ist, verwirft man die Hypothese.

Def. 5.12 (Statistischer Fehler erster Art, Irrtumswahrscheinlich-
keit) Ein Fehler erster Art liegt vor, wenn man eine Hypothese verwirft,
obwohl sie richtig ist. Die Wahrscheinlichkeit, dass ein Fehler erster Art
bei gegebenem statistischen Test auftritt, nennt man Irrtumswahrschein-
lichkeit.

Def. 5.13 (Statistischer Fehler zweiter Art) Ein Fehler zweiter Art
liegt vor, wenn man eine Hypothese akzeptiert, obwohl sie falsch ist.

Wie groÿ ist die Irrtumswahrscheinlichkeit beim Verwerfen der Hypothese,
wenn P (∆n ≥ ∆n∗|Uα,B) < pS? Vorausgesetzt, die Hypothese ist kor-
rekt, dann kennen wir die Wahrscheinlichkeitsverteilung, mit der die Rea-
lisierungen ng = nexp

g auftreten. Es gibt Grenzwerte n
(1)
g und n

(2)
g , die vom
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Signi�kanz-Niveau abhängen, mit der Eigenschaft, dass die Hypothese im
Test verworfen wird, wenn immer der beobachtete Wert nexp

g kleiner als n
(1)
g

oder gröÿer als n
(2)
g ist. Die Wahrscheinlichkeit, dass solche Werte n

(exp)
g im

Rahmen der Hypothese durch �Zufallsschwankungen� auftreten, ist aber ge-
rade

P (ng < n(1)
g ∨ ng > n(2)

g ) = pS .

Das bedeutet, dass wir bei dem Signi�kanz-Test mit Wahrscheinlichkeit pS

einen Fehler erster Art machen werden.
Man könnte nun auf die Idee kommen diesem Fehler dadurch zu minimie-
ren, dass man das Signi�kanz-Niveau kleiner wählt. Dann wird man seltener
versehentlich die Hypothese verwerfen, obwohl sie richtig ist. Andererseits
steigt damit der Fehler zweiter Art drastisch an, denn man wird nun zuneh-
mend die Hypothese akzeptieren, obwohl sie nicht korrekt ist. Umso kleiner
die Rand-Wahrscheinlichkeit P (∆n ≥ ∆n∗|Uα,B) ist, umso gröÿer ist die
Wahrscheinlichkeit, dass es sich um signi�kante Daten handelt. Das wieder-
um bedeutet, dass die Hypothese falsch ist.
Die Rand-Wahrscheinlichkeit ist für das Drei-Urnen-Problem in Abbildung
5.2 über den möglichen experimentellen Zählern nexp

g aufgetragen.
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Abbildung 5.2: Drei-Urnen-Problem für N = 40 und q-Werte wie im Text.
Signi�kanz-Test: (durchgezogene Kurve) Rand-Wahrscheinlichkeit PH

α unter
der Hypothese, dass Uα vorliegt. Bayesscher Hypothesen-Vergleich: (gestri-
chelte Kurve) PB

α = P (Uα|N, nexp
g ,B).
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Nachteile dieser Methode

• Ad hoc.

• Nur sinnvoll, wenn unimodale Wahrscheinlichkeitsverteilung vorliegt.

• Es werden Hypothesen isoliert betrachtet.
Es geht nicht ein, welche Alternativen es gibt. Es kann sein, dass

� es nur 2 Alternativen gibt und separate Tests beide Alternativen
verwerfen.

� die betrachtete Hypothese völlig falsch ist und dennoch den Test
besteht und die richtige Hypothese gar nicht untersucht wird.

� Bsp: Hypothese es hat geregnet. Daten: Der Boden ist nass. Die
Hypothese besteht jeden Test, da

P (Der Boden ist nass|Es hat geregnet) = 1 .

Es fehlen alle anderen Erklärungen.

• Wie soll man das Signi�kanz-Niveau wählen? Üblich ist 5% oder 1%.

5.2.3 Bayessche Wahrscheinlichkeitstheorie

Die Bayessche Wahrscheinlichkeitstheorie (BWT) unterscheidet sich in zwei
wesentlichen Punkten von der orthodoxen Statistik, nämlich in der Inter-
pretation des Begri�es Wahrscheinlichkeit und in einer konträren Sicht von
Zufallsereignissen.
a) In der Baysschen Wahrscheinlichkeitstheorie versteht man Wahrschein-
lichkeiten als Maÿ dafür, dass eine Proposition wahr ist. Insofern stellt die
BWT eine Erweiterung der Aussagenlogik auf Teilwahrheiten dar.
b) Die Zufälligkeit ist keine intrinsische (physikalische) Eigenschaft des un-
tersuchten Objektes, sondern resultiert aus mangelnder Information. Diese
Sicht ist natürlich wesentlich sinnvoller und weitreichender als die orthodoxe.
Sie tri�t zu bei

• Münzwurf (klassisch, deterministisch).
Es fehlt nur die nötige Information, um alles zu berechnen.

• Würfel

• (Pseudo-)Zufallszahlen. Man hat sogar die gesamte Information um die
Zahlen vorherzusagen.
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• Drei-Urnen-Problem. Die Urne wird nicht wirklich zufällig ausgewählt.
Die Person, die sie auswählt hat i.d.R ein Konzept, wie sie die Urne
auswählt.

• Wählerverhalten. Es gibt sicher bei den meisten klare Vorstellungen
warum sie eine bestimmte Partei wählen.

• Klassische Vielteilchen-Systeme.

Was den Zufall charakterisiert, ist die Unberechenbarkeit aufgrund mangeln-
der Information.
Im Rahmen der Bayesschen Wahrscheinlichkeitstheorie gibt es auch keinen
prinzipiellen Unterschied zwischen der Behandlung des oben beschriebenen
Münz-Problems, bei dem einmal die Münze symmetrisch und einmal mani-
puliert ist. In beiden Fällen wird man vor dem ersten Experiment dieselbe
Wahrscheinlichkeit erhalten

P (Kopf|fair,B) = 1/2

sowie
P (Kopf|manipuliert,B) = 1/2 .

Der Unterschied manifestiert sich erst beim zweiten Versuch

P (Kopf|erster Versuch: Zahl, fair,B) = 1/2

aber
P (Kopf|erster Zug Zahl,manipuliert,B) = 0 .

Wir werden im übernächsten Kapitel zeigen, dass die BWT die einzige konsis-
tente Theorie ist, um Teilwahrheiten quantitativ zu beschreiben. Die BWT
stellt einen Kalkül für Propositionen dar. Die Rechenregeln, die sich aus der
Konsistenzforderung ergeben, sind die bereits bekannte Summen- und Pro-
duktregel und daraus abgeleitet das Bayessche Theorem. Sie wird Bayessche
Wahrscheinlichkeitstheorie genannt, da sie ausgiebig vom Bayesschen Theo-
rem gebraucht macht.
Das Bayessche Theorem gibt es auch in der Orthodoxen Statistik. Jedoch
dürfen die Argumente nur Zufallsvariablen sein, da dann die bedingten Wahr-
scheinlichkeiten als Quotient von Wahrscheinlichkeiten de�niert sind, zu de-
nen man relative Häu�gkeiten angeben kann. Deshalb ist es nicht möglich
gewesen, dass Bayessche Theorem heranzuziehen, um zu ermitteln, welche
Urne Uα vorliegt. Im Rahmen der BWT gibt es diese Probleme nicht. Wir
benötigen folgende Propositionen
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• Uα: Die Urne α wurde ausgewählt.

• q = qα: Der Anteil q der gelben Kugeln ist qα.

• N : Die Stichprobe hat den Umfang N.

• ng: In der Stichprobe sind ng gelbe Kugeln.

• B: Die Propositionen, die den Bedingungskomplex de�nieren.

Wir bestimmen die gesuchte Wahrscheinlichkeit P (Uα|N, ng,B) aus dem
Bayesschen Theorem.

pα := P (Uα|ng, N,B) =
P (ng|Uα, N,B) P (Uα|N,B)

P (ng|N,B)
. (5.3)

Der erste Term im Zähler P (ng|Uα, N,B) ist die Vorwärts-Wahrscheinlichkeit,
dass eine Stichprobe vom Umfang N aus der Urne Uα ng gelbe Kugeln ent-
hält. Das ist natürlich die Binomial-Verteilung P (ng|N, qα) (Gl. (3.8a)).
Der zweite Term im Zähler P (Uα|N,B) ist die sogenannte Prior-Wahr-
scheinlichkeit, dass die Urne Uα vorliegt. Für die Bestimmung dieser
Wahrscheinlichkeit ist die Kenntnis des Stichprobenumfangs irrelevant. Es
gilt deshalb P (Uα|N,B) = P (Uα|B). Diese Wahrscheinlichkeit ist
P (Uα|N,B) = 1/3, da es 3 Urnen gibt und nur eines der Ereignisse gün-
stig ist.
Schlieÿlich kommt in Gl. (5.3) noch ein Normierungsnenner vor, der unab-
hängig von α ist. Er sorgt dafür, dass

∑3
α=1 pα = 1. Daraus folgt

pα :=
P (ng|N, qα)∑3

β=1 P (ng|N, qβ)
. (5.4)

Diese Wahrscheinlichkeit ist in Abbildung 5.2 als Funktion von ng = nexp
g

aufgetragen.
Wir erkennen nun klarer, was der Unterschied zwischen den beiden Arten
von Wahrscheinlichkeiten ist.

Def. 5.14 (Prior-Wahrscheinlichkeit) Wir bezeichnen hier mit
Prior-Wahrscheinlichkeit die Wahrscheinlichkeit P (X|B) für eine Pro-
position X, wenn nur der Bedingungskomplex gegeben ist und keine Daten
vorliegen. B kann aber durchaus Vorwissen anderer Form (z.B. Summenre-
geln, etc) enthalten.3

3Man �ndet auch häu�g den Begri� �a-priori-Wahrscheinlichkeit�. Der Begri� ist aller-
dings bereits in der Philosophie mit anderer Bedeutung in Gebrauch.
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Wir werden später erfahren, wie man konsistent Prior-Wahrscheinlichkeiten
zuweist.
Im Drei-Urnen-Experiment konnte die Prior-Wahrscheinlichkeit bereits aus
der klassischen De�nition der Wahrscheinlichkeit bestimmt werden.
Im Gegensatz zur Prior-Wahrscheinlichkeit gibt es die

Def. 5.15 (Posterior-Wahrscheinlichkeit) Unter der Posterior-
Wahrscheinlichkeit verstehen wir die Wahrscheinlichkeit P (X|D,B) für
X, wenn neben dem Bedingungskomplex auch Daten D vorliegen.

Schlieÿlich hatten wir neben der Posterior- (bzw. Rückwärts-) Wahrschein-
lichkeit die Vorwärts-Wahrscheinlichkeit, die man auch Likelihood-Funktion
nennt

Def. 5.16 (Likelihood-Funktion) Unter der Likelihood-Funktion ver-
stehen wir die Wahrscheinlichkeit P (D|X,B), die Daten D zu messen, wenn
die Proposition X wahr ist und weiterhin der Bedingungskomplex vorliegt.
Man nennt sie Likelihood, da man an der Abhängigkeit von X interessiert
ist. In dieser Gröÿe ist sie keine Wahrscheinlichkeit, da sie hierin nicht nor-
miert ist.

Wichtig: P (D|X,B) + P (D|X,B) 6= 1 .

Im Urnen-Beispiel war die Likelihood die Binomial-Verteilung. Die Likelihood-
Funktion ist i.d.R. die einzige Gröÿe, die auch in der Orthodoxen Statistik
verwendet wird.
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Kapitel 6

Bayessche

Wahrscheinlichkeitstheorie

6.1 Was ist Wahrscheinlichkeit?

Im Lexikon �ndet man zwei Erklärungen:
1. Wahrscheinlichkeit ist ein Begri�, der die Einstufung von Aussagen oder
Urteilen nach dem Grad ihres Geltungsanspruchs bzw. Möglichkeit und Ge-
wissheit bezeichnet, wobei die Gründe für den Geltungsanspruch nicht oder
noch nicht ausreichen, um die Annahme des Gegenteils auszuschlieÿen.
2. speziell in Mathematik, Naturwissenschaft und Statistik: Wahrscheinlich-
keit ist der Grad der Möglichkeit bzw. Voraussagbarkeit (Prognostizierbar-
keit) des Eintretens eines Ereignisses.
Wahrscheinlichkeit ist somit ein Maÿ für den Wahrheitsgehalt bzw. Wahr-
heitsgrad einer Proposition.

Es gibt keine unbedingten (absoluten) Wahrscheinlichkeiten!

Z.B. die Wahrscheinlichkeit P (Z|B), beim Wurf einer Münze �Zahl� vorzu-
�nden, ist nur dann 1/2, wenn vorausgesetzt wird, dass die Münze nur zwei
Möglichkeiten hat, zur Ruhe zu kommen (auf der Kante ist ausgeschlossen)
und wenn sichergestellt ist, dass keine der beiden Seiten ausgezeichnet ist.
Auch wenn dieser Bedingungskomplex nahezu selbsterklärend ist, ist nur durch
diese zumeist implizite Angabe die Fragestellung eindeutig de�niert.

Die bedingte Wahrscheinlichkeit P (X|Y ) kann somit auch als Maÿ dafür ver-
standen werden, wie stark die Proposition Y die Proposition X impliziert.
Man kann Wahrscheinlichkeit deshalb auch als Implikationsmaÿ betrach-
ten. Eigentlich ist es genau diese Interpretation, die uns in echten Problemen
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interessiert. Das Ziel ist immer auszuarbeiten, wie stark die vorliegenden In-
formationen inklusive experimenteller Daten implizieren, dass ein Parameter
bestimmte Werte annimmt, oder dass eine Hypothese wahr ist, oder dass ein
Modell die Daten beschreibt.
Wir werden sehen, dass dieses Maÿ eindeutig de�niert ist und dass aus den
Regeln der elementaren Logik der Kalkül für dieses Maÿ folgt.
Hier werden wir die Summen- und Produktregel der Wahrscheinlichkeits-
theorie von einfachen Konsistenzforderungen der elementaren Aussagenlogik
ableiten.

6.2 Das Universalgesetz der

Wahrscheinlichkeitstheorie

Man kann die Regeln der Wahrscheinlichkeitstheorie aus der Aussagenlogik
herleiten. Diese Strategie geht auf R.T. Cox (1946) zurück, der damit, 2 Jahr-
hunderte nachdem die Summen- und Produktregel eingeführt worden sind,
die Rechtfertigung geliefert hat, dass man die bekannten Regeln der Wahr-
scheinlichkeitsrechnung auch auf das Maÿ des Wahrheitsgehalts einer Propo-
sition, bzw. das Implikationsmaÿ, anwenden kann. Damit ist es gelungen, die
Axiome der axiomatischen Wahrscheinlichkeitstheorie aus Konsistenzforde-
rungen herzuleiten.
Um einer Proposition in konsistenter Weise ein Maÿ für den Wahrheitsge-
halt zuordnen zu können, müssen die Regeln der Wahrscheinlichkeitsrech-
nung gelten. Jede andere quantitative Behandlung von Problemen
der induktiven Logik ist entweder hierzu äquivalent oder falsch.

6.3 Spezielle Propositionen

6.3.1 Indizierte Propositionen

In vielen Problemen ist es sinnvoll, Propositionen zu indizieren Ai, (i =
1, 2 . . . , N), wobei die Anzahl der indizierten Propositionen endlich (N < ∞)
oder unendlich (N = ∞) sein kann.
Beispiel: Ai: Die Augenzahl beim Würfeln ist i.

Von besonderer Bedeutung sind hierbei paarweise disjunkte Propositionen
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Paarweise disjunkte Propositionen

Ai ∧ Aj =

{
Ai für i = j

F sonst.
∀ i, j . (6.1)

Die Ai bilden eine Partitionierung wenn sie disjunkt und vollständig
sind

Partitionierung

∨i Ai = T . (6.2)

Die Produktregel vereinfacht sich für disjunkte Propositionen zu

P (Ai, Aj|B) = δijP (Ai|B) .

Die Summenregel lautet für disjunkte, vollständige Propositionen

1 = P (∨i Ai|B) =
∑

i

P (Ai|B) . (6.3)

Summenregel für diskrete Freiheitsgrade

∑
i

P (Ai|B) = 1 Normierung (6.4a)

P (B|B) =
∑

i

P (B|Ai,B) P (Ai|B) Marginalisierungsregel (6.4b)

6.3.2 Kontinuierliche Propositionen

Zur Behandlung von Problemen mit kontinuierlichen Freiheitsgraden, führen
wir Propositionen vom Typ
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A<a: Die Variable A hat einen Wert kleiner als a

ein. Die Wahrscheinlichkeit dieser Proposition P (A<a|B) = P (A < a|B) ist
eine Verteilungsfunktion.
Daraus erhalten wir durch Di�erenzieren die Wahrscheinlichkeitsdichte

p(Aa|B) = lim
da→0

P (A<a+da|B)− P (A<a|B)

da
.

Der Ausdruck im Zähler ist nichts anderes als die Wahrscheinlichkeit

P (dAa|B)

für die �in�nitesimale� Proposition
dAa: A liegt im Intervall [a, a + da) .
Die Wahrscheinlichkeit P (dAa) ist demnach ein Produkt aus der in�nitesima-
len Intervallgröÿe und der Wahrscheinlichkeitsdichte p(Aa|B). Diese
Form gilt allgemein für Probleme beliebiger Dimension a ∈ Rn.
Wahrscheinlichkeitsdichten werden wir immer durch kleingeschriebene Buch-
staben kennzeichnen. Die Summenregel geht in diesem Fall über in

Summenregel für kontinuierliche Freiheitsgrade

∫
p(x|B) dx = 1 Normierung (6.5a)

P (B|B) =

∫
P (B|x,B) p(x|B) dx Marginalisierungsregel (6.5b)

Die Bezeichnung �Bayessche Wahrscheinlichkeitstheorie� rührt daher, dass
das Bayessche Theorem

P (A|B,B) =
P (B|A,B) P (A|B)

P (B|B)
(6.6)

intensiv zur Lösung inverser Probleme verwendet wird. Hierbei enthält B die
experimentellen Daten und A sind die Parameter, Hypothesen oder Modelle,
die untersucht werden sollen.
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6.4 Einfache Beispiele

6.4.1 Propagatoren

(R. D. Mattuck, A Guide to Feynman Diagrams in the Many-Body Problem,
Dover Publications, Inc., New York, (92))

Ein Party-Gast (PG) propagiert nach der Party nach Hause. Dieses Modell
wird im obenerwähnten Buch herangezogen um Greensche Funktionen in
der Vielteilchen-Theorie zu erklären. Wir betrachten hier ein ganz einfaches
(relativ unrealistisches) Modell. Bei jeder Bar wird erneut überlegt, ob er
einkehren soll (Wahrscheinlichkeit PB) oder nicht (1−PB). Wenn er einkehrt,
besteht ein Wahrscheinlichkeit PR < 1, dass er wieder herauskommt und
weiter propagiert.
Die disjunkten Ereignisse (Propositionen) sind hier
En: Er kehrt in n Bars ein.
Die zu untersuchende Proposition lautet:
H: Er kehrt am Abend heim.
Mit der Marginalisierungsregel erhalten wir

P (H|N,B) =
N∑

n=0

P (H|En, N,B) P (En|N,B) .

Die Proposition N besagt, dass es N Bars gibt, und der Bedingungskomplex
enthält u.a. die Information, dass jede Bar höchstens einmal aufgesucht wird.
Nun sollen die Entscheidungen, in die individuellen Bars einzukehren, unkor-
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reliert (unabhängig) sein. Es handelt sich also um einen Bernoulli-Versuch

P (En|N,B) =

(
N

n

)
PB

n (1− PB)N−n .

Die Wahrscheinlichkeit, dass nach einem Bar-Besuch die Heimreise fortge-
setzt werden kann, sei PR. Damit er noch in dieser Nacht zu Hause ankommt,
muss er in allen n Fällen die Heimreise antreten. Das geschieht mit der Wahr-
scheinlichkeit PR

n. Somit haben wir

P (H|N,B) =
N∑

n=0

P (H|En, N,B) P (En|N,B)

=
N∑

n=0

(
N

n

)
PB

n (1− PB)N−n PR
n

=
N∑

n=0

(
N

n

)
(PBPR)n (1− PB)N−n

= (PBPR + 1− PB)N = (1− PB(1− PR))N .

Das Ergebnis macht Sinn, denn PB (1− PR) ist die Wahrscheinlichkeit, dass
er von einer Bar absorbiert wird. Demnach ist 1 − PB (1 − PR) die Wahr-
scheinlichkeit, dass er eine Bar �überwindet�. Damit er nach Hause kommt,
muss dieses Ereignis N-mal eintreten.
Wenn PB(1− PR) � 1, dann gilt

P (H|N,B) = eN ln(1−PB(1−PR)) ' e−PB(1−PR) N , e−αx .

Wir erkennen sofort den Bezug zu physikalischen Problemen, z.B. Dämpfung
von Wellen, Teilchen in Materie. Die Anzahl N der Bars entspricht dem
zurückgelegten Weg x, und die Wahrscheinlichkeit PB(1−PR), von einer Bar
�absorbiert� zu werden, entspricht der Dämpfungkonstante α pro Wegeinheit.

6.4.2 Das 3 Türen Problem

Aufgabenstellung eines Glücksspiels:
Es gibt drei Türen. Hinter einer Tür be�ndet sich der Hauptgewinn. Der
Kandidat wählt eine Tür aus. Der Quizmaster ö�net eine der beiden anderen
Türen, allerdings niemals die Tür mit dem Hauptgewinn. Danach kann der
Kandidat entscheiden, ob er bei seiner Wahl bleibt, oder die noch verschlos-
sene Tür wählt.
Ist es besser, bei der ersten Wahl zu bleiben, zu wechseln, oder spielt es keine
Rolle?
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Wir wollen die Wahrscheinlichkeit berechnen, dass wir mit der Strategie S
gewinnen. Die benötigten Propositionen sind

• S: Die verfolgte Strategie ist, bei der ersten Wahl zu bleiben.

• G: Wir gewinnen.

Damit ist die gesuchte Wahrscheinlichkeit P (G|S,B). Wann sind alle Wahr-
scheinlichkeiten bekannt? Genau dann, wenn wir wissen, ob unsere erste Wahl
richtig war! Also verwenden wir die Propositionen
σ = 1/0: Die erste Wahl war richtig/falsch
Die Marginalisierungsregel liefert das gesuchte Ergebnis

P (G|S,B)) =
1∑

σ=0

P (G|σ, S,B)︸ ︷︷ ︸
δσ,1

P (σ|S,B) = P (σ = 1|S,B) = 1/3.

Somit ist es o�ensichtlich wesentlich besser, die Tür zu wechseln. Wie kann
man das anschaulich verstehen? Es ist gut, bei der ersten Entscheidung zu
bleiben, wenn die erste Wahl richtig war. Hierfür gibt es zu Beginn nur eine
Möglichkeit. Es ist hingegen gut zu wechseln, wenn die erste Wahl falsch war.
Hierfür gibt es zu Beginn zwei Möglichkeiten.

6.4.3 Detektor für seltene Teilchen

Wie gut muss ein Detektor sein, um seltene Teilchen nachzuweisen? Benötigte
Propositionen

• T / T : Teilchen vorhanden / nicht vorhanden.

• D: Detektor spricht an.

Wir wollen die Wahrscheinlichkeit dafür berechnen, dass ein Teilchen vorhan-
den ist, wenn der Detektor anspricht? Wir verwenden hierzu das Bayessche
Theorem

P (T |D,B) =
P (D|T,B) P (T |B)

P (D|T,B) P (T |B) + P (D|T ,B) P (T |B)

Zahlenbeispiel:

P (T |B) = 10−8

P (D|T,B) = 0.9999

P (D|T ,B) = 0.0001 .
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Einsetzen der Zahlenwerte liefert

P (T |D,B) = 10−4 .

Obwohl der Detektor scheinbar sehr gut ist, ist die Wahrscheinlichkeit ver-
schwindend klein, dass tatsächlich ein Teilchen vorhanden ist, wenn der De-
tektor reagiert.
Wie gut muss dann der Detektor überhaupt sein, damit P (T |D,B) wenig-
stens 1/2 ist? O�ensichtlich muss gelten

P (D|T ,B) P (T |B) ≤ P (D|T,B) P (T |B)

P (D|T ,B) ≤ P (D|T,B)
P (T |B)

1− P (T |B)
' P (T |B) .

Das heiÿt, die Fehlerrate P (D|T ,B) muss kleiner als 10−8 sein.

Medizinische Untersuchungen

Diese Überlegungen lassen sich sofort auf medizinische Reihen-Untersuchungen
übertragen. Die Propositionen sind dann

• T : Der Patient hat einen Virus.

• D: Der Befund ist positiv.

Gesucht wird die Wahrscheinlichkeit, dass der Patient tatsächlich einen Virus
hat, wenn der Befund positiv ausfällt. Typische Werte sind

P (T |B) = 0.001

P (D|T,B) = 0.9

P (D|T ,B) = 0.01 .

Das liefert

P (D|T,B) P (T |B) = 0.9 · 0.001 = 0.0009

P (D|T ,B) P (T |B) = 0.01 · (1− 0.001) = 0.00999

P (T |D,B) =
1

1 + 0.00999
0.0009

=
1

12.1
' 0.08 .

Das heiÿt die Wahrscheinlichkeit ist lediglich 0.08, dass der Patient den Virus
hat. Allerdings ist dadurch die Wahrscheinlichkeit von P (T |B) = 0.001 vor
der Untersuchung um einen Faktor 80 angestiegen.
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Der anschauliche Grund in beiden Fällen ist der, dass es für das Reagieren
des Detektors/Tests sehr viel mehr Möglichkeiten P (D|T ,B) P (T |B) der
Fehldiagnose als der korrekten Diagnose P (D|T,B) P (T |B) gibt, da es sich
um seltene Teilchen/Fälle P (T |B) � P (T |B) handelt.

6.4.4 Ist die Münze symmetrisch?

Wenn man Hypothesen testen will, betrachtet man üblicherweise das soge-
nannte Odds-Ratio

o =
P (H|D,B)

P (H|D,B)
,

wobei H die zu analysierende Hypothese und D die Daten sind. Der Vorteil
des Odds-Ratios ist, dass man vermeidet, den Normierungsnenner berechnen
zu müssen.
Hier interessieren wir uns für

o =
P (H|nK , N,B)

P (H|nK , N,B)
=

P (nK |H, N,B) P (H|B)

P (nK |H,N,B) P (H|B)
=

P (nK |H, N,B)

P (nK |H,N,B)︸ ︷︷ ︸
Bayes−Faktor

P (H|B)

P (H|B)︸ ︷︷ ︸
Prior−Odds

.

Die verwendeten Propositionen lauten

• H: Die Münze ist symmetrisch

• nK : Die Anzahl �Kopf� ist nK.

• N : Die Münze wird N-mal geworfen.

Wir gehen davon aus, dass wir vorab nicht wissen, ob die Münze symmetrisch
ist oder nicht

P (H|B)

P (H|B)
= 1 .

Diemarginale Likelihood-Funktion P (nK |N, H,B) und P (nK |N, H,B)
kann unter Ausnutzung der Marginalisierungsregel aus der Likelihood-Funk-
tion berechnet werden

P (nK |N, A,B) =

1∫
0

P (nK |N, q,A,B) p(q|N, A,B) dq , (6.7)

mit A = H oder A = H. Die Likelihood-Funktion ist unabhängig von A,
denn sie gibt die Wahrscheinlichkeit dafür, dass bei N -maligem Münzwurf
nk-mal Kopf erscheint, wenn die Wahrscheinlichkeit für Kopf im Einzelwurf
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q ist. Durch die Bedingung, dass q bekannt ist, wird die Hypothese H oder
deren Negation H in der Likelihood-Funktion über�üssig. Es handelt sich
wieder um die Binomial-Verteilung

P (nK |N, q,B) =

(
N

nK

)
qnK (1− q)N−nK .

Die Abhängigkeit von A steckt in P (q|N, A,B). Diese Wahrscheinlichkeit ist
logisch unabhängig von der Zahl der Würfe N

P (q|A,B) =

{
δ(q − 1/2) fürA = H

θ(0 ≤ q ≤ 1) fürA = H
.

Im Fall, dass die Hypothese zutri�t, ist q = 1/2. Strenggenommen ist in
diesem Fall P (nK |N, q,H,B) nur für q = 1/2 erlaubt, da für andere Werte von
q hinter dem Bedingungsstrich ein Widerspruch steht. Die Wahrscheinlichkeit
P (nK |N, q, H,B) ist für q 6= 1/2 nicht de�niert, aber diese Terme tragen
wegen der δ-Funktion ohnehin nicht zum Integral Gl. (6.7) bei.
Die Hypothese H bedeutet, dass wir nicht wissen welchen Wert q annimmt.
Er kann somit jeden Wert zwischen 0 und 1 gleich-wahrscheinlich annehmen.
Damit haben wir

P (nK |N, H,B) =

(
N

nK

) (1
2

)nK
(
1− 1

2

)N−nK =

(
N

nK

)
2−N

P (nK |N, H,B) =

(
N

nK

) 1∫
0

qnK
(
1− q)N−nK dq =

(
N

nK

)
nK ! (N − nK)!

(N + 1)!
.

Das Odds-Ratio ist somit

o =
2−N (N + 1)!

nK ! (N − nK)!

Wir betrachten die beiden Extremfälle

• Die Münze ist manipuliert und fällt immer auf Kopf.

• Die Münze verhält sich perfekt symmetrisch q = 1/2.

Im ersten Fall ist nK = N . Damit vereinfacht sich der Bayes-Faktor zu

o = 2−N (N + 1) .

Aus dem Odds-Ratio erhalten wir die Wahrscheinlichkeit

P (H|nK = N, N,B) =
o

1 + o
=

1

1 + 1/o
=

1

1 + 2N/(N + 1)
.
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N P (H|nK = N, N,B)
0 0.500
1 0.500
2 0.429
5 0.158
10 0.011
15 0.0005
20 0.00002

Tabelle 6.1:

Die Ergebnisse hierzu sind in der Tabelle 6.1 aufgelistet.
Für N = 0 ist alles noch unentschieden P (H|nK , N,B) = 1/2. Nach dem
ersten Wurf ist die Wahrscheinlichkeit immer noch P (H|nK , N,B) = 1/2.
Weitere Werte sind in der Tabelle aufgelistet. Man erkennt, dass die Wahr-
scheinlichkeit sehr schnell klein wird und man bereits bei zehn Würfen sicher
sein kann, dass die Münze manipuliert ist.
Im Fall einer symmetrische Münze erhalten wir im Idealfall N = 2nK . Damit
wird aus dem Odds-Ratio

o = 2−2 nK
(2 nK + 1)!

nK ! nK !
.

Für diesen Datensatz sind die Ergebnisse in Tabelle 6.2 aufgeführt.

N P (H|nK = N/2, N,B)
0 0.500
2 0.600
10 0.730
20 0.787
40 0.837
100 0.889
200 0.919
2000 0.973

Tabelle 6.2:

Es ist natürlich wesentlich schwerer in diesem Fall zu entscheiden, ob die
Münze symmetrisch ist oder nicht.

6.4.5 Produktionsrate des Wettbewerbers

Eine Firma hat von einem Produkt N Stück hergestellt. Die einzelnen Tei-
le haben fortlaufende Seriennummern. Es wird eine Stichprobe vom Um-
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fang L ohne Zurücklegen genommen, in der sich die laufenden Nummern
{n1, n2, . . . , nL} be�nden. Was können wir daraus über die Gesamtprodukti-
on aussagen?
Die Wahrscheinlichkeit P (N |n1, n2, . . . , nL,B) können wir wieder über das
Bayessche Theorem bestimmen

P (N |n1, n2, . . . , nL, L,B) =
1

Z
P (n1, n2, . . . , nL|N, L,B) P (N |L,B) .

Hierbei ist die Bedeutung der Propositionen

• N : Die Stückzahl beträgt N .

• L: Der Umfang der Stichprobe ist L.

• nj: Das j-te Element der Stichprobe hat die Seriennummer nj.

Die Wahrscheinlichkeit P (n1, n2, . . . , nL|N, L,B) kann mit der Produktregel
weiter vereinfacht werden

P (n1, . . . , nL|N, L,B) = P (nL|n1, . . . , nL−1, N, L,B)

· P (n1, . . . , nL−1|N, L,B)

= P (nL|n1, . . . , nL−1, N, L,B)

· P (nL−1|n1, . . . , nL−2, N, L,B)

· · ·P (n2|n1, N, L,B) P (n1|N, L,B) .

Die Stichprobe soll �zufällig� entnommen sein. Das bedeutet, dass {1, 2, . . . , N}
mit gleicher Wahrscheinlichkeit in der Stichprobe vorkommen kann

P (nj|n1, n2, . . . , nj−1, N, L,B) =
1

N − j + 1
θ(nj ≤ N) ,

da es für die Seriennummer nj noch N − j +1 mögliche Werte gibt, da durch
die Seriennummern n1, n2, . . . , nj−1 bereits j − 1 Nummern von N vergeben
sind. Die N − j + 1 Möglichkeiten haben alle dieselbe Wahrscheinlichkeit.
Damit ist die Likelihood-Funktion

P (n1, n2, . . . , nL|N, L,B) =
L∏

j=1

(
1

N + 1− j
θ(nj ≤ N)

)
= θ(N ≥ nmax)

(N − L)!

N !

Hierbei ist nmax = maxj nj die gröÿte Seriennummer in der Stichprobe.
Die Prior-Wahrscheinlichkeit P (N |L,B) enthält nur die Bedingung, dass die
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Stichprobe den Umfang L hat. Das bedeutet, dass N ≥ L sein muss. Wir
werden einen Maximalwert Nmax einführen, den wir am Ende der Rechnung
nach Unendlich gehen lassen

P (N |L,B) =
1

Nmax − L
θ(L ≤ N < Nmax) .

Damit ist die gesuchte Wahrscheinlichkeit

P (N |n1, n2, . . . , nL, L,B) =
1

Z ′ θ(nmax ≤ N < Nmax)
(N − L)!

N !

Z ′ =
Nmax∑

N=nmax

(N − L)!

N !
.

Um ohne Computer weiterzukommen, gehen wir davon aus, dass nmax � L.
Dann sind die Werte für N ebenfalls sehr viel gröÿer als L und wir können

(N − L)!

N !
' N−L

verwenden. Die Normierungskonstante Z ′ lässt sich dann näherungsweise be-
rechnen, indem wir die Summe durch ein Integral ersetzen

Z ′ '
Nmax∫

N=nmax

N−L dN =
N−L+1

L− 1

∣∣∣∣nmax

Nmax

−→
Nmax→∞

n−L+1
max

L− 1
.

Das führt zu

P (N |n1, n2, . . . , nL, L,B) =
θ(nmax ≤ N < ∞) N−L

n−L+1
max /(L− 1)

.

Die Wahrscheinlichkeit für N im Lichte der Stichproben-Information hat ihr
Maximum beim kleinsten erlaubten Wert N = nmax und fällt von da wie
N−L ab. Der Mittelwert liegt bei

〈N〉 =
1

Z ′

Nmax∑
N=nmax

N N−L

' 1

Z ′

Nmax∫
N=nmax

N−L+1 dN

−→
Nmax→∞

L− 1

n−L+1
max

n−L+2
max

L− 2

= nmax
L− 1

L− 2
= nmax

(
1 +

1

L− 2

)
.

97



Das Ergebnis macht erst Sinn für L > 2. Für kleinere Stichproben hängt
die Posterior-Wahrscheinlichkeit vom Cuto� Nmax ab, und für Nmax → ∞
existiert weder die Norm noch das erste Moment.
Wir wollen die Verteilungsfunktion untersuchen

F (N) :=
N∑

N ′=nmax

P (N ′|n1, n2, . . . , nL, L,B)

' θ(N ≥ nmax)
L− 1

n−L+1
max

N∫
nmax

N ′−L
dN ′

= θ(N ≥ nmax)
L− 1

n−L+1
max

n−L+1
max −N−L+1

L− 1

F (N) = θ(N ≥ nmax)

(
1−

(nmax

N

)L−1
)

Damit z.B. 90% der Wahrscheinlichkeitsmasse abgedeckt ist, muss
(

nmax

N

)L−1
=

0.1 sein. Daraus folgt

N = nmax(0.1)−1/(L−1) = nmax · (10)1/(L−1) .

Für eine Stichprobe vom Umfang L = 10 bedeutet das, N = 1.29 nmax. Mit
einer Wahrscheinlichkeit von 0.9 liegt N im Intervall N ∈ [nmax, 1.29 nmax].
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Kapitel 7

Kontinuierliche Variablen

Bisher haben wir uns fast ausschlieÿlich mit diskreten Problemen beschäftigt,
wie z.B. Würfelprobleme, Münzwurf, Urnenprobleme etc. Viele Probleme
sind jedoch kontinuierlicher Natur.

7.1 Verteilungsfunktion und Dichtefunktion

Die einfachste Möglichkeit, kontinuierlichen Variablen in die Wahrscheinlich-
keitstheorie einzuführen, bietet die Verteilungsfunktion.

Def. 7.1 (Verteilungsfunktion) Unter der Verteilungsfunktion versteht man
die Wahrscheinlichkeit

F (x) = P (x ≤ x|B) ,

dass eine Zufalls-Variable x Werte kleiner oder gleich x annimmt. Man nennt
die Verteilungsfunktion auch kumulative Wahrscheinlichkeit.

Daneben de�niert man die Dichtefunktion (Wahrscheinlichkeitsdichte)

Def. 7.2 (Wahrscheinlichkeitsdichte) Das ist die Ableitung der Vertei-
lungsfunktion nach der Zufalls-Variablen

p(x) =
d

dx
F (x) .

Nach der De�nition der Ableitung ist

p(x) dx =

(
F (x + dx)− F (x)

)
= P

(
x < x ≤ x + dx|B

)
.
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Das heiÿt die Wahrscheinlichkeitsdichte ist die Wahrscheinlichkeit, dass die
Zufalls-Variable x Werte aus dem in�nitesimalen Intervall dx bei x annimmt,
dividiert durch die Intervall-Gröÿe dx. Die Wahrscheinlichkeitsdichte lässt
sich sofort auf höhere Dimensionen x ∈ Rn verallgemeinern. Sie ist dann die
Wahrscheinlichkeit, dass die Zufalls-Variable Werte aus dem in�nitesimalen
Volumen dVx bei x annimmt, dividiert durch das Volumen.

Man kann in einer Dimension umgekehrt aus der Wahrscheinlichkeitsdichte
leicht die Verteilungsfunktion berechnen

F (x) =

x∫
−∞

p(x′) dx′ .

Für mehrere Dimensionen ist dieser Ausdruck entsprechend zu erweitern.
Wir werden diesen Fall im Weiteren aber nicht benötigen.

Die Verteilungsfunktion und die Dichtefunktion lassen sich auch für diskrete
Probleme de�nieren. Das bietet eine Möglichkeit, alle Probleme als konti-
nuierliche Probleme zu behandeln. Die Werte der Zufalls-Variablen seien xk

(k = 0, 1, . . . , N), mit den Wahrscheinlichkeiten Pk. Die Verteilungsfunktion
F (x) ist dann die Wahrscheinlichkeit, dass der Wert der Zufalls-Variablen xk

kleiner oder gleich als x ist

F (x) = P (xk ≤ x|B) =
N∑

k=0
xk≤x

Pk , (7.1)

Die Wahrscheinlichkeitsdichte p(x) ist

p(x) =
N∑

k=0

Pk δ(x− xk) , (7.2)

wie man durch Einsetzen veri�zieren kann

F (x) =

x∫
−∞

p(x) dx =
N∑

k=0

Pk

x∫
−∞

δ(x′ − xk) dx′

︸ ︷︷ ︸
θ(xk≤x)

=
N∑

k=0
xk≤x

Pk .

7.1.1 Beispiel eines kontinuierlichen Problems

Es werden zufällig Teilchen auf ein kreisförmiges Target geschossen. Es ist
sichergestellt, dass alle Teilchen innerhalb des Radius R landen. Wir suchen
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die Wahrscheinlichkeit, dass die Teilchen innerhalb des Kreises vom Radius
r ≤ R angetro�en werden. Die günstigen Ereignisse haben die Fläche πr2.
Die gesamte Fläche beträgt πR2. Somit ist die gesuchte Wahrscheinlichkeit

F (x) = P (x < x|B) =


0 x ≤ 0
x2

R2 0 ≤ x ≤ R

1 R < x

.

Es soll hier noch einmal die Bedeutung des Bedingungskomplex erklärt wer-
den. B enthält hierbei z.B. die Information, dass der Abstand vom Radius
nicht gröÿer als R werden kann, und dass alle Punkte auf dem Kreis vom
Radius R gleich wahrscheinlich sind.
Die Wahrscheinlichkeitsdichte erhalten wir aus der Ableitung der Verteilungs-
funktion

p(x|B) =
d

dx
F (x) =


0 x ≤ 0
2 x
R2 0 < x ≤ R

0 R < x

.

Die Wahrscheinlichkeit, in den in�nitesimale Kreisring mit Radius x ∈ [x, x+
dx) zu tre�en, ist Null für nicht erlaubte Radien, also für x < 0 oder x >
R. Für erlaubte Radien steigt diese Wahrscheinlichkeit mit der Fläche der
Kreisrings, also mit x linear an. In Abbildung 7.1 sind die Verteilungsfunktion

0 R
0

1

2

x

R⋅ p(x)
F(x)

Abbildung 7.1: Verteilungsfunktion und Wahrscheinlichkeitsdichte des
Target-Problems.

und die Wahrscheinlichkeitsdichte dargestellt.
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7.1.2 Beispiel eines diskreten Problems

Wir betrachten ein Bernoulli-Experiment mit n = 6 Wiederholungen und
einer Einzel-Wahrscheinlichkeit p = 1/2 für das Auftreten eines Ereignisses
E. Die Wahrscheinlichkeit, dass das Ereignis k-mal auftritt, ist durch die
Binomial-Verteilung gegeben

P (k|n = 6, p = 1/2) = 2−6

(
6

k

)
.

Die Verteilungsfunktion lautet dann gemäÿ Gl. (7.1)

F (x) = P (k ≤ x|B) = 2−6

N∑
k=0
k≤x

(
6

k

)
.

Die Wahrscheinlichkeitsdichte erhalten wir aus Gl. (7.2)

p(x|B) = 2−6

6∑
k=0

(
6

k

)
δ(x− k) .

Dichte- und Verteilungsfunktion der Bernoulli-Verteilung sind in Abbildung
7.2 dargestellt.

0 1 2 3 4 5 6
0

 

 

 

1

 

 

 

2

x

p(
x)

,  
F

(x
)

F(x)

p(x)

Abbildung 7.2: Dichte- und Verteilungsfunktion der Bernoulli-Verteilung für
n = 6 und p = 1/2. Die δ-Funktionen in der Wahrscheinlichkeitsdichte wur-
den durch normierte Gauÿ-Funktionen endlicher Breite approximiert, um ei-
ne graphische Darstellung zu ermöglichen. Die Punkte sollen andeuten, dass
die Intervalle links abgeschlossen und die rechts o�en sind.
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7.2 Weitere De�nitionen

7.2.1 De�nition von Mittelwert, Momenten

und marginaler Verteilung

In Kapitel 2 haben wir für diskrete Zufallsvariablen den Mittelwert und die
Momente de�niert. Analog de�nieren wir

Def. 7.3 (Mittelwert einer kontinuierlichen Zufallsvariable) Gegeben
sei eine Zufallsvariable X und die dazugehörige Wahrscheinlichkeitsdichte
p(X = x) = p(x). Dann de�niert man als

Mittelwert einer kontinuierlichen Zufallsvariable

〈X〉 :=

∞∫
−∞

x p(x) dx . (7.3)

Wieder schreiben wir in Zukunft 〈x〉 anstatt 〈X〉.Mittelwerte von Funk-
tionen von Zufallsvariablen und marginale Verteilung de�niert man
analog zu Gl. (2.12) und (2.11), Summen sind durch Integrale zu ersetzen. Die
De�nitionen der Momente können wir wörtlich aus Kapitel 2 übernehmen,
es muss nur auf die korrekte Mittelwertbildung geachtet werden.

7.2.2 De�nition einer Stichprobe

In der Praxis kennt man oft die theoretische Verteilung von gewünschten
(Mess-)Gröÿen nicht. Einzelne Realisierungen davon sind aber durchaus (ex-
perimentell) zugänglich. Sie spielen daher eine zentrale Rolle beim Analysie-
ren unbekannter Verteilungen.

Def. 7.4 (Stichprobe) X sei eine Zufallsvariable mit einer Verteilungs-
funktion x → F (x). L unabhängige Feststellungen (z.B. Ergebnisse von Ex-
perimenten) x1, x2, . . . , xL über die Zufallsvariable X heiÿen eine Stichprobe
vom Umfang L.
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7.3 Ordnungs-Statistik

Wir betrachten folgende Aufgabenstellung. Gegeben sei eine Stichprobe vom
Umfang L von identisch unabhängig verteilten (i.u.v.) (englisch i.i.d.) konti-
nuierlichen Zufallszahlen der Wahrscheinlichkeitsdichte ρ(x). Die zugehörige
Verteilungsfunktion sei F (x). Die Elemente der Stichprobe werden nach an-
steigendem Wert sortiert

s1 ≤ s2 ≤ . . . ≤ sk ≤ sk+1 ≤ . . . ≤ sL .

Wir suchen die Wahrscheinlichkeit P (sk ∈ (x, x + dx)|L, ρ,B), dass das k-te
Element sk der sortierten Liste im Intervall (x, x + dx) liegt. Dazu müssen
drei Propositionen gleichzeitig erfüllt sein

• A: k − 1 Elemente sind kleiner-gleich x.

• B: L− k Elemente sind gröÿer-gleich x.

• C: Ein Elemente liegt im Intervall (x, x + dx)

Die Wahrscheinlichkeit, dass ein Element kleiner ist als x, ist durch die Vertei-
lungsfunktion p1 = F (x) gegeben. Entsprechend ist die Wahrscheinlichkeit,
dass ein Element gröÿer-gleich x ist, p2 = (1−F (x)). Schlieÿlich ist die Wahr-
scheinlichkeit, ein Element in (x, x+dx) anzutre�en, p3 = ρ(x) dx. Es handelt
sich im Prinzip um das Problem, L Teilchen auf drei Boxen zu verteilen, von
denen die Einzel-Wahrscheinlichkeiten pα sind. Wie groÿ ist die Wahrschein-
lichkeit, in der ersten Box k− 1, in der zweiten L− k und in der dritten Box
ein Teilchen anzutre�en. Die Lösung ist die Multinomial-Verteilung (siehe
Gl. (3.11a))

Ordnungs-Statistik, order statistics

P (sk ∈ (x, x + dx)|L, ρ,B)

=
L!

(k − 1)!(L− k)!
F (x)k−1 (1− F (x))L−k ρ(x) dx︸ ︷︷ ︸

dF (x)

. (7.4)
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7.3.1 Wahrscheinlichkeitsverteilung von Maximalwerten

Wir betrachten L Zufallszahlen x1, x2, . . . , xL einer Wahrscheinlichkeitsdichte
p(x). Wir fragen nach der Wahrscheinlichkeitsdichte der dabei auftretenden
Maximalwerte

p(ξ|L,B) .

Diese Wahrscheinlichkeit ist nichts anderes als die Ordnungs-Statistik für
k = L. Die gesuchte Wahrscheinlichkeit ist demnach

Maxima-Statistik

p(ξ|L,B) = L p(ξ) F (ξ)L−1 . (7.5)

F (x) ist die Verteilungsfunktion zur Wahrscheinlichkeitsdichte p(x) ist.

Wir illustrieren das am Spezialfall gleich-verteilter Zufallszahlen. In diesem
Fall ist die Wahrscheinlichkeitsdichte p(x) = θ(0 ≤ x ≤ 1) und die Vertei-
lungsfunktion F (x) = θ(0 ≤ x ≤ 1) x. Die Maximalwert-Wahrscheinlichkeit
ist somit

p(ξ|L,B) = L θ(0 ≤ x ≤ 1) ξL−1 .

Der Erwartungswert der Maxima ist dann

〈ξ〉 =

∫ 1

0

ξ p(ξ|L,B) dξ = L

∫ 1

0

ξL dξ =
L

L + 1
= 1− 1

L + 1
. (7.6)

Diese Überlegungen können leicht auf dem Computer simuliert und getestet
werden. Es werden L Zufallszahlen erzeugt, daraus das Maximum bestimmt
und das Ganze M mal wiederholt um Mittelwert und Standardfehler zu er-
mitteln. Die Ergebnisse sind in Abbildung 7.3 als Funktion von L dargestellt.

7.4 Gängige Wahrscheinlichkeitsverteilungen

7.4.1 Gleich-Verteilung im Intervall [a, b]

Für die Gleich-Verteilung im Intervall [a, b] führen wir die erweiterte Stufen-
funktion ein

p(x|a, b) =
1

b− a
θ(a ≤ x ≤ b) .
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Abbildung 7.3: Mittelwert der Maxima von L gleich-verteilten Zufallszahlen
als Funktion von L. Die durchgezogene Kurve stellt die berechneten Ergeb-
nisse dar, die mit denen der Computersimulation (Kreise+Fehlerbalken) in-
nerhalb der Fehlerbalken übereinstimmen.

Der Mittelwert ist o�ensichtlich (b + a)/2, und die Varianz erhalten wir aus〈
x2
〉

=
1

b− a

∫ b

a

x2 dx =
b3 − a3

3(b− a)
=

a2 + ab + b2

3
.

Damit ist die Varianz

var(x) =
a2 + ab + b2

3
− (a + b)2

4
=

(b− a)2

12
.

Gleich-Verteilung

Def.bereich: x ∈ [a, b]

pg(x|a, b) =
1

b− a
(7.7a)

Fg(x|a, b) : =
x− a

b− a
(7.7b)

〈x〉 =
a + b

2
(7.7c)

var(x) =
(b− a)2

12
(7.7d)
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Besonders prominent ist die Gleich-Verteilung auf dem Einheitsintervall
pg(x|0, 1) mit Mittelwert 1/2 und Varianz 1/12. Hierfür gibt es in jeder ver-
nünftigen Programmiersprache einen Pseudo-Zufallszahlen-Generator,
der i.d.R. rnd oder rand heiÿt.

7.4.2 β-Verteilung

Im Zusammenhang mit Bernoulli-Problemen spielt die β-Verteilung eine wich-
tige Rolle.

β-Verteilung

Def.bereich: x ∈ [0, 1]

pβ(x|α, ρ) =
1

B(α, ρ)
xα−1 (1− x)ρ−1 (7.8a)

Fβ(x|α, ρ) : =
1

B(α, ρ)

∫ x

0

pα−1 (1− p)ρ−1 dp (7.8b)

〈x〉 =
α

α + ρ
(7.8c)

var(x) =
〈x〉 (1− 〈x〉)

α + ρ + 1
(7.8d)

Der Normierungsfaktor B(α, ρ) ist das β-Integral bzw. die β-Funktion.

β-Funktion und unvollständige β-Funktion

B(α, ρ) :=

∫ 1

0

pα−1 (1− p)ρ−1 dp =
Γ(α) Γ(ρ)

Γ(α + ρ)
(7.9a)

B(x; α, ρ) :=

∫ x

0

pα−1 (1− p)ρ−1 dp (7.9b)
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Die unvollständige β-Funktion ist bis auf die Normierung gleich der Vertei-
lungsfunktion der β-Verteilung.

Die Kenngröÿen Mittelwert und Varianz der β-Verteilung lassen sich leicht
mit Gl. (7.9a) bestimmen

〈x〉 =

∫ 1

0

x pβ(x|α, ρ) dx

=
B(α + 1, ρ)

B(α, ρ)
=

Γ(α + 1) Γ(ρ) Γ(α + ρ)

Γ(α) Γ(ρ) Γ(α + ρ + 1)
=

α

α + ρ

〈
x2
〉

=
B(α + 2, ρ)

B(α, ρ)
=

Γ(α + 2) Γ(ρ) Γ(α + ρ)

Γ(α) Γ(ρ) Γ(α + ρ + 2)

=
α (α + 1)

(α + ρ) (α + ρ + 1)
.

Hieraus erhält man die Varianz

var(x) =
〈
x2
〉
− 〈x〉 2 =

〈x〉(1− 〈x〉)
α + ρ + 1

.

In Abbildung 7.4 ist die Verteilungsfunktion und die Dichte der β-Verteilung
abgebildet. Die Parameter α, ρ wurden so gewählt, dass 〈x〉 = .5 und var(x) =
0.01, 1/12, 0.2. Der Wert var(x) = 1/12 ist insofern ausgezeichnet, als dass
die Varianz der Gleich-Verteilung auf dem Einheits-Intervall ist. Für kleinere
Werte der Varianz besitzt die Beta-Dichte ein Maximum bei x = 1/2. Um
eine gröÿere Varianz als die der Gleich-Verteilung zu erreichen, muss die
Dichte an den Rändern divergieren. Für 〈x〉 = 1/2 ist

α = ρ =
1

2

(
1

4var(x)
− 1

)
.

Wir können die Beta-Funktionen verwenden, um die kumulative Wahrschein-
lichkeit der Bernoulli-Verteilung anzugeben1

1Den Beweis �ndet man z.B. im Buch von Meschkowski (S.109�).
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Abbildung 7.4: Verteilungsfunktion (durchgezogene Linie) und Dichte (gestri-
chelte Linie) der β-Verteilung. Die Parameter α, ρ wurden so gewählt, dass
〈x〉 = 1/2 und var(x) = 0.01, 1/12, 0.2.

Kumulative Wahrscheinlichkeit der Bernoulli-Verteilung

Fβ(x|n, p) =
n∑

r=0
r<x

(
n

r

)
pr (1− p)n−r

= 1− B(p; r + 1, n− r)

B(r + 1, n− r)
,

mit r < x ≤ r + 1, p < 1 .

(7.10)

Die β-Funktionen werden später bei der Analyse von Urnen-Problemen wie-
derholt auftreten.

7.4.3 Γ-Verteilung, χ2-Verteilung

Eine weitere sehr wichtige Verteilung ist die
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Γ-Verteilung

Def.bereich: x ∈ [0,∞)

pΓ(x|α, β) =
βα

Γ(α)
xα−1 e−β x (7.11a)

FΓ(x|α, β) : =
βα

Γ(α)

x∫
0

tα−1 e−β t dt (7.11b)

〈x〉 =
α

β
(7.11c)

var(x) =
α

β2
(7.11d)

Mittelwert und Varianz der Γ-Verteilung lassen sich leicht berechnen

〈x〉 =

∫ ∞

0

x pΓ(x|α, β) dx =
βα

Γ(α)

∫ ∞

0

x(α+1)−1 e−β x dx

=
1

β Γ(α)

∫ ∞

0

(βx)(α+1)−1 e−β x d(βx)

=
1

β Γ(α)

∫ ∞

0

z(α+1)−1 e−z dz

=
Γ(α + 1)

β Γ(α)
=

α

β

var(x) =
βα

Γ(α)

∫ ∞

0

x(α+2)−1 e−β x dx −
(α
β

)2
=

Γ(α + 2)

β2 Γ(α)
−
(α
β

)2
=

α (α + 1)

β2
−
(α
β

)2
=

α

β2

In Abbildung 7.5 ist die Verteilungsfunktion und die Dichte der Γ-Verteilung
für α = 4 abgebildet. Der Parameter β geht nur in der Skalierung der x-Achse
in der Kombination βx ein. Für 0 < α < 1 besitzt die Γ-Dichte eine Divergenz
bei x = 0, für α = 1 ist sie identisch der Exponential-Funktion und für α > 1
besitzt sie ein Maximum bei βx = α− 1. Die kumulative Wahrscheinlichkeit
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Abbildung 7.5: Verteilungsfunktion und Dichte der Γ-Verteilung für
α = 0.1, 1, 4.

der Γ-Verteilung ist die auf Eins normierte unvollständige Γ-Funktion

FΓ(x) =
Γ(β x; α

Γ(α)
.

Γ-Funktion und unvollständige Γ-Funktion

Γ(α) :=

∫ ∞

0

tα−1 e−t dt (7.12a)

Γ(x; α) :=

∫ x

0

tα−1 e−t dt (7.12b)

Γ(α) = (α− 1) Γ(α− 1) (7.12c)

Γ(α) = (n− 1)! für n ∈ N (7.12d)

Γ(1/2) =
√

π (7.12e)

Einen Spezialfall (α = n
2
, β = 1

2
) hiervon stellt die χ2-Verteilung dar
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χ2-Verteilung

Def.bereich: x ∈ [0,∞)

pχ2(x|n) =
2−

n
2

Γ(n
2
)

x
n
2
−1 e−

1
2

x (7.13a)

= pΓ(x|α = n
2
, β = 1

2
)

Fχ2(x|n) =
2−

n
2

Γ(n
2
)

∞∫
0

t
n
2
−1 e−

1
2

t dt (7.13b)

〈x〉 = n (7.13c)

var(x) = 2n (7.13d)

n : Zahl der Freiheitsgrade.

Wir wollen hier die kumulative Wahrscheinlichkeit der Poisson-Verteilung
w(k|λ) untersuchen

F (x) =
∞∑

k=0
k<x

e−λ λk

k!
.

Ähnlich wie im Falle der Bernoulli-Verteilung lässt sich die Summation über
die Poisson-Verteilung ausführen, und das führt zu einem ähnlich aussehen-
den Ergebnis

Kumulative Wahrscheinlichkeit der Poisson-Verteilung

F (x) = 1− Γ(λ; r + 1)

Γ(r + 1)
, r < x ≤ r + 1 . (7.14)

Da der Beweis an sich interessant ist, soll er hier vorgeführt werden. Die
Beweisidee ist dieselbe im Fall von Gl. (7.10).
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Wir gehen aus von der unvollständigen Γ-Funktion

Γ(λ; α)

und erhalten durch partielle Integration daraus die Rekursionsformel

Γ(λ; α + 1) =

∫ λ

0

tα e−t dt = −
∫ λ

0

tα
(

d

dt
e−t

)
dt

= −tα e−t

∣∣∣∣λ
0

+

∫ λ

0

(
d

dt
tα
)

e−t dt

=

{
−λα e−λ + αΓ(λ; α) α > 0,

1− e−λ α = 0
.

Für α > 0 erhalten wir daraus

λα e−λ

α!
=

Γ(λ, α)

(α− 1)!
− Γ(λ, α + 1)

α!

und somit

r∑
α=0

λα e−λ

α!
= e−λ +

r∑
α=1

λα e−λ

α!

= e−λ +
r∑

α=1

Γ(λ, α)

(α− 1)!
−

r∑
α=1

Γ(λ, α + 1)

α!

= e−λ +
r−1∑
α=0

Γ(λ, α + 1)

α!
−

r∑
α=1

Γ(λ, α + 1)

α!

= e−λ +
Γ(λ, 1)

0!
− Γ(λ, r + 1)

r!

= e−λ + 1− e−λ − Γ(λ, r + 1)

Γ(α + 1)
.

7.4.4 Exponential-Verteilung

Ein wichtiger Spezialfall der Γ-Verteilung ist die Exponential-Verteilung.
Die Dichte und Verteilungsfunktion der Exponential-Verteilung sind
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Exponential-Verteilung

Def.bereich: x ∈ [0,∞)

pe(x|λ) = λ e−λ x = pΓ(x|α = 1, β = λ) (7.15a)

Fe(x|λ) = 1− e−λ x (7.15b)

〈x〉 =
1

λ
(7.15c)

var(x) =
1

λ2
. (7.15d)

7.4.5 Normal-Verteilung

Def. 7.5 (Normal-Verteilung, Gauÿ-Verteilung) Eine Zufalls-Variable
heiÿt normal verteilt, wenn die Wahrscheinlichkeitsdichte eine Gauÿ-
Funktion ist

p(x) = N (x|x0, σ) =
1√

2πσ2
e−(x−x0)2/2σ2

. (7.16)

Der De�nitionsbereich ist die gesamte reelle Achse x ∈ R. Die Verteilungs-
funktion der Normal-Verteilung ist

F (x) =
1√

2πσ2

∫ x

−∞
e−(x′−x0)2/2σ2

dx′

= Φ

(
x− x0

σ

)
=

1

2
+

1

2
erf

(
x− x0√

2σ

)
.

(7.17)

Die De�nition von Φ ist in Gl. (4.10) gegeben, die von erf in Gl. (4.13).

Wahrscheinlichkeitsdichte und kumulative Wahrscheinlichkeit der Normal-
Verteilung sind in Abbildung 7.6 abgebildet.
Die Berechnung der Momente ist hierbei etwas aufwendiger. Der Mittelwert
ist wegen der Symmetrie der Gauÿ-Funktion 〈x〉 = x0. Wir berechnen nun
die geraden zentrierten Momente. Die ungeraden Momente sind Null wegen
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Abbildung 7.6: Wahrscheinlichkeitsdichte und kumulative Wahrscheinlichkeit
der bei Null zentrierten Normal-Verteilung.

der Symmetrie der Gauÿfunktion.

〈(x− x0)
n〉 =

1√
2πσ2

∞∫
−∞

(x− x0)
n e−(x−x0)2/2σ2

dx

=
2√

2πσ2

∞∫
0

zn+1 e−z2/2σ2 dz

z

Nun substituieren wir t = z2/2σ2. D.h. dz
z

= dt
2t

〈(x− x0)
n〉 =

2

2
√

2πσ2
(2σ2)

n+1
2

∞∫
0

t
n+1

2 e−t dt

t

=
1√
π

(2σ2)n/2 Γ

(
n + 1

2

)

Hieraus erhalten wir speziell die Varianz (n=2)

var(x) =
1√
π

2σ2 Γ

(
3

2

)
=

1√
π

2σ2

√
π

2
= σ2
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Normal-Verteilung N (x|x0, σ)

Def.bereich: x ∈ R

p(x|x0, σ) =
1√

2πσ2
e−(x−x0)2/2σ2

(7.18a)

F (x|x0, σ) = Φ

(
x− x0

σ

)
(7.18b)

〈x〉 = x0 (7.18c)

var(x) = σ2 (7.18d)

Varianz-Marginalisierung der Normalverteilung

Es kommt in Anwendungen häu�g vor, dass man zwar weiÿ, dass die Feh-
ler der Messungen normal verteilt sind, aber man kennt die Varianz nicht.
Angenommen, man habe N solcher Datenpunkte, die zur Bestimmung einer
physikalischen Gröÿe µ dienen und die alle einen gemeinsamen Messfehler σ
aufweisen. Die Likelihood lautet dann

p(~d|µ, σ,B) =
N∏

i=1

1√
2πσ2

exp

(
−(µ− di)

2

2σ2

)

= (2π)−N/2 σ−N exp

{
− 1

2σ2

(
N∑

i=1

(µ− di)
2

)}
.

Die Summe in der Exponentialfunktion vereinfachen wir, indem wir Stich-
probenmittelwerte dn := 1

N

∑N
i=1 dn einführen

N∑
i=1

(µ− di)
2 =

N∑
i=1

(µ2 − 2 µ di + d2
i )

= Nµ2 − 2 N µ d + N d2

= N(µ− d)2 −N ; d
2
+ N d2

= N(µ− d)2 + (∆d)2 .
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Damit wird die Likelihood zu

p(~d|µ, σ,B) = (2π)−N/2 σ−N exp

{
− N

2σ2

((
µ−d

)2
+(∆d)2

)}
. (7.19)

Wenn nun die Varianz σ nicht bekannt ist, benötigen wir stattdessen die
marginale Likelihood p(~d|µ,B), die wir über die Marginalisierungsregel be-
stimmen

p(~d|µ,B) =

∞∫
0

p(~d|µ, σ,B) p(σ|B) dσ . (7.20)

Bei σ handelt es sich um eine Skalenvariable. Falls keine weiter Information
vorliegt, ist p(σ|B) durch Je�reys' Prior (siehe Kapitel 11) zu quanti�zie-
ren. Wir wollen hier diesen uninformative Fall annehmen. Da Je�reys' Prior
nicht normiert ist, können wir die Normierung der marginalen Likelihood nur
nachträglich vornehmen. Das zu bestimmende Integral hat die Form

p(~d|µ,B) ∝ I(α; N) :=

∞∫
0

σ−N−1 e−
α
σ2 dσ . (7.21)

Hierbei ist α = N
2

((
µ − d

)2
+ (∆d)2

)
. Durch die Substitution t = α

σ2 lässt
sich das Integral auf eine Gamma-Funktion abbilden und liefert schlieÿlich

I(α; N) :=

∞∫
0

σ−N−1 e−
α
σ2 dσ =

1

2

Γ(N/2)

αN/2
. (7.22)

Somit ist die gesuchte marginale Likelihood

p(~d|µ,B) =
1

Z

((
µ− d

)2
+ (∆d)2

)−N/2

=
1

Z ′

(
1 +

(
µ− d

)2
(∆d)2

)−N/2

Die Normierungskonstante erhalten wir aus

Z ′ =

∫ (
1 +

(
µ− d

)2
(∆d)2

)−N/2

dµ

Hierzu benötigen wir das Integral

117



∫ (
1 +

µ2

s2

)−N/2

=
√

πs2
Γ(N−1

2
)

Γ(N
2
)

. (7.23)

Die Normierung Z ′ lautet also

Z ′ =

√
π(∆d)2

Γ(N−1
2

)

Γ(N
2
)

.

Damit haben wir das gesuchte Ergebnis

Marginale Likelihood

p(~d|µ,B) =
Γ(N

2
)√

π(∆d)2Γ(N−1
2

)

(
1 +

(
µ− d

)2
(∆d)2

)−N/2

(7.24)

Wie wir gleich sehen werden ist dies eine Student-t-Verteilung. Interessant
ist noch das Verhalten für N →∞

p(~d|µ,B) −→
N�1

1√
2πσ2

se

exp

{
−
−
(
µ− d

)2
2σ2

se

}
,with σse = (∆d)2/N . (7.25)
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7.4.6 Student-t-Verteilung, Cauchy-Verteilung

Student-t-Verteilung

Def.bereich: t ∈ R

pt(t|ν) : =
1√

ν B(1
2
, ν

2
)

(
1 +

t2

ν

)− 1
2
(ν+1)

(7.26a)

Ft(τ |ν) = 1 − 1

2

B
(
(1 + τ2

ν
)−1; 1

2
, ν

2

)
B(1

2
, ν

2
)

(7.26b)

〈t〉 = 0 (7.26c)

var(t) =
ν

ν − 2
, für ν > 2 (7.26d)

ν : Zahl der Freiheitsgrade.

Sie entsteht, wenn man aus der Dichte der Normal-Verteilungen pN (x|x0, σ)
die Varianz σ2 als unbekannt ausintegriert. Sie wird wichtig werden, wenn wir
bestimmen wollen, ob zwei Stichproben, die beide einer Normal-Verteilung
unbekannter Varianz genügen, denselben Mittelwert haben.

Die Verteilungsfunktion berechnet sich wie folgt

Ft(τ |ν) =
1

B(1
2
, ν

2
)

∫ τ

−∞

(
1 +

t2

ν

)− 1
2
(ν+1)

dt√
ν

=
1

B(1
2
, ν

2
)

∫ τ/
√

ν

−∞

(
1 + x2

)− 1
2
(ν+1)

dx

=
1

B(1
2
, ν

2
)

∫ 0

−∞

(
1 + x2

)− 1
2
(ν+1)

dx

+
1

B(1
2
, ν

2
)

∫ τ/
√

ν

0

(
1 + x2

)− 1
2
(ν+1)

dx .
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Wir gehen davon aus, dass τ > 0 ist. Wir substituieren

ξ = (1 + x2)−1

x =

√
1− ξ

ξ

dx =
1

2
ξ−

3
2 (1− ξ)−

1
2 dξ

Somit erhalten wir

Ft(τ |ν) =
1

2

1

B(1
2
, ν

2
)

∫ 1

0

ξ
1
2
(ν+1) ξ−

3
2 (1− ξ)−

1
2 dξ

+
1

2

1

B(1
2
, ν

2
)

∫ 1

1/(1+ τ2

ν
)

ξ
1
2
(ν+1) ξ−

3
2 (1− ξ)−

1
2 dξ

=
1

2
+

1

2

1

B(1
2
, ν

2
)

∫ 1

1/(1+ τ2

ν
)

ξ
ν
2
−1 (1− ξ)

1
2
−1 dξ

=
1

2
+

1

2

(
1− 1

B(1
2
, ν

2
)

∫ 1/(1+ τ2

ν
)

0

ξ
ν
2
−1 (1− ξ)

1
2
−1 dξ

)

= 1 − 1

2

B
(
(1 + τ2

ν
)−1; 1

2
, ν

2

)
B(1

2
, ν

2
)

.

Die Cauchy-Verteilung ist ein Spezialfall der Student-t-Verteilung mit ν = 1.

Cauchy-Verteilung

Def.bereich: t ∈ R

pC(x) =
1

π (1 + x2)
(7.27a)

FC(x) =
1

2
+

arctan(x)

π
(7.27b)

〈x〉 = 0 (7.27c)

var(x) = ∞ (7.27d)
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Man nennt diese Wahrscheinlichkeitsdichte auch Lorentz-Funktion.
Die Dichte- und Verteilungsfunktion der Cauchy-Verteilung sind in Abbil-
dung 7.7 wiedergegeben.

−10 0 10
0

0.5

1

x

p(x)

F(x)

(F,F+dF)

(x,x+
dx)

Abbildung 7.7: Dichte- und Verteilungsfunktion der Cauchy-Verteilung.

7.4.7 Multivariate Normal-Verteilung

In sehr vielen Anwendungen spielt die Normalverteilung von mehreren Zu-
fallsvariablen (multivariate Normalverteilung) eine zentrale Rolle. Die
Wahrscheinlichkeitsdichte dieser Verteilung lautet

Multivariate Normal-Verteilung

Def.bereich: x ∈ Rn

pN(x|C, x0) :=
1√

(2π)n |C|
e−

1
2
(x−x0)T C−1 (x−x0) (7.28a)

〈xi〉 = x0
i (7.28b)

cov(xi, xj) = Cij (7.28c)

|C| = det(C) . (7.28d)
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Wir werden in diesem Zusammenhang sehr häu�g Gauÿ-Integrale benötigen.

Gauÿ-Integrale

∫
e−

1
2
((x−x0)T A(x−x0)+2xT b) dnx =

(2π)
n
2√

|A|
e

1
2
bT A−1b−bT x0

. (7.29)

Zur Berechnung des Mittelwertes 〈xi〉 benötigen wir die marginale Dichte.
Wenn die Zufallsvariablen unabhängig sind (p(x1, . . . , xn) = p0(x1) . . . p0(xn))
ist die marginale Dichte pi(xi) = p0(xi). In der Regel sind die marginalen
Dichten nicht alle gleich. Die marginale Dichte der multivariaten Normalver-
teilung lautet

Marginale Dichte der multivariaten Normalverteilung

pi(x) =
1√

2 π Cii

e
− (x−x0

i )2

2 Cii . (7.30)

7.5 Transformationseigenschaften

Wenn man eine kontinuierliche Variable transformiert

x → y = f(x), x, y ∈ Rn ,

transformiert sich auch das Volumenelement. Wenn wir dasselbe Ereignis
in zwei unterschiedlichen Koordinatensystemen x bzw. y beschreiben, sollte
gelten

px(x) dVx = py(y) dVy , (7.31)
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da in beiden Fällen die Wahrscheinlichkeit desselben �in�nitesimalen� Ereig-
nisse angegeben ist. Somit transformiert sich die Wahrscheinlichkeitsdichte

Variablen Transformation

py(y) = px(x)

∣∣∣∣∂xi

∂yj

∣∣∣∣ . (7.32)

Die Änderung der Volumina wird durch die Jakobi-Determinante

∣∣∣∣∂xi

∂yj

∣∣∣∣ =

∣∣∣∣∣∣∣∣∣∣∣∣∣∣∣



∂x1

∂y1

∂x1

∂y2
. . . ∂x1

∂yn

∂x2

∂y1

∂x2

∂y2
. . . ∂x2

∂yn

...
...

...

∂xn

∂y1

∂xn

∂y2
. . . ∂xn

∂yn



∣∣∣∣∣∣∣∣∣∣∣∣∣∣∣
(7.33)

berücksichtigt.

7.5.1 Beispiele mit einer Variablen

Wir gehen von der Gleich-Verteilung auf dem Einheits-Intervall x ∈ (0, 1]
aus

px(x) = θ(0 < x ≤ 1) .

Nun gehen wir zu einer neuen Variablen

y = − ln(x) ∈ [0,∞)

über. Die Umkehr-Transformation lautet x = e−y. Wir berechnen die zuge-
hörige Wahrscheinlichkeitsdichte py(y)

py(y) = px(x)

∣∣∣∣∂x

∂y

∣∣∣∣ = e−y .

Als weiteres Beispiel betrachten wir eine uneigentliche Wahrscheinlich-
keitsdichte

px(x) = 1 , x ∈ (−∞,∞) .
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Es handelt sich wieder um eine Gleich-Verteilung, nun aber auf der gesamten
reellen Achse. Diese Wahrscheinlichkeitsdichte lässt sich nicht normieren. Sie
spielt aber, wie wir später sehen werden, eine wichtige Rolle in Wahrschein-
lichkeitstheorie. Um damit rechnen zu können muss das Intervall zunächst auf
ein endliches Intervall [−a, a] eingeschränkt werden. Am Ende der Rechnung
lassen wir dann a gegen unendlich gehen. Wir betrachten nun die Transforma-
tion x = ln(σ) (bzw. σ = ex) für σ ∈ (0,∞). Die Wahrscheinlichkeitsdichte
für σ ist dann

pσ(σ) = px(x)
dx

dσ
=

1

σ
. (7.34)

Das heiÿt, eine Gleich-Verteilung im Logarithmus wird zu einem 1/σ-Verhalten

pσ(σ) dσ =
dσ

σ
.

Diese Wahrscheinlichkeitsdichte ist ebenfalls uneigentlich, aber sie besitzt die
wichtige Eigenschaft, dass sie Skalen-invariant ist. Diese Verteilung ist
bis auf den unbestimmten Vorfaktor invariant gegen die Transformationen

σ → α σ

σ → σn ,

da diese Transformationen im Logarithmus einer Verschiebung oder Streckung
entsprechen. Es wird sich zeigen, dass diese sogenannte Jeffreys-Vertei-
lung die korrekte Prior-Wahrscheinlichkeit zur Beschreibung von Skalen-
Variablen ist.

7.5.2 Beispiel mit zwei Variablen

Bei einem zweidimensionalen Problem liege eine Wahrscheinlichkeitsdichte
pxy(x, y) in kartesischen Koordinaten x, y vor
Der Übergang auf Kreiskoordinaten lautet

x = r cos(ϕ)

y = r sin(ϕ) .

Die Jakobi-Determinante ist demnach∣∣∣∣∂{x, y}
∂{r, ϕ}

∣∣∣∣ =

∣∣∣∣∣
(

dx
dr

dx
dϕ

dy
dr

dy
dϕ

)∣∣∣∣∣ =

∣∣∣∣(cos(ϕ) −r sin(ϕ)
sin(ϕ) r cos(ϕ)

)∣∣∣∣ = r

Das heiÿt
prϕ(r, ϕ) = pxy(r cos(ϕ), r sin(ϕ)) · r .
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Kapitel 8

Der zentrale Grenzwertsatz

Zentraler Grenzwert-Satz

Es sei die Zufalls-Variable

S =
N∑

n=1

cn xn

de�niert, wobei die xn i.u.v. Zufallsgröÿen mit Mittelwert µ und Varianz σ2
x

sind. Die cn sind feste Gewichtsfaktoren, mit der Eigenschaft

lim
N→∞

1

N

N∑
n=1

cν
n = αν = konst., ν ∈ Z

Dann gilt

lim
N→∞

p(S|N,B) = N (S|〈S〉, var(S))

〈S〉 = µ
N∑

n=1

cn (8.1)

var(S) = σ2
x

N∑
n=1

c2
n
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8.1 Beispiel: Summe von exponentiell verteil-

ten Zufallszahlen

Wir betrachten hier als Beispiel eine Stichprobe vom Umfang N , deren Ele-
mente exponentiell verteilt sind. In Abbildung 8.1 ist die Wahrscheinlich-
keitsdichte p(S|N,B) für verschiedene N aufgetragen. Man erkennt, wie das
arithmetische Mittel S = 1

N

∑N
i xi sich sehr schnell einer Gauÿ-Verteilung

annähert.
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Abbildung 8.1: Zentraler Grenzwert-Satz für S = 1
N

∑N
i=1 xi für verschie-

dene N verglichen mit den entsprechenden Gauÿ-Funktionen. Alle xi sind
exponentiell verteilt. Man erkennt, dass bereits bei N = 5 eine gute Überein-
stimmung mit der Gauÿ-Funktion besteht.

8.2 Beispiel: Summe gleichverteilter Zufallszah-

len

Nun betrachten wir das arithmetische Mittel von gleichverteilten Zufallszah-
len aus dem Intervall [0, 1]. In Abbildung 8.2 ist das Mittel S = 1

N

∑N
i xi
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für verschiedene N dargestellt. Im Vergleich mit dem vorigen Beispiel (Ab-
bildung 8.1) wird hier die Gauÿ-Verteilung noch schneller angenommen.
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Abbildung 8.2: Zentraler Grenzwert-Satz für S = 1
N

∑N
i=1 xi für verschiedene

N verglichen mit den entsprechenden Gauÿ-Funktionen. Alle xi sind gleich-
verteilt. Man erkennt, dass bereits bei N = 2 eine gewisse Übereinstimmung
mit der Gauÿ-Funktion besteht.

8.3 Monte-Carlo-Integration

Der Zentrale Grenzwertsatz bildet die Grundlage für eine der wichtigsten Me-
thoden der Computersimulation, dem Monte-Carlo-Verfahren. Hiermit kann
man eine Vielzahl von Problemen der klassischen Statistik und der Quanten-
mechanik numerisch simulieren. In der klassischen statistischen Physik ist
man an thermodynamischen Erwartungswerten

〈O〉T =

∫
dmx O(x) p(x) (8.2)

interessiert. Falls diskreten Freiheitsgrade vorliegen, ist das Integral durch
eine Summe zu ersetzen. Die Wahrscheinlichkeitsdichte p(x) hängt nur von
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der Energie E(x) ab und ist der normierte Boltzmann-Faktor

p(x) =
1

Z
e−E(x)/kT .

Die Problematik der Berechnung liegt darin, dass es sich um extrem hoch-
dimensionale Integrale oder Summen handelt, die nur in den seltensten Fäl-
len exakt berechnet werden können. Wir werden nun den Zentralen Grenz-
wertsatz etwas verallgemeinern. Wir gehen von m-dimensionalen Zufalls-
Variablen x ∈ Rm aus und de�nieren zu jedem Vektor x eine ein-dimensionale
Zufalls-Variable O(x), die eine eindeutige Funktion von x darstellt. Die Wahr-
scheinlichkeitsdichte von O ist

p(O) =

∫
dmx δ(O −O(x)) p(x) .

Mittelwert und Varianz von O lassen sich leicht angeben

〈O〉 =

∫
dO O p(O) =

∫
dmx O(x) p(x) (8.3a)

var(O) =

∫
dO (O − 〈O〉)2 p(O) =

∫
dmx (O(x)− 〈O〉)2 p(x) .

(8.3b)

Das heiÿt, der Mittelwert von O ist genau das gesuchte Integral. Nun besagt
der Zentrale Grenzwertsatz, dass das arithmetische Mittel

O =
1

N

N∑
n=1

O(xn)

der Zufallszahlen O(xn) für hinreichend groÿe N einer Normalverteilung ge-
nügt

p(O) =
N�1

N (O|〈O〉, var(O)/N) .

Somit kann man umgekehrt hoch-dimensionale Integrale/Summen vom Typ

〈O〉 =

∫
O(x) p(x) dx

aus einer Stichprobe {x1, . . . , xN} von Zufallszahlen der Verteilung p(x) durch
das arithmetische Mittel approximieren, da ja gilt

〈O〉 =
1

N

N∑
n=1

O(xn)±
√

var(O)

N
.
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Das arithmetische Mittel ist demnach Gauÿ-verteilt um den Mittelwert der
Einzel-Beiträge mit einer Varianz, die um den Faktor N reduziert ist. Das
erklärt, warum es Sinn macht, zur experimentellen Bestimmung einer Gröÿe,
die statistischen Schwankungen unterliegt, das Experiment oft zu wiederho-
len und daraus das arithmetische Mittel zu bilden. Die Ungenauigkeit des
arithmetischen Mittels ist der

Standardfehler

SF =
σ√
N

. (8.4)

8.4 Zentraler Grenzwertsatz:

multivariater Fall

Zentraler Grenzwert-Satz in m Dimensionen

Es sei die Zufalls-Variable S ∈ Rm

S =
1

N

N∑
n=1

xn

de�niert, wobei die xn i.u.v. Zufallsgröÿen mit Mittelwert µ ∈ Rm und Ko-
varianzmatrix C sind. Dann gilt

lim
N→∞

p(S|N,B) = N (S|µ, C/N) (8.5)
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Teil II

Poisson-Prozeÿ, Poisson-Punkte

und Wartezeiten
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Kapitel 9

Poisson-Prozess, Poisson-Punkte

und Wartezeiten

9.1 Stochastische Prozesse

Stochastische Prozesse sind in der Physik weit verbreitet.
Wir gehen von einer parametrisierten Funktion

f(x|λ)

aus, bei der x ∈ R kontinuierliche Werte annimmt und λ ∈ RNp die Parame-
ter der Funktion darstellen. Wenn die Parameter λ Zufalls-Variablen sind,
nennt man f(x|λ) einen stochastischen Prozess. Die Unsicherheit des sto-
chastischen Prozesses liegt in der stochastischen Natur der Parameter. Ein
Beispiel stellt die Energie-Verlust-Kurve E(x) beim Durchgang von Strah-
lung durch Materie dar, die angibt mit welcher Energie die Strahlung am Ort
x ankommt, wenn sie mit einer Anfangsenergie E0 bei x = 0 erzeugt wird.
Der Energieverlust hängt vom lokalen Aufbau der Materie ab, der stochasti-
sche Charakterzüge haben kann, wie z.B. beim Durchgang von Licht durch
Wolken, Emulsion, etc. Wenn die Parameter λ, hier die räumliche Dichte-
Verteilung der Materie, gegeben sind, ist die Funktion E(x) i.d.R eine stetige
Funktion von x. Ein weiteres Beispiel sind Radarsignale. Ein Radarsignal hat
die Form f(t|d) = cos(ωt−2kd), wobei ω die Frequenz, k = 2π/λ das Inverse
der Wellenlänge darstellt. Die Zufalls-Variable in diesem Zusammenhang ist
der Abstand d zur unbekannten Quelle. Die Radarsignale haben daher zu-
fällige Verzögerungen. Der zeitliche Ablauf des Signals ist jedoch eine glatte
Cosinus-Kurve.
Es kann jedoch auch vorkommen, dass sich das stochastische Verhalten auch
in der Abhängigkeit von der unabhängigen Variablen x in f(x|λ) äuÿert. Das
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ist z.B. der Fall bei additivem Rauschen. Ein Signal s(t) sei durch unkorre-
liertes Rauschen η(t) gestört

s̃(t) = s(t) + η(t) .

Das Rauschen hat hier die Rolle des Parameters λ übernommen. Eine Rea-
lisierung liefert eine feste zeitliche Abfolge von Rauschbeiträgen η(t), die
unkorreliert sein sollen. Daraus resultiert, dass s̃(t) nicht mehr stetig ist.
Stochastische Prozesse unterscheiden sich von anderen Zufalls-Variablen le-
diglich darin, dass die Zufalls-Variable nun einen kontinuierlichen Index er-
hält. Ansonsten gelten alle Regeln der Wahrscheinlichkeitstheorie unverän-
dert. Z.B. bedeutet die Mittelungen von stochastischen Prozessen, dass über
die stochastischen Parameter gemittelt wird

〈f(x)〉 =

∫
f(x|λ) p(λ|B) dλ .

Die Mittelwerte hängen dann auch von der unabhängigen Variablen (hier x)
ab. Das ist eigentlich nichts anderes als die Marginalisierungsregel.
Ein weiteres Beispiel stochastischer Prozesse stellt das epitaktische Ober�ä-
chenwachstum dar, bei dem Atome stochastisch auf die Ober�äche auftre�en.
Ein verwandtes Phänomen sind Warteschlangen an Kassen etc.. Wir werden
in diesem Kapitel noch den Poisson-Prozess im Detail kennenlernen.

9.2 Poisson Punkte

Es werden zufällig N Punkte in einem Intervall Ω = (0, L) der Länge L er-
zeugt. Die so erzeugten Punkte nennt man Poisson-Punkte (PP). Die Punkt-
dichte ist dabei

ρ :=
N

L
. (9.1)

Wir greifen nun ein beliebiges Teilintervall I ⊂ Ω der Länge x heraus und
fragen nach der Wahrscheinlichkeit, dass bei den N Versuchen n Teilchen in
das Teilintervall x tre�en. Die Wahrscheinlichkeit, dass bei einem dieser Ver-
suche das Teilchen in das Intervall gelangt, ist nach der klassischen De�nition
von Wahrscheinlichkeit, das Verhältnis der �Zahl der günstigen Ereignisse�
zur �Zahl der gesamten Möglichkeiten�, also

p =
x

L
.

Die gesuchte Wahrscheinlichkeit ist demnach die Binomial-Verteilung
P (n|N, p = x/L). Die mittlere Zahl der Teilchen, die in I landen, ist

µ = p N =
x

L
N = x ρ . (9.2)
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Die Gröÿe des Intervalls I behalten wir nun bei, verdoppeln aber sowohl die
Länge des Grundintervalls L → 2L als auch die Zahl der Teilchen N → 2N .
Hierbei bleibt die Teilchendichte ρ := N

L
und demnach auch die mittlere

Zahl der Teilchen in L konstant. Wir wiederholen die Intervall-Verdopplung
unendlich oft, bis das Intervall L schlieÿlich die gesamte reelle Achse von −∞
bis ∞ abdeckt. Diese Konstruktion erfüllt die Voraussetzungen für den Satz
von Poisson (µ = p N = const und N →∞) und demnach geht die gesuchte
Wahrscheinlichkeit im Limes N →∞1 in die Poisson-Verteilung über

P (n|x, ρ,B) := e−ρx (ρx)n

n!
. (9.3)

9.3 Intervall-Verteilung der Poisson-Punkte

Wir wollen nun untersuchen, wie die Abstände ∆x zwischen PPen verteilt
sind. D.h. wir wollen p(∆x|ρ, I) berechnen. Wir verwenden hier die Proposi-
tion
∆x: Der Wert des Abstands zum nächsten PP ist aus [x, x + dx).
Damit die Proposition ∆x zutri�t, darf im Intervall der Länge x kein PP
liegen und anschlieÿend muss in dx ein PP vorhanden sein. Diese beiden Er-
eignisse sind unabhängig voneinander. Der erste Faktor ist die Wahrschein-
lichkeit P (n = 0|x, ρ,B) aus Gl. (9.3). Die Wahrscheinlichkeit, in dx einen
PP anzutre�en, ist, da die Dichte der Punkte homogen gleich ρ ist, durch
ρ dx gegeben. Somit lautet die gesuchte Wahrscheinlichkeit

P (∆x|ρ,B) = P (n = 0|x, ρ,B) P (n = 1|dx, ρ,B)

= e−ρ x ρ dx .

Die zugehörige Wahrscheinlichkeitsdichte ist demnach

Intervall-Längen-Verteilung im Poisson-Prozess

p(∆x|ρ,B) = ρ e−ρx (9.4)

die Exponential-Verteilung Gl. (7.15). Der Mittelwert dieser Verteilung ist
1/ρ in Einklang mit der mittleren Dichte ρ.

1Siehe auch Gl. (4.19).
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9.3.1 Alternative Sicht der Poisson Punkte

Man kann die Entstehung der Poisson-Punkte auch anders interpretieren.
Bisher wurden die Punkte mit vorgegebener Dichte ρ auf ein Intervall zufäl-
lig verteilt. Auf diese Weise ist gleichzeitig gewährleistet, dass die Abstände
zwischen benachbarten Punkten unabhängig voneinander sind und alle der-
selben Wahrscheinlichkeitsdichte genügen. Die Intervall-Längen sind i.u.v.
(identisch unabhängig verteilt). Wir können die Poisson-Punkte also auch
sequentiell erzeugen. Wir beginnen bei x = 0 und bestimmen den nächsten
Poisson-Punkt x1 im Abstand ∆x1 gemäÿ der Exponential-Verteilung, die in
Gl. (9.4) gegeben ist. Danach erzeugen wir x2 ausgehend von x1 im Abstand
∆x2, der wiederum aus p(∆|ρ,B) ermittelt wird, etc. Die Poisson-Punkte
haben dann die Werte

xn =
n∑

i=1

∆xi .

9.4 Wartezeiten-Paradoxon

Wir wissen, dass die Abstände ∆x zwischen zwei Poisson-Punkten exponen-
tiell verteilt sind.
Wir interpretieren die x-Achse nun als Zeitachse. Hieraus folgt, dass die Ab-
stände zeitlicher Ereignisse, die einem Poisson-Prozess genügen, ebenfalls ex-
ponentiell verteilt sind

p(∆t|λ, exp.) = λe−λ ∆t . (9.5)

Die zeitliche Dichte ist hier mit λ bezeichnet.
Nehmen wir an, die Ankunft von Bussen an einer Haltestelle sei Poisson-
verteilt. Wir kommen zufällig an der Haltestelle an. Wie lange müssen wir
im Mittel auf den nächsten Bus warten?
Da der Abstand der Ereignisse im Mittel λ beträgt und wir zufällig zwischen
den Ereignissen angekommen sind, sollten alle Zeiten zwischen 0 und λ zu
erwarten sein. Von daher erwarten wir eine mittlere Wartezeit λ/2.
Dieses Ergebnis ist aber falsch!
Wir wollen nun die korrekte Antwort mit den elementaren Regeln der Wahr-
scheinlichkeitstheorie ableiten. Gesucht ist die Wahrscheinlichkeitsdichte
p(∆t|t ∈ I,B), dass die Wartezeit ∆t beträgt, wenn wir zufällig in einem
der Intervall, nennen wir es I, ankommen. Hierbei gibt t den Zeitpunkt un-
serer Ankunft an. Wir führen über die Marginalisierungsregel die Länge L
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des Intervalls ein, in dem wir ankommen.

p(∆t|t ∈ I,B) =

∫ ∞

0

p(∆t, LI = L|t ∈ I,B) dL

=

∫ ∞

0

p(∆t|LI = L, t ∈ I,B)︸ ︷︷ ︸
1
L

θ(0<∆t≤L)

P (LI = L|t ∈ I,B) dL

=

∫ ∞

∆t

1

L
P (LI = L|t ∈ I,B) dL

=

∫ ∞

∆t

1

L

P (t ∈ I|LI = L,B) P (LI = L|B)

P (t ∈ I|B)
dL

Die Wahrscheinlichkeit, dass wir in einem Intervall der Länge L ankommen
ist proportional zu L

P (t ∈ I|LI = L,B) = κ L .

Die Wahrscheinlichkeit, dass die Intervall-Länge L beträgt, ist durch die ex-
ponentielle Verteilung der Intervall-Längen vorgegeben. Der Ausdruck im
Nenner ist unabhängig von L und ∆t und dient hier nur der Normierung.
Wir können die beiden unbekannten Faktoren κ und P (t ∈ I|B) zu einem
Normierungsfaktor Z zusammenfassen, den wir anschlieÿende über die Nor-
mierung bestimmen.

p(∆t|t ∈ I,B) =
1

Z

∫ ∞

∆t

1

L
L λ e−λL dL

=
1

Z
e−λ∆t .

Z =

∫ ∞

0

e−λ∆t dt =
1

λ
.

Somit lautet das gesuchte Ergebnis

p(∆t|t ∈ I,B) = λ e−λ ∆t . (9.6)

Das heiÿt, die Wartezeiten sind genauso verteilt wie die Abstände zwischen
den Ereignissen und somit ist die mittlere Wartezeit gleich dem mittleren
Abstand der Ereignisse 〈∆t〉 = λ. Der Grund ist, dass die Wahrscheinlichkeit
gröÿer ist, zwischen zwei Ereignissen einzutre�en, die einen groÿen zeitlichen
Abstand voneinander haben.
Das erklärt auch, warum auch das erste Intervall vom willkürlich gewählten
zeitlichen Nullpunkt zum ersten Ereignis, eine mittlere Länge λ hat.
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9.4.1 Verteilung der Intervall-Längen eines zufällig aus-

gewählten Intervalls

Wir wählen zufällig einen Punkt x aus und fragen nach der Wahrscheinlich-
keit, dass das so ausgewählte Intervall I die Gröÿe L besitzt

p(L|I � x,B) .

Nach dem Bayesschen Theorem gilt hierfür

p(L|I � x, ρ,B) =
p(x ∈ I|L, ρ,B) p(L|ρ,B)

p(x ∈ I|B)
.

Wie zuvor ist p(x ∈ I|L,B) = κ L proportional zur Intervall-Länge und
p(x ∈ I|B) ein von L-unabhängiger Normierungsfaktor

p(L|I � x, ρ,B) =
1

Z̃
L p(L|B)

=
1

Z̃
L ρ e−ρL

Z̃ =

∞∫
0

L ρ e−ρL dL =
1

ρ

p(L|I � x, ρ,B) = ρ2 L eρL .

Die mittlere Intervall-Länge ist demnach

〈L〉 =

∫ ∞

0

(ρL)2 e−ρLdL =
2

ρ
.

Der Grund ist natürlich wie zuvor, dass mit gröÿerer Wahrscheinlichkeit der
Aufpunkt in einem Intervall liegt, das gröÿer ist.

9.5 Poisson-Prozess

Die Punkte t1, t2, . . . , tn sind PP. Mit N(t) bezeichnen wir den stochastischen
Prozess, der die ganzzahligen Werte 0, 1, . . . annimmt, die angeben, wieviele
Poisson-Punkte bis zur Zeit t aufgetreten sind.

N(t) =
∞∑

n=0

θ(t ≤ tn) .

Die Wahrscheinlichkeit, dass N(t) = n ist natürlich die Wahrscheinlichkeit
der Poisson-Verteilung.
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Abbildung 9.1: Poisson-Punkte (Kreuze) und Poisson-Prozess N(t) für λ =
1.

9.6 Schätzen der Halbwertszeit aus einer

Stichprobe

Gegeben sei eine Stichprobe von Zerfallszeiten {t1, . . . , tL}. Die Wahrschein-
lichkeit für einen Zerfall in (t, t + dt) ist durch die Exponential-Verteilung

p(t|τ) =
1

τ
e−t/τ

gegeben. Wir wollen die Wahrscheinlichkeitsdichte p(τ |t1, . . . , tL,B) für die
Relaxationszeit τ berechnen. Das Bayessche Theorem liefert den Bezug zur
Likelihood

p(τ |t1, . . . , tL,B) ∝ p(t1, . . . , tL|τ,B) p(τ |B) .

Die Likelihood lautet, da die Zerfälle unkorreliert sind,

p(t1, . . . , tL|τ,B) =
L∏

i=1

(
1

τ
e−ti/τ

)
= τ−L e−Lt/τ .

Hierbei ist t der Stichproben-Mittelwert der Zerfallszeiten. Der Prior ist, da
es sich um eine Skalen-Variable handelt, Je�reys' Prior. Somit lautet die
Posterior-Verteilung

p(τ |t1, . . . , tL,B) =
1

Z
τ−L−1 e−Lt/τ .
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Die Normierung lässt sich leicht berechnen

Z =

∫ ∞

0

τ−L e−Lt/τ dτ

τ

=

∫ ∞

0

( x

Lt

)L

e−x dx

x

=
(
Lt
)−L

Γ(L) .

Der Erwartungswert dieser Verteilung lautet

〈τ〉 =
1

Z

∫ ∞

0

τ−L+1 e−Lt/τ dτ

τ

=

(
Lt
)−L+1

Γ(L− 1)(
Lt
)−L

Γ(L)

=
L

L− 1
t .

Die Varianz liefert analog

var(τ) =

(
Lt
)−L+2

Γ(L− 2)(
Lt
)−L

Γ(L)
− τ 2

=
L2

(L− 1)(L− 2)
t
2 − L2

(L− 1)(L− 1)
t
2

= 〈τ〉2
(

L− 1

L− 2
− 1

)
= 〈τ〉2 1

L− 2
.

Somit gilt

τ = t
L

L− 1

(
1± 1√

L− 2

)
.
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Teil III

Zuweisen von

Wahrscheinlichkeiten
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Kapitel 10

Vorbemerkungen

Die Regeln der Wahrscheinlichkeitstheorie besagen, wie man Wahrscheinlich-
keiten umformen kann. Insbesondere sagt das Bayessche Theorem, dass man
Posterior-Wahrscheinlichkeiten durch Likelihood und Prior

P (a|d,B) =
1

Z
P (d|a,B) P (a|B) .

ausdrücken kann. Die Likelihood-Funktionen sind trivialerweise quantitativ
bekannt, da die Aussage des Bedingungskomplexes B beinhaltet, nach wel-
cher Wahrscheinlichkeitsverteilung die experimentellen Daten verteilt sind.
Die Proposition a legt zudem fest, welche Werte die Parameter der Wahr-
scheinlichkeitsverteilung besitzen.
Die Prior-Wahrscheinlichkeiten hingegen können nicht aus den bisher abge-
leiteten Regeln der Wahrscheinlichkeitstheorie alleine berechnet werden.
Unbekannte Prior-Wahrscheinlichkeiten können auch auf komplexere Weise
ins Spiel kommen, wenn nur ein Teil b der Parameter der Likelihood-Funktion
bekannt ist und weitere Parameter a unbekannt sind. Die Marginalisierungs-
regel liefert dann

p(d|b,B) =

∫
p(d|a, b,B) p(a|b,B) da . (10.1)

Hierbei taucht wieder eine Prior-Wahrscheinlichkeit auf, die mit den Regeln
der Wahrscheinlichkeitstheorie nicht weiter vereinfacht oder quanti�ziert wer-
den kann. Ein typisches Beispiel ist die Situation, dass die Fehler der Daten
einer Gauÿ-Verteilung mit Mittelwert Null genügen, deren Varianz jedoch
nicht bekannt ist. Die marginale Likelihood p(d|µ = 0,B) kann dann
über die Marginalisierungsregel bestimmt werden

p(d|µ = 0,B) =

∞∫
0

p(d|σ, µ = 0,B) p(σ|µ = 0,B) dσ . (10.2)

143



Es bleibt aber zunächst der Prior für die Varianz zu spezi�zieren. Generell
bleibt ein Problem übrig, die Prior-Wahrscheinlichkeit von Parametern oder
gar ganzen Wahrscheinlichkeitsverteilungen Pi oder Wahrscheinlichkeitsdich-
te p(x) zu quanti�zieren.
Es gibt drei Fälle zu unterscheiden

• uninformative Prioren (ignorant priors) für Parameter, die au-
ÿer der De�nition des Problems keine Information enthalten.

• Exakte überprüfbare Information testable information. Z.B. Mo-
mente der Verteilung, Φ{p(x|I)} = 0

• Fehlerbehaftete überprüfbare Information

Wir werden uns hier auf die ersten beiden Fälle beschränken. Der letzte
Fall führt auf die sogenannte quantified maximum entropy method,
die in den letzten Jahren sehr erfolgreich auf unterschiedlichste Arten von
formfreier Rekonstruktion, z.B. in der Astro- und Plasmaphysik und in der
Bilderkennung eingesetzt worden ist.
Wir hatten für Wahrscheinlichkeiten Pi diskreter Ereignisse bereits das La-
placesche Prinzip der Indi�erenz kennengelernt, dass besagt, dass wenn die
einzelnen Ereignisse austauschbar sind, d.h. kein Index ausgezeichnet ist,
dann sollten alle Pi gleich sein. Dieses Prinzip muss in zweierlei Hinsicht
erweitert werden

1. Konsistente Berücksichtigung von exaktem Vorwissen, z.B.∑
i

iν Pi = µν

2. Erweiterung auf kontinuierliche Freiheitsgrade p(x).
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Kapitel 11

Uninformative Prioren für

Parameter

Wenn wir nichts über die Wahrscheinlichkeiten der verschiedenen Ausgänge
eines Versuchs, sagen wir, A1, A2, . . . AM wissen, dann können wir bei diskre-
ten Problemen das Laplacesche Prinzip heranziehen.
Wie bereits mehrfach erwähnt, ist dieses Prinzip jedoch unbrauchbar im Fall
kontinuierlicher Freiheitsgrade, wie wir am Beispiel des 1889 von Bertrand
formulierten Paradoxons gesehen haben. Gesucht war hierbei die Wahrschein-
lichkeit, eine �zufällige� Gerade im Abstand kleiner als der halbe Radius vom
Kreiszentrum anzutre�en. Wir hatte hierfür unterschiedliche Werte 1/2, 1/3
und 1/4 erhalten, je nachdem, in welcher Variablen ein �acher Prior gewählt
wurde.
Eine zufriedenstellende Antwort hierzu gelang erst 1973. E.T. Jaynes führte
hierzu das Transformations-Invarianz-Prinzip (TIP) ein. Wenn eine Transfor-
mation T einer Zufalls-Variable x auf eine Variable x′ existiert, die die Auf-
gabenstellung nicht ändert, und die zu neuen Variablen führt über die wir
gleichermaÿen wenig wissen, so darf diese Transformation die Wahrschein-
lichkeitsdichte nicht ändern. Das heiÿt,

px(ξ) = px′(ξ) = p(ξ)

mit einer gemeinsamen Wahrscheinlichkeitsdichte p(x). Andererseits gilt bei
einer Transformation grundsätzlich

px(x)dx = px′(x
′)dx′ ⇒ px(x) = px′(T (x))

∣∣∣∣∂T

∂x

∣∣∣∣ . (11.1)

Zusammen mit der Transformationsinvarianz folgt eine Bestimmungsglei-
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chung für die Wahrscheinlichkeitsdichte

p(x) = p(T (x))

∣∣∣∣∂T

∂x

∣∣∣∣ . (11.2)

Diese Bedingung lässt sich besonders einfach über in�nitesimale Transfor-
mationen Tε erfüllen, wobei ε ein Vektor sein kann. Es muss zusätzlich zur
Invarianzbedingung gelten,

lim
ε→0

Tε(x) = x . (11.3)

Wenn wir die in�nitesimale Transformation in Gl. (11.2) einsetzen und nach
εi ableiten, erhalten wir die Di�erentialgleichung

∂

∂εi

p(x)
∣∣∣
ε=0

=
∂

∂εi

(
p(Tε(x))

∣∣∣∣∂Tε

∂x

∣∣∣∣) ∣∣∣∣
ε=0

. (11.4)

Die Wahrscheinlichkeit p(x) auf der linken Seite hängt nicht von ε ab, und
somit verschwindet die Ableitung. Die rechte Seite ist für ε = 0 auszuwerten

TIP-Gleichung

∂

∂εi

[
p(Tε(x))

∣∣∣∣∂Tε(x)

∂x

∣∣∣∣]
ε=0

= 0 . (11.5)

Man beachte, dass
∣∣∣∂Tε(x)

∂x

∣∣∣ bei mehreren Variablen die Bedeutung der Jakobi-
Determinante hat. Im Fall des Bertrand-Paradoxons gibt es drei Transforma-
tionen gegen die die Wahrscheinlichkeitsdichte invariant sein muss

• Rotation um das Kreiszentrum

• Verschiebung des gesamten Kreises

• Reskalierung des Radius R.

Diese Invarianz-Forderungen reichen aus, den Prior eindeutig festzulegen.
Man �ndet

p(r) =
1

R
θ(0 ≤ r ≤ R) , (11.6)

und dementsprechend ist die gesuchte Wahrscheinlichkeit P = 1/2.
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11.1 Je�reys' Prior für Skalen-Variablen

Wir wollen an einem einfacheren Beispiel das TIP detailliert vorführen. Wir
betrachten eine Skalen-Variable, wie zum Beispiel die Standard-Abweichung.
Hierbei ist a-priori z.B. nicht vorgeschrieben, in welchen Einheiten diese Grö-
ÿe anzugeben ist. Wenn es sich z.B. um Längen handelt, können wir sie in
Meter, Angström, etc. angeben. Von dieser Wahl darf die Wahrscheinlich-
keitsdichte demnach nicht abhängen. Darüber hinaus ist in diesem Beispiel
auch nicht klar, ob der Prior für den Standardfehler oder für die Varianz σ2

zu wählen ist. Wenn einer z.B. �ach gewählt wird, ist es der andere nicht. Ein
�acher Prior beschreibt in diesem Beispiel also nicht vollständiges Unwissen.
Die Transformationen, gegen die der Prior einer Skalen-Variablen invariant
sein muss, sind

x′ = T (1)
ε (x) = (1 + ε) x x′ = T (2)

ε (x) = x(1+ε) .

Es wurde diese spezielle Form gewählt, damit die Einheitstransformation
dem Fall ε = 0 entspricht. Für Gl. (11.5) benötigen wir im Fall der ersten
Transformation ∣∣∣∣∣∂T

(1)
ε

∂x

∣∣∣∣∣ = (1 + ε) .

Damit lautet die TIP-Gleichung

∂

∂ε

[
p
(
T (1)

ε (x)
)

(1 + ε)
]
ε=0

=
∂

∂ε
[p ((1 + ε) x) (1 + ε)]ε=0

= p′(x) x + p(x)
!
= 0 .

Die Lösung dieser Dgl. ist

p(x) =
c

x
.

Damit ist der Prior bereits festgelegt. Es bleibt also nur zu prüfen, ob die
zweite Transformation zum selben Ergebnis führt, bzw. ob der Prior invariant
gegen die Transformation ist. Strenggenommen sollte

p(x) dx = p(x′) dx′

gelten, wobei x′ = xν ist1. Wir müssen aber berücksichtigen, dass der eben
abgeleitete Prior nicht normierbar ist. Also wird die Gleichung nur bis auf

1In der obigen Notation war ν = 1 + ε. Hier ist diese Darstellung weniger geeignet.
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einen unbestimmten Normierungsfaktor gelten. Wir betrachten

p(x′)dx′ = p(xν)d(xν) =
c

xν
ν xν−1 dx

=
cν

x
dx .

Damit hat der Prior in der Tat (bis auf die unbestimmte Normierung) die
geforderte Invarianz. Somit ist der Prior für eine Skalen-Variable

Jeffreys' Prior für Skalen-Variablen

p(x) =
1

x
. (11.7)

Je�reys' Prior hat, wie bereits erwähnt, die unschöne Eigenschaft, dass er
nicht normierbar ist. Solche Prioren nennt man uneigentlich (improper).
In praktischen Rechnungen wird man Cuto�s einführen und den eigentlichen
Prior

Eigentlicher Jeffreys' Prior

pJ(x) =
1

Vσ

θ(xu ≤ x ≤ xo)
1

x

Vσ = ln xo/xu

(11.8)

verwenden und erst im Endergebnis die Cuto�s eliminieren. Dadurch erhält
man i.d.R. normierbare Posterior-Verteilung. Ist das nicht der Fall, sind die
Daten in der Likelihood-Funktion nicht informativ genug.

Benford's Law

Benford hatte anhand von Tabellen und Zahlentafeln festgestellt, dass die
führende Zi�er der Zahlen nicht gleich häu�g vorkommen, sondern dass die
Eins z.B. am häu�gsten vorkommt. Das daraus abgeleitet Gesetz (Ben-
ford's law) kann mit Je�reys' Prior sofort hergeleitet werde. Wir berechnen
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die Wahrscheinlichkeit, dass die führende Zi�er einer beliebigen Zahl x den
Wert i ∈ (1, 2, 3, . . . , 9)2 besitzt. Hierzu schreiben wir die Zahl als

x = d0, d1d2 . . .× 10y mit d0 > 0 und y ∈ Z (11.9)

Das kann kann auch als x = (d0+R)×10y mit R ∈ [0, 1) geschrieben werden.
Die Wahrscheinlichkeit, dass die führende Zi�er den Wert d0 hat, ist

P (d0|I) = P (x ∈ [d0, d0+1)) =

∫ d0+1

d0
p(x) dx∫ 10

1
p(x) dx

=

∫ d0+1

d0
1/x dx∫ 10

1
1/x dx

= log10(
d0 + 1

d0

) .

(11.10)
Da x eine Skalen-Variable ist, wurde Je�reys' Prior verwendet. Hierbei kommt
es nicht auf die Normierung an, und wir konnten ohne Cuto�s das Ergebnis
direkt ermitteln. Wie in Abbildung 11.1 zu sehen, �nden wir in der Tat, dass
die niedrigen Zi�ern wahrscheinlicher sind als die höheren.

1 2 3 4 5 6 7 8 9
0

0.05

0.1

0.15

0.2

0.25

0.3

0.35

j

P
j

Abbildung 11.1: Benford's Law der Wahrscheinlichkeit der führenden Zi�ern
1 to 9.

11.2 Prior für die Parameter einer Geraden

Wir gehen von dem Problem aus, dass eine Gerade durch Punkte in der Ebene
gelegt werden soll, wobei die Ungenauigkeit bei der Messung der Punkt in

2Führende Nullen werden gegebenenfalls eliminiert.
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alle Raumrichtungen gleich sind σx = σy = σ, oder darüber nichts bekannt
ist. Diese Information stecke im Bedingungskomplex B. Wir suchen die Prior-
Wahrscheinlichkeit

p(a, b|B)

für die Parameter der Geradengleichung

y = a x + b .

Die Punkte x ∈ R2 der Geraden erfüllen die Normalgleichung

n̂Tx = d .

Hierbei ist n̂ der Einheitsvektor senkrecht zur Geraden und d ist der vor-
zeichenbehaftete und in Richtung n̂ gemessene Abstand der Geraden vom
Koordinatenursprung. In Abbildung 11.2 ist die Gerade skizziert. Der Ein-

−10 −5 0 5 10
−10

−5

0

5

10

φ

φ

d
b

Abbildung 11.2: Geraden-Problem

heitsvektor kann daraus abgelesen werden

n̂ =

(
sin(Φ)
cos(Φ)

)
. (11.11)
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Auch liest man aus 11.2 leicht ab, dass

a = − tan(Φ) (11.12)

b =
d

cos(Φ)
. (11.13)

Das Problem ist invariant gegen Drehung und Verschiebung des Koordina-
tensystems. Hierbei geht ein beliebiger Punkt x über in

x′ = Ux + s ,

wobei die Matrix

U =

(
cos(θ) − sin(θ)
sin(θ) cos(θ)

)
(11.14)

eine Drehung am Koordinatenursprung bewirkt und s ∈ R2 den Verschie-
bungsvektor des Koordinatenursprungs darstellt. Die Geradengleichung im
transformierten Koordinatensystem lautet

n̂′Tx′ = d′

n̂′T (Ux + s) = d′

(UT n̂′︸ ︷︷ ︸
n̂

)Tx = d′ − n̂′T s︸ ︷︷ ︸
d

.

Daraus folgt

n̂′ = U n̂

d′ = d + n̂′T s . (11.15)

Mit Gl. (11.14) und Gl. (11.11) erhalten wir

n̂′ =

(
cos(θ) sin(Φ)− sin(θ) cos(Φ)
cos(θ) cos(Φ) + sin(θ) sin(Φ)

)
=

(
sin(Φ− θ)
cos(Φ− θ)

)
.

Bei dieser Transformation gilt o�enbar

Φ → Φ′ = Φ− θ ,

wie man es bei einer Drehung auch erwarten würde. Die Transformation von
d gemäÿ Gl. (11.15) ergibt

d → d′ = d + ∆ ,

hierbei kann ∆ je nach Richtung und Länge von s beliebige Werte annehmen.
Da das Problem invariant gegen beliebige Verschiebungen s ist, muss es auch
invariant gegen beliebige Änderungen ∆ sein.
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Es ist o�ensichtlich sinnvoll zunächst die Gerade als Funktion von Φ und d zu
formulieren und anschlieÿend zur Standarddarstellung a, b überzugehen. Wir
werden also zunächst p(Φ, d) ermitteln. Die in�nitesimale Transformation ist
somit

Tε(Φ, d) =

(
Φ′

d′

)
=

(
Φ− εΦ

d + εd

)
.

Demnach ist
∂Φ′

∂Φ
= 1

∂Φ′

∂d
= 0

∂d′

∂Φ
= 0

∂d′

∂d
= 1 .

Das bedeutet, dass die Jakobi-Determinante Eins ist. Die TIP-Gleichungen
werden also zu

∂

∂εΦ

p(Φ− εΦ, d + εd)

∣∣∣∣
ε=0

= − ∂

∂Φ
p(Φ, d) = 0

∂

∂εd

p(Φ− εΦ, d + εd)

∣∣∣∣
ε=0

=
∂

∂d
p(Φ, d) = 0 .

Daraus folgt
pΦ,d(Φ, d) = const .

Die Rücktransformation auf die Gröÿen a, b ist in Gl. (11.12) und Gl. (11.13)
angegeben. Dazu benötigen wir gemäÿ

pa,b(a, b)

∣∣∣∣ ∂(a, b)

∂(Φ, d)

∣∣∣∣ = pΦ,d(Φ, d)

Die zugehörige Jakobi-Determinante lautet∣∣∣∣ ∂(a, b)

∂(Φ, d)

∣∣∣∣ =

∣∣∣∣( ∂a
∂Φ

∂a
∂d

∂b
∂Φ

∂b
∂d

)∣∣∣∣ =

∣∣∣∣∣
(
− 1

cos2(Φ)
0

? 1
cos(Φ)

)∣∣∣∣∣ =
1

cos3(Φ)
.

Wegen cos2 = 1/(1 + tan2) folgt somit

p(a, b) = c

∣∣∣∣ ∂(a, b)

∂(Φ, d)

∣∣∣∣−1

= c (1 + a2)−
3
2 .

Dieser Prior ist wieder uneigentlich, da er in b nicht normierbar ist.

Prior des Geraden-Problems

p(a, b) = (1 + a2)−
3
2 (11.16)
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Kapitel 12

Der entropische Prior für diskrete

Probleme

Wir beschäftigen uns nun mit Wahrscheinlichkeitsverteilung Pi diskreter Er-
eignisse. Es soll exakte, überprüfbare Information (testable information)
vorliegen. Man nennt Nebenbedingungen überprüfbar, wenn es möglich ist
festzustellen, ob gegebene Pi diese Nebenbedingung erfüllen oder nicht1. Es
gibt mehrere Zugänge unterschiedlicher Strenge zum entropischen Prior

• Anschaulich, qualitativ

• Axiomatisch

• Über Konsistenzforderung.

Wir werden hier nur die ersten beiden Zugänge im Detail diskutieren.
Wir suchen die �uninformativste� Verteilung, die mit dem Vorwissen ver-
träglich ist. �Uninformativ� soll bedeuten, dass wir uns damit am wenigsten
festlegen, bzw. dass wir damit in den meisten Fällen richtig liegen. Nehmen
wir z.B. einen Würfel mit den Nebenbedingungen

µ0 =
∑

i

qi = 1 Normierung

µ1 =
∑

i

i qi = 3.5 1. Moment .

Diese Nebenbedingungen sind durch

{qi} = (1
2
, 0, 0, 0, 0, 1

2
)

1Das ist ganz immer Sinne von Karl Popper's Forderung, dass Theorien falsi�zierbar
sein müssen.

153



erfüllt. Damit legen wir uns allerdings maximal fest, da nun de�nitiv immer
eine Eins oder eine Sechs erscheinen sollte und niemals die anderen Seiten
des Würfels. Das erscheint unsinnig, da auch die Wahrscheinlichkeiten

{qi} = (1
6
, 1

6
, 1

6
, 1

6
, 1

6
, 1

6
)

mit den Nebenbedingungen verträglich sind. In diesem Fall würden wir si-
cherlich diese Wahl im Sinne des Laplaceschen �principle of indi�erence� vor-
ziehen. Mit dieser Wahl legen wir uns am wenigsten fest. Das bedeutet auch,
dass der Informationsgehalt der Wahrscheinlichkeitsverteilung
minimal ist. Um Nebenbedingungen berücksichtigen zu können, die nicht mit
der Gleichverteilung verträglich sind, benötigen wir ein Maÿ für die Informa-
tion. Wir werden dann diejenige Wahrscheinlichkeitsverteilung {qi} wählen,
die unter Berücksichtigung der Nebenbedingungen das Informationsmaÿ mi-
nimiert.

12.1 Shannon-Entropie: Informationsgehalt bei

binären Fragen

Wieviele Fragen benötigt man, um einen Gegenstand aus N = 2L möglichen
zu identi�zieren2? Die Überlegungen hier haben motivierenden Charakter.
Von daher ist die Einschränkung auf Zweierpotenzen unbedeutend.

• Nummerieren der Gegenstände durch 1, . . . , N .

• n sei die Nummer der gesuchten Gegenstandes.

• optimale Strategie, wenn alle Möglichkeiten gleich-wahrscheinlich sind:

� De�niere die Menge M = {1, . . . , N}.
a) Wenn |M| = 1 ⇒ es gibt nur eine Möglichkeit ⇒ fertig!

b) Teile die beiden Mengen in (annähernd) gleich groÿen Teilmengen
M1 = {1, . . . , N

2
} und M2 = {N

2
+ 1, . . . , N}

c) Frage ob der gesuchte Gegenstand in der ersten Teilmenge ist.
wenn ja: M = M1;
wenn nein: M = M2.
gehe zu (a).

2Ableitung nach R.T.Cox: �The algebra of probable inference�, Johns Hopkins
univ. press, 1961
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� Man benötigt maximal L = log2 N Fragen3.

Alternative Begründung: Wähle binäre Darstellung von

N =
L∑

i=0

2i Ni Ni ∈ {0, 1} .

Die n-te Frage lautet, ist Nn = 1? Somit benötigt man ebenfalls L = log2 N
Fragen. Damit kann log2 N im Fall von N gleich wahrscheinlichen Ereignissen
als Maÿ für die Ungewissheit interpretieren.
Wir verallgemeinern nun diese Überlegungen auf Ereignisse mit unterschied-
lichen Wahrscheinlichkeiten. Es gilt wieder, einen von N Gegenständen zu
erraten. Die Gegenstände sind nun zu Gruppen zusammengefasst.
Beispiel: Es gebe N Lotterielose, die auf m Eimer verteilt sind. In jedem
Eimer be�nden sich N

m
Lose. Sowohl N als auch m soll eine Zweierpotenz

sein.
Wir könnten zunächst erfragen, in welchem Eimer sich der Gewinn be�ndet.
Dazu benötigen wir L1 = log2 m Fragen. Anschlieÿend eruieren wir, welches
Los in diesem Eimer der Gewinn ist, dazu benötigen wir zusätzlich L2 =
log2

N
m
Fragen.

Die Gesamtzahl ist somit

L1 + L2 = log2 m + log2

N

m
= log2 N .

Das entspricht der Zahl, die wir ohne Unterteilung auch erhalten hätten.
Diese Additivität werden wir auch im allgemeinen Fall fordern, wenn die
Ereignisse nicht mehr alle gleich wahrscheinlich sind.
Wir de�nieren nun als Maÿ der Ungewissheit gerade die Anzahl der Binär-
Fragen, die nötig ist, um die spezielle Aufgabenstellung Q bei einem gegebe-
nen Bedingungskomplex B zu lösen.

U(Q|B) : Ungewiÿheit bzgl. Q gegeben B .

Beispiel:

• B : Es gebe N sich gegenseitig ausschlieÿende Propositionen

• Q : Welche Proposition ist wahr?

3Um Komplikationen zu vermeiden betrachten wir nur Zahlen die Zweierpotenzen sind.
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Wir betrachten nun den Fall, dass die einzelnen Propositionen nicht gleich-
wahrscheinlich sind.
Wir wollen das an einem Beispiel diskutieren. Es gebe m Eimer mit Lotterie-
losen, in denen sich insgesamt N Lose be�nden. Der Hauptgewinn ist durch
Binär-Fragen zu ermitteln. Im Gegensatz zu vorher enthalten die Eimer un-
terschiedlich viele Lose. Im Eimer i seien ni Lose (Zweierpotenz!). Es gilt
natürlich

m∑
i=1

ni = N .

Die verwendeten Abkürzungen sind

• B : beschreibt diese Situation.

• Ai : der Gewinn be�ndet sich im Eimer i.

• Q1 : Welches Los enthält den Gewinn?

Es gilt

U(Q1|B) = log2 N

U(Q1|Ai,B) = log2 ni .

Bei der optimalen Strategie benötigt man im ungünstigsten Fall log2 N Binär-
Fragen. Es gibt keine Strategie, die diese worst-case Situation unterbietet.
Angenommen, wir wollen zunächst den Eimer ermitteln, in dem sich das
richtige Los be�ndet und anschlieÿend das Los. Der Gewinn soll sich im
Eimer j be�nden. Wir führen hierzu ein

• Q2 : Welcher Eimer enthält das richtige Los?

• C : Zuerst muss Q2 beantwortet werden.

Da die Eimer nun unterschiedlich viele Lose enthalten, ändert sich bei dieser
Vorgehensweise die Zahl der Binär-Fragen.

U(Q1|C, Aj,B) = U(Q2|B) + U(Q1|Aj,B) .

Aj gibt an, in welchem Eimer sich der Gewinn be�ndet.
Beispiel: Die Anzahl der Eimer sei m = 8. Die Zahl der Lose in den Eimern
sei

{ni} = (2, 2, 2, 2, 2, 2, 4, 16) .

Insgesamt gibt es N = 32 Lose. Somit ist

U(Q1|B) = log2 32 = 5 .
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Für U(Q1|C,B) erhalten wir

U(Q1|C, Aj,B) = U(Q2|B)+U(Q1|Aj,B) = log2 8+log2 nj = 3+log2 nj .

Wenn der Gewinn in den Eimern 1-6 ist (j ∈ {1, . . . , 6} ), dann gilt

U(Q1|C, Aj,B) = 3 + log2 2 = 3 + 1 = 4 ,

für j = 7 gilt
U(Q1|C, Aj,B) = 3 + log2 4 = 3 + 2 = 5

und für j = 8 haben wir

U(Q1|C, Aj,B) = 3 + log2 16 = 3 + 4 = 7 .

Im ungünstigsten Fall j = 8 benötigt man also 7 statt wie vorher 5 Fragen.
Das bedeutet, die Additivität gilt nur bei Vorgabe von j. Allgemein gilt aber

U(Q1|C,B) 6= U(Q2|B) + U(Q1|B) .

Stattdessen fordern wir diese Additivität im Mittel.

〈U(Q1|C,B)〉 = U(Q2|B) +
m∑

j=1

P (Aj|B) U(Q1|Aj,B) .

Der erste Summand liefert die Zahl der Binär-Fragen, die nötig sind, den
richtigen Eimer herauszu�nden. Der zweite Summand liefert die mittlere Zahl
der Fragen, um dann noch das richtige Los zu �nden. Gemittelt wird über
die möglichen Eimer, in denen sich der Gewinn be�nden kann.
Es gibt andererseits keine bessere Strategie4, als alle Lose zu nummerieren
und simultan zu bearbeiten. In diesem Fall ist die Ungewissheit U(Q1|B).
Damit gilt also

〈U(Q1|C,B)〉 ≥ U(Q1|B) ⇒

U(Q2|B) +
m∑

j=1

P (Aj|B) U(Q1|Aj,B) ≥ U(Q1|B) ⇒

U(Q2|B) ≥ U(Q1|B)−
m∑

j=1

P (Aj|B) U(Q1|Aj,B) .

4Wir hatten im Beispiel bereits gesehen, dass im Einzelfall, die Zahl der Fragen auf 7
ansteigt
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Daraus folgt

U(Q2|B) ≥ log2 N −
m∑

j=1

P (Aj|B) log2 nj

≥
m∑

j=1

P (Aj|B) log2 N −
m∑

j=1

P (Aj|B) log2 nj

≥ −
m∑

j=1

P (Aj|B) log2

nj

N
.

Nun ist aber die Wahrscheinlichkeit, dass sich der Hauptgewinn im Eimer j
be�ndet, P (Aj|B) =

nj

N
=: pj, da alle Lose gleich-wahrscheinlich sind. Das

liefert die Ungleichung

U(Q2|B) ≥ −
m∑

j=1

pj log2(pj) .

Wegen log2 x = ln x
ln 2

steht somit auf der rechten Seite ein Ausdruck der pro-
portional ist zur

Shannon-Entropie

S({pi}) = −
m∑

i=1

pi ln(pi) . (12.1)

Die Shannon-Entropie ist also ein Maÿ für die Ungewissheit. Man bezeichnet
S auch als Informationsgehalt.

12.2 Eigenschaften der Shannon-Entropie

Da 0 ≤ pj ≤ 1 gilt für jeden Summanden pj ln(pj) ≤ 0. Daraus folgt

S ≥ 0 .
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Wir untersuchen für welche {pj} die Entropie (das Maÿ an Unsicherheit)
unter der Nebenbedingung

∑
j pj = 1 maximal ist

∂

∂pi

(
S − λ

m∑
j=1

pj

)
= − ln(pi)− 1− λ

!
= 0 ⇒

pi =
1

m
.

Die zweite Ableitung liefert

∂2

∂p2
i

S = − 1

pi

< 0 .

Es handelt sich also in der Tat um das Maximum. Die Maximum-Entropie-
Lösung (ME) ist also für den Fall, dass nur die Normierungsbedingung vor-
liegt,

pME
i =

1

m
.

Somit hat die Entropie tatsächlich die gewünschte Eigenschaft, die wir im
Würfel-Beispiel gefordert hatten. Der Wert der Entropie der Maxent-Lösung
ist

SMax = −
m∑

j=1

1

m
ln(

1

m
) = ln(m) .

Wenn als weitere Nebenbedingung der Mittelwert

µ1 =
m∑

j=1

j pj

vorgegeben ist, so erhalten wir die Maxent-Lösung aus

∂

∂pl

(
S + λ0

m∑
j=1

pj + λ1

m∑
j=1

j pj

)
= − ln(pl)− 1 + λ0 + λ1l ⇒

pl = e1+λ0+λ1l

pl =
1

Z
ql .
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Wir haben neue Lagrange-Parameter Z und q eingeführt, die über die beiden
Nebenbedingungen bestimmt werden müssen. Die Normierung liefert

Z =
m∑

i=1

qi = q
1− qm

1− q
.

Das erste Moment ist

µ1 =

∑m
i=1 i qi

Z
=

q d
dq

∑m
i=1 qi

Z
= q

d

dq
ln(Z)

= q
d

dq
(ln(q) + ln(1− qm)− ln(1− q))

=

(
1−m

qm

1− qm
+

q

1− q

)
.

Für q → 1 erhält man

µ1 =
m + 1

2
.

Das entspricht genau dem ersten Moment, wenn alle Wahrscheinlichkeiten
gleich sind, also für

pi =
qi

Z
=

1

m
.

Die Werte q zu gegebenem µ1 müssen numerisch, z.B. mit dem Newton-
Verfahren, ermittelt werden. Für einen Würfel (L = 6) und den Mittelwerten
µ1 = {1.5, 2.5, 3.5, 4.5, 5.5} sind die ME-Lösungen der Wahrscheinlichkeiten
Pj in Abbildung 12.1 dargestellt. Man erkennt das exponentielle Verhalten

1 2 3 4 5 6
0

0.2

0.4

0.6

0.8

1

1.5

2.5

3.5

4.5
5.5

µ
1

j

P
j

Abbildung 12.1:Maxent-Lösungen der Wahrscheinlichkeiten Pj eines Würfels
zu vorgegebenem Mittelwert µ1.

zu einem der beiden Ränder hin, sowie die �ache Verteilung für µ1 = 3.5.
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12.3 Eigenschaften der Entropie

S = −
N∑

j=1

Pj ln(Pj) .

• Invariant gegen Permutation der Indizes.
Das war ja auch gewollt, da ohne Nebenbedingungen kein Index aus-
gezeichnet sein soll.

• Es besteht zwischen den Wahrscheinlichkeiten Pi und Pj keine Korre-
lation. Die Hesse-Matrix ist diagonal.

• −p ln(p) ist eine stetige Funktion im Intervall 0 ≤ p ≤ 1

0 0.2 0.4 0.6 0.8 1
0

0.1

0.2

0.3
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0.5
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−
p 

ln
(p

)

Abbildung 12.2: Summand zur Shannon-Entropie

• S ≥ 0, da alle Summanden nicht negativ sind.

• S = 0 ⇔ Pj = δjj0 Entspricht Gewissheit.

• S mit der Normierungsbedingung ist maximal für Pj = 1
N

• S ist unabhängig von unmöglichen Propositionen Pj = 0.

• S ist konvex
∂2S

∂Pj∂Pj

= −δij
1

Pi

.

Das heiÿt es gibt nur ein Maximum.
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12.4 MaxentPrinzip

E.T.Jaynes schlug 19635 vor, Prior-Wahrscheinlichkeiten bei gegebenen über-
prüfbaren Informationen durch Maximieren der Entropie unter Berücksichti-
gung der Nebenbedingungen zu bestimmen. 1984 gelang es Shore und John-
son6 aus Konsistenz-Überlegungen sowohl das Entropie-Funktional als auch
das Maxent-Prinzip herzuleiten.
Wir werden uns hier nur mit solchen Nebenbedingungen beschäftigen, die
sich in Gleichungen ausdrücken lassen. Es ist auch möglich, Ungleichungen
zu inkorporieren.
Wir betrachten überprüfbare Information in der Form von Gleichungen

ϕµ{Pj} = 0, µ = 1, . . . , L , (12.2)

wobei L die Zahl der Nebenbedingungen angibt. Neben diesen Bedingungen
ist in allen Fällen die Normierung∑N

j=1 Pj − 1 = 0 (12.3)

zu erfüllen. Das Maxent-Prinzip besagt, dass die Entropie unter Berücksichti-
gung der Nebenbedingungen zu maximieren ist. Die Nebenbedingungen kön-
nen am bequemsten über den Formalismus der Lagrange-Parameter berück-
sichtigt werden. Wir de�nieren die Lagrange-Funktion

L = −
∑

j

Pj ln(Pj) + λ0 (
∑

j

Pj − 1) +
∑

µ

λµϕµ{Pj} . (12.4)

Die Maxent-Lösung erhält man aus der Nullstelle der Ableitungen nach
Pj und die Nebenbedingungen aus den Ableitungen nach den Lagrange-
Parametern.

Ψi =
∂

∂Pi

L

=
∂

∂Pi

(
−
∑

j

Pj ln(Pj) + λ0 (
∑

j

Pj − 1) +
∑

µ

λµϕµ{Pj}

)

Ψi = − ln(Pi)− 1 + λ0 +
∑

µ

λµ
∂

∂Pi

ϕµ{Pj}
!
= 0 (12.5)

ln(Pi) = −1 + λ0 +
∑

µ

λµ
∂

∂Pi

ϕµ{Pj} .

5E.T. Jaynes, papers on prob., stat. and stat.phys., academic press (83)
6Shore and Johnson, IEEE trans.inf.theory,26,1,84
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Die Lösung lautet also allgemein

Maximum-Entropie-Lösung

Pi =
1

Z
e

∑
µ λµ

∂
∂Pi

ϕµ{Pj} (12.6a)

Z =
N∑

j=1

e
∑

µ λµ
∂

∂Pi
ϕµ{Pj} . (12.6b)

Die Normierung wurde bereits explizit über die �Zustandssumme� Z sicher-
gestellt. Die übrigen Lagrange-Parameter λν sind so zu bestimmen, dass die
Nebenbedingungen Gl. (12.2) erfüllt sind.
Von besonderer Bedeutung sind lineare Nebenbedingungen

ϕµ{Pj} =
N∑

j=1

Kµj Pj − κµ . (12.7)

Die in Gl. (12.6a) und Gl. (12.6b) benötigten Ableitungen lassen sich dann
leicht berechnen

∂

∂Pi

ϕµ{Pj} = Kµi (12.8)

und wir erhalten

Maximum-Entropie Lösung bei Linearen Nebenbedingungen

Pj =
1

Z
e

∑
µ λµKµj (12.9a)

Z =
N∑

j=1

e
∑

µ λµ Kµj . (12.9b)

In diesem Fall lassen sich die zusätzlichen Nebenbedingungen ebenfalls ele-
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gant formulieren

κµ =
N∑

j=1

Kµj Pj

=
1

Z

N∑
j=1

Kµj e
∑

µ λµ Kµj

=
∂

∂λµ

ln(Z) .

• Formale Ähnlichkeit zur stat. Mechanik

• erweiterbar auf (Nichtgleichgewichts)-Thermodynamik7

• weitere publizierte Anwendungen8:
Logistische Probleme, Volkswirtschaft, queuing theory, nichtlin. Spek-
tralanalyse, Mustererkennung, Bildverarbeitung, Tomographie, Flüs-
sigkeitsdynamik, Wachstumsdynamik, ...

Es stellt sich die Frage, ob es mehrere Lösung geben kann. Die Maxent-
Lösung folgt aus der Nullstelle von Ψi, der partiellen Ableitung der Lagrange-
Funktion nach Pi. Wir bestimmen die zweite partielle Ableitung der Lagrange-
Funktion, bzw. die partiellen Ableitung von Ψi Gl. (12.5) mit Gl. (12.8)

∂2L
∂Pi∂Pj

=
∂Ψi

∂Pj

=
∂2S

∂Pi∂Pj

= −δij
1

Pi

.

Die Lagrange-Funktion ist also global konvex und besitzt von daher nur ein
(globales) Maximum. Alternativ kann man auch sagen, Ψi hängt nur von Pi

ab und ist in dieser Variablen monoton fallend; also gibt es nur eine Nullstelle.
Wir wollen nun einige Beispiele diskutieren.

12.5 Maxwell-Boltzmann-Verteilung

Die einzige Nebenbedingung neben der Normierung sei

〈E〉 =
∑

j

Pj Ej . (12.10)

7W.T.Grandy, Foundations of stat.mech. I/II D.Reidel Publ., Kluwer (87)
8J.Kapur, Entropy Optimization Principle, academic Press (92)
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Das heiÿt, jedem Ereignis wird ein Kostenwert (Energie) zugeordnet und
als überprüfbare Information sind die mittleren Kosten bekannt. Das sind
genau die Voraussetzungen, die der Maxwell-Boltzmann-Verteilung in der
statistischen Mechanik zugrunde liegen. Die Gröÿe Kµj in Gl. (12.7) ist

Kµj = Ej, µ ≡ 1 .

Damit lautet die Maxent-Lösung nach Gl. (12.9a) und Gl. (12.9b)

Maxwell-Boltzmann-Verteilung

Pi =
1

Z
e−β Ei

Z =
∑

j

e−β Ej .

Der Lagrange-Parameter β folgt aus der Nebenbedingung

−∂ ln(Z)

∂β
!
= 〈E〉 .

Die Lösung ist, wie oben allgemein gezeigt, eindeutig. Es existiert jedoch nur
dann eine Lösung, wenn

Emin ≤ 〈E〉 ≤ Emax .

Andere Mittelwerte sind nicht mit dem Modell kompatibel.
Wenn man experimentell Abweichungen hiervon �ndet,

SMaxent > Sexp ,

dann heiÿt das, dass weitere Nebenbedingungen existieren.

Anwendungsbeispiel aus der Flüssigkeitsdynamik:

Pi sei das Verhältnis von Tropfen der Masse mi an der Gesamtmasse m, die
pro Zeiteinheit erzeugt werden, wenn Flüssigkeit mit einer Rate ṁ und einer
konstanten Tropfenrate ṅ aus einer Düse heraustritt. Die Nebenbedingung
(neben der Normierung) erhalten wir folgendermaÿen. Die Flüssigkeitsmasse
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∆m, die in der Zeiteinheit ∆t austritt, enthält ∆nj Tropfen der Masse mj

und beträgt demnach ∑
j

∆nj mj = ∆m .

Die Teilchenzahl ∆nj erhalten wir aus der gesamten Teilchenzahl ∆n, die
pro Zeiteinheit austritt, über die Beziehung

∆nj = ∆n Pj .

Damit haben wir ∑
j

Pj mj ∆n = ∆m .

Division durch ∆t liefert schlieÿlich

ṅ
∑

j

Pj mj = ṁ .

Die Maxent-Lösung lautet dann

Pi =
1

Z
e−λṅmi

12.6 Bose-Einstein-Verteilung

Wir nehmen nun an, dass wir nicht genau wissen, wieviele Teilchen sich
in einem betrachteten Volumen be�nden. Als überprüfbare Information sei
weiterhin die mittlere Energie bekannt. Hinzukommt als Nebenbedingung die
mittlere Teilchenzahl.
Pin sei die Wahrscheinlichkeit, n Teichen im Zustand i mit der Energie Ei

anzutre�en.
Die Normierungs-Nebenbedingungen lauten

∞∑
n=0

Pin = 1 ∀i . (12.11)

Die mittlere Zahl (Besetzungszahl) an Teilchen im Zustand i ist

ni =
∑

n

n Pin . (12.12)

Die mittlere Teilchenzahl ist damit∑
j

∞∑
n=0

n Pjn = 〈N〉 . (12.13)
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Schlieÿlich lautet die letzte Nebenbedingung∑
j

Ej nj =
∑

j

Ej

∞∑
n=0

n Pjn = 〈E〉 . (12.14)

Die Entropie sieht nun leicht anders aus, da die Ereignisse durch ein Index-
Paar (in) gekennzeichnet sind

S = −
∑
jn

Pjn ln(Pjn) . (12.15)

Die Lagrange-Funktion lautet

L = S−
∑

j

λ0,j(
∑
m

Pjm−1)−λ1 (
∑
jm

m Pjm−〈N〉)−λ2 (
∑
jm

Ej m Pjm−〈E〉) .

Die Ableitung nach Pin liefert

∂L
∂Pin

= − ln Pin − 1− λ0,i − λ1 n− λ2 n Ei
!
= 0 ⇒

Pin =
1

Zi

e−n(λ1+λ2Ei) . (12.16)

Die Normierung Gl. (12.11) ergibt

Zi =
∞∑

n=0

e−n(λ1+λ2Ei) =
∞∑

n=1

(
e−(λ1+λ2Ei)

)n
=

1

1− e−(λ1+λ2Ei)
.

Daraus folgt
Pin =

(
1− e−(λ1+λ2Ei)

)
e−n (λ1+λ2Ei) . (12.17)

Daraus berechnen wir die Besetzungszahl

ni =
∞∑

n=0

n Pin

=
(
1− e−(λ1+λ2Ei)

) ∞∑
n=0

n e−n (λ1+λ2Ei)

= −
(
1− e−λ

) ∂

∂λ

∞∑
n=0

e−n λ

∣∣∣∣
λ=λ1+λ2Ei

= −
(
1− e−λ

) ∂

∂λ

1

1− e−λ

∣∣∣∣
λ=λ1+λ2Ei

=
(
1− e−λ

) e−λ

(1− e−λ)2

∣∣∣∣
λ=λ1+λ2Ei

=
1

eλ1+λ2Ei − 1
.
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Mit Symbolen für die Lagrange-Parameter, die in der statistischen Physik
üblich sind, erhalten wir

Besetzungszahlen der Bose-Einstein-Verteilung

ni =
1

eβ(Ei−µ) − 1
. (12.18)

Die Parameter β und µ folgen aus den Nebenbedingungen für 〈E〉 und 〈N〉.

Anwendung in der BWL

Es werden drei Produkte mit den Kosten (in beliebigen Einheiten)

Ki = {50, 7.5, 1}

hergestellt. Die Kosten entsprechen den Energien Ei. Pro Monat sei die mitt-
lere Zahl der Produkte

〈N〉 = 275

und die mittleren Kosten betragen

〈K〉 = 829 .

Wenn das die einzige Information ist, wie ist dann die mittlere Zahl der
einzelnen Produkte, d.h. die Besetzungszahl? Die Maxent-Lösung liefert

ni = {6, 40, 229} .

12.7 Fermi-Dirac-Verteilung

Der einzige Unterschied zu den Voraussetzungen der BE-Verteilung ist die
Bedingung, dass in jedem Zustand i nur 0 oder 1 Teilchen sein kann. Da
ansonsten alles gleich bleibt, erhalten wir dieselbe allgemeine Lösung wie in
Gl. (12.16). Die Normierung ist nun aber anders zu berechnen

Zi =
1∑

n=0

e−n(λ1+λ2Ei) = 1 + e−(λ1+λ2Ei) .

Pin =
1

1 + e−(λ1+λ2Ei)
e−n (λ1+λ2Ei) . (12.19)
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Die Besetzungszahl liefert

ni =

∑1
n=0 n e−n (λ1+λ2Ei)

1 + e−(λ1+λ2Ei)

=
e− (λ1+λ2Ei)

1 + e−(λ1+λ2Ei)

=
1

e(λ1+λ2Ei) + 1
.

Mit den in der statistischen Physik üblichen Symbolen liefert das

Besetzungszahlen der Fermi-Dirac-Verteilung

ni =
1

eβ(Ei−µ) + 1
. (12.20)

12.8 Vergleich mit Zufallsexperiment

Die Anwendung des Maxent-Prinzips ist nicht darauf angewiesen, dass die ge-
suchte Verteilung das Ergebnis eines Zufallsexperiments ist. Falls es aber ein
Zufallsexperiment gibt, sollte es eine enge Beziehung zum Maxent-Ergebnis
geben.

Maxent

Eine Zufalls-Variable x soll die Werte {ξ1, . . . , ξN} annehmen können. Die
überprüfbare Information für die Wahrscheinlichkeiten Pi, mit denen diese
Werte angenommen werden, möge der Einfachheit halber lineare Nebenbe-
dingungen liefern

κµ =
∑

i

Pi Kµ(ξi), µ = 1, . . . , L .

Die Wahrscheinlichkeitsverteilung, die diese Nebenbedingungen erfüllt, sonst
aber frei von weiteren Bedingungen ist, ist die Maxent-Verteilung.
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Zufallsexperiment

Die Werte von x werden in einem Zufallsexperiment ermittelt. Das Zufalls-
experiment liefere die Stichprobe

ζ1, . . . , ζM , mit ζl ∈ {ξ1, . . . , ξN} .

Die Nebenbedingung fordert

κµ =
1

M

M∑
l=1

Kµ(ζl), µ = 1, . . . , L .

Wir ermitteln die Häu�gkeit mi, mit der die einzelnen Werte ξi in der Stich-
probe vorkommen und sortieren die Summe nach den angenommenen Werten
ξi um

κµ =
1

M

N∑
i=1

mi Kµ(ξi) .

Die Nebenbedingungen lauten dann

N∑
i=1

mi = M

N∑
i=1

mi Kµ(ξi) = M κµ, µ = 1, . . . , L .

(12.21)

Wie wird die Häu�gkeitsverteilung mi aussehen, die in zukünftigen Zufallsex-
perimenten am häu�gsten vorkommen wird? Dazu müssen wir berücksichti-
gen, dass die Häu�gkeitsverteilung aus den Stichproben ζ1, . . . , ζM ermittelt
wird. Die Elemente der Stichprobe sollen aber unkorreliert sein, da nichts an-
deres bekannt ist. Das ist eine wichtige Annahme! Wenn etwas über die Kor-
relation bekannt ist, muss das berücksichtigt werden. Erlaubte Stichproben
sind solche, deren Häu�gkeitsverteilung die Nebenbedingungen Gl. (12.21)
erfüllt. Die Anzahl der Sequenzen ist durch den Multinomialkoe�zienten ge-
geben

N(m, M) =
M !∏
i mi

.

Unter allen Häu�gkeitsverteilungen m, die mit dem Vorwissen verträglich
sind, kommen diejenigen bei wiederholten Zufallsexperimenten am häu�gsten
vor, für die N(m, M) am gröÿten ist. Das bedeutet, dass die wahrscheinlichste
Häu�gkeitsverteilungen m aus der Variationsrechnung

max
m

ln (N(m, M)) & Nebenbedingungen . (12.22)
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Wenn
M, mi � 1 ,

dann kann die Stirling-Formel Gl. (4.5b) auf die Fakultäten angewandt wer-
den

ln(mi!) ' mi ln(mi)−mi + ln(
√

2π) .

Daraus ergibt sich

ln(N(m, M)) ' M ln(M)−M −
N∑

i=1

(mi ln(mi)−mi)

= M ln(M)−M −
N∑

i=1

mi ln(mi) +
N∑

i=1

mi︸ ︷︷ ︸
=M

= M ln(M)−
N∑

i=1

mi ln(mi)

=
N∑

i=1

mi ln(M)−
N∑

i=1

mi ln(mi)

= −M
N∑

i=1

mi

M
ln(

mi

M
)

= −M
N∑

i=1

P̃i ln(P̃i) . , M S

Damit entspricht die wahrscheinlichste Verteilung des Zufallsexperiments,
die über Gl. (12.22) ermittelt wird, genau der Maxent-Lösung. Es stellt sich
die Frage, wie relevant die wahrscheinlichste (Maxent) Lösung ist, bzw. wie
breit die Verteilung der m ist. Es wurde von E.T.Jaynes im sogenannten
Entropie-Konzentrationstheorem gezeigt, dass für groÿen Stichpro-
benumfang M die mit den Nebenbedingungen verträglichen Häu�gkeiten m
zuWerten x = 2M(Smax−S) führen, die einer χ2-Verteilung mit ν = N−L−1
Freiheitsgraden genügen. Das heiÿt, für M � N ist das Intervall, in dem mit
der Wahrscheinlichkeit α die Entropie-Werte liegen werden,[

Smax −
χ2

ν(α)

2M
, Smax

]
.

Nun ist χ2
ν(α) ∝ ν, das heiÿt das Entropie-Intervall geht mit zunehmendem

M gegen Null. Das bezeichnet man als Entropie-Konzentrationstheorem, da
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die Häu�gkeitsverteilungen m mit zunehmendem Stichprobenumfang Entro-
pie-Werte in der Nähe des Maximalwertes haben und somit der Maxent-
Verteilung entsprechen.
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Kapitel 13

Maxent bei kontinuierlichen

Variablen

Für den diskreten Fall ist die Entropie durch

SD = −
N∑

j=1

Pj ln(Pj)

gegeben. Die Variable i soll nun zu einer kontinuierlichen Gröÿe werden.
Hierbei geht Pj über in

P (∆xj) = p(xj) ∆xj .

Der Abstand ∆xj der Punkte xj geht mit N →∞ wie 1/N gegen Null. Wir
de�nieren hierzu

∆xj =
1

m(xj)

1

N
.

Die Bedeutung von m(xj) ist

m(xj) = lim
N→∞

1/N

∆xj

=
Zahl der Zustände in ∆xj

Intervall-Länge
, Maÿ .

Es gilt

∫
m(x) dx = lim

N→∞

N∑
j=1

m(xj) ∆xj = lim
N→∞

N∑
j=1

1

N
= 1 .
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Damit wird aus der Entropie

SD = −
N∑

j=1

∆xj p(xj) ln (p(xj) ∆xj)

= −
N∑

j=1

∆xj p(xj) ln

(
p(xj)

m(xj)N

)

= −
N∑

j=1

∆xj p(xj) ln

(
p(xj)

m(xj)

)
+ ln(N)

N∑
j=1

∆xj p(xj)︸ ︷︷ ︸
=1

.

Man de�niert die Entropie für kontinuierliche Freiheitsgrade als Grenzwert

SC := lim
N→∞

(SD − ln(N)) . (13.1)

Die Konstante hat keinen Ein�uss auf die Maxent-Lösung. Die Entropie ist
somit

Entropie für kontinuierliche Freiheitsgrade

SC = −
∫

p(x) ln

(
p(x)

m(x)

)
dx, m(x) : invariantes Maÿ

Nur mit der Normierungsbedingung ist die Maxent-Lösung, wie wir gleich
sehen werden, identisch zu m(x). Da keine weitere Information bzgl. p(x)
vorliegt, muss diese Lösung mit der uninformativen Prior-Verteilung über-
einstimmen. Deshalb nennt man sie invariantes Maÿ. Die Entropie wird
auch relative Entropie, Cross-Entropy und Kullback-Leibler-
Entropie bezeichnet. Sie hat die Bedeutung des Abstands

D(p : m)

im Raum der Wahrscheinlichkeitsdichten zwischen der Wahrscheinlichkeits-
dichte p(x) und dem �Aufpunkt� m(x). Hierfür gilt allerdings nicht die Drei-
ecksungleichung.
Wie im Fall diskrete Freiheitsgrade besteht die Maxent-Lösung darin, die
Entropie unter Berücksichtigung der Nebenbedingungen

ϕµ{p(x)} = 0, µ = 1, . . . , L ,
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zu maximieren. Dazu de�nieren wir wieder die Lagrange-Funktion

L = −
∫

p(x) ln

(
p(x)

m(x)

)
dx−λ0

(∫
p(x) dx− 1

)
−
∑

µ

λµϕµ{p(x)} .

(13.2)
Die Maxent-Lösung erhält man aus der Nullstelle der Funktionalsableitung

0 =
δ

δp(x)
L

=
δ

δp(x)

(
−
∫

p(x′) ln

(
p(x′)

m(x′)

)
dx′

− λ0

(∫
p(x′) dx′ − 1

)
−
∑

µ

λµϕµ{p(x)}

)

= − ln

(
p(x)

m(x)

)
− 1− λ0 −

∑
µ

λµ
δ

δp(x)
ϕµ{p(x)}

ln

(
p(x)

m(x)

)
= −1− λ0 −

∑
µ

λµ
δ

δp(x)
ϕµ{p(x)} .

Wir beschränken uns wieder auf lineare Nebenbedingungen

ϕµ{p(x)} =

∫
p(x) Kµ(x) dx− κµ, µ = 1, . . . , L

Die Funktionalableitung ist in diesem Fall

δ

δp(x)
ϕµ{p(x)} = Kµ(x) .

Die Maxent-Lösung lautet also allgemein

Maxent-Lösung bei Linearen Nebenbedingungen
für kontinuierliche Freiheitsgrade

p(x) =
1

Z
m(x) e−

∑
µ λµKµ(x) (13.3a)

Z =

∫
m(x) e−

∑
µ λµ Kµ(x) dx . (13.3b)
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Auch in in diesem Fall lassen sich die zusätzlichen Nebenbedingungen elegant
formulieren

κµ =

∫
Kµ(x) p(x)

=
1

Z

∫
m(x) Kµ(x) e−

∑
µ λµ Kµ(x)

= − ∂

∂λµ

ln(Z) .

Es seinen z.B. die unteren Momente der Wahrscheinlichkeitsdichte p(x) vor-
gegeben.

κµ = 〈xn〉 =

∫
xnρ(x)dx

-1,0 -0,5 0,0 0,5 1,0
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Abbildung 13.1: Maximum-Entropie Lösung des Momenten-Problems.
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Weitere einfache Beispiele sind

Barometrische Höhenformel

Gesucht sei die Wahrscheinlichkeit p(z), Teilchen der Masse m in der Höhe z
(mit z ∈ [0,∞)) im Schwerefeld der Erde anzutre�en. Neben der Normierung
sei die mittlere potentielle Energie bekannt

κ =
〈Ep〉
m g

=

∫
p(z) z dz =

1

β m g
.

Das die mittlere Energie kT = 1/β ist, folgt natürlich aus physikalischen
Überlegungen. Als invariantes Maÿ verwenden wir die �ache Verteilung und
erhalten als normierte Maxent-Lösung

p(z) =
1

Z
e−λ z

Z =
1

λ
.

Die Nebenbedingung verlangt

− d

dλ
ln(Z) =

d

dλ
ln(λ) = +

1

λ
!
= κ

⇒ λ =
1

κ
.

Damit haben wir das aus der statistischen Mechanik bekannte Ergebnis

Barometrische Höhenformel

p(z) = β m g e−β m g z . (13.4)

Gauÿ-Verteilung

Wir suchen die Wahrscheinlichkeitsdichte p(x), mit x ∈ (−∞,∞). Es seien
die unteren zwei Momente, Mittelwert µ und Varianz σ2 einer Verteilung
gegeben. Die Maxent-Lösung ist

p(x) =
1

Z
e−λ1 x−λ2 x2

.
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Das lässt sich immer quadratisch ergänzen und in die bereits korrekt nor-
mierte Form

p(x) =
1√

2 π a
e−

(x−b)2

2 a

bringen. Damit liegt bereits eine Normal-Verteilung vor, von der wir wissen,
dass der Mittelwert b und die Varianz a beträgt. Also ist die zu den ersten
zwei Momenten gehörige Maxent-Lösung die Normalverteilung mit diesen
Momenten.
Ein Spezialfall hiervon ist die Maxwellsche Geschwindigkeitsverteilung, bei
der die kinetische Energie der Teilchen, also das zweite Moment, bekannt ist.
Die Maxent-Ableitung liefert eine weitere Erklärung, warum die Gauÿ-Funk-
tion allgegenwärtig ist. Diese Erklärung setzt nicht voraus, anders als der
zentrale Grenzwertsatz, dass die Gröÿe x eine Summe i.u.nv. Zufallszahlen
ist und dass sehr viele Summanden beitragen. Die einzige Voraussetzung ist,
dass nur die unteren Momente bekannt oder überhaupt mit hinreichender
Genauigkeit bestimmbar sind.
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Teil IV

Parameterschätzen
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Kapitel 14

Parameter-Schätzen

14.1 Unverzerrte Schätzwerte

Es sei ein Datenanalyse-Problem gegeben, das von Parametern a ∈ RNp

abhängt. Es werden Messwerte (Stichprobe) y = {y1, . . . , yN} ermittelt, die
dazu dienen sollen, die Parameter a zu bestimmen. Die zugrundeliegenden
Parameter de�nieren die Wahrscheinlichkeitsdichte der Stichprobe, das heiÿt
der Likelihood-Funktion

p(y|a) .

Ein Beispiel stellen additive Gauÿsche Fehler dar

p(y|a) = (2πσ2)−
N
2 e

− 1
2

∑
i

(yi−fi(a))2

σ2
i . (14.1)

Hierbei ist fi(a) = f(si, a) das theoretische Modell, das von Steuergröÿen si

und den zu bestimmenden Parametern a abhängt. Betrachten wir z.B. eine
gedämpfte Schwingung, die zur Zeit t die Auslenkung

f(t|A0, ω, λ, ϕ) = A(t) = A0 cos(ω t + ϕ) e−λt

aufweist. Zu verschiedenen Zeiten ti wird die Amplitude experimentell be-
stimmt. Der Messwert zur Zeit ti sei yi. In diesem Beispiel sind die Steuer-
gröÿen die Zeiten ti und die unbekannten Parameter sind a = {A0, ω, λ, ϕ}.
Die Funktion f(s, a) entspricht der Auslenkung A(t). Die Messwerte streuen
gemäÿ einer Gauÿ-Verteilung mit einer Standardabweichung σ um die theore-
tischen Werte. Aus der Stichprobe sollen nun die vier unbekannten Parameter
bestimmt werden.
Der Einfachheit halber betrachten wir zunächst nur Probleme mit einem
unbekannten Parameter a. Im Rahmen der orthodoxen Statistik sucht man
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ein Funktional â(y), das einen Schätzwert für den Parameter bei gegebe-
ner Stichprobe liefert. Von besonderer Bedeutung sind solche Funktionale
die unverzerrte Schätzwerte (unbiased estimator) liefern. Als un-
verzerrt werden solche Schätzwerte bezeichnet, die bei ein und demselben
Problem, d.h. auch bei denselben Parameterwerten, gemittelt über alle denk-
baren Stichproben den exakten Wert liefern. Das heiÿt

〈â(y)〉 =

∫
dNy â(y) p(y|a)

!
= a . (14.2)

14.2 Maximum-Likelihood Schätzwert

Unter dem Maximum-Likelihood (ML) Schätzwert versteht man die Lösung
der Maximierungsaufgabe

max
a

p(y|a)

oder äquivalent
∂ ln(p(y|a))

∂ai

∣∣∣∣
a=âML

= 0 .

14.2.1 Beispiel: univariate Normal-Verteilung

Als Beispiel betrachten wir die einfachste Variante des obigen Problems

p(y|a) = (2πσ2)−
N
2 e−

1
2σ2

∑
i(yi−a)2 ,

bei der die Messungen direkt den gesuchten Parameter liefert, z.B. Längen-
messung. Die Log-Likelihood lautet

ln(p(y|a)) = C − 1

2σ2

∑
i

(yi − a)2 .

Die Nullstelle der Ableitung nach a liefert

âML = 〈y〉 .

In diesem Fall stimmt der ML-Schätzwert mit dem arithmetischen Mittel
überein. Wir wissen bereits, dass dieser Schätzwert unverzerrt ist.
Die ML-Lösung soll noch an einem weiteren Beispiel illustriert werden.
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14.2.2 Cauchy-Verteilung

Gegeben sei eine Stichprobe {x1, . . . , xL} der Cauchy-Verteilung mit der
Wahrscheinlichkeitsdichte

pC(x|a, b) =
1

π

b

(x− a)2 + b2
.

Die Log-Likelihood lautet, da die Elemente der Stichprobe unabhängig sind,

ln(p(x1, . . . , xL|a, b,B) =
L∑

i=1

ln

(
1

π

b

(xi − a)2 + b2

)

= C + L ln(b)−
L∑

i=1

ln
(
(xi − a)2 + b2

)
.

Die Ableitung nach b ergibt

∂

∂b
ln(p(x1, . . . , xL|a, b,B)) =

L

b
− b

L∑
i=1

2

(xi − a)2 + b2

!
= 0

⇒

b2 =

(
1

L

L∑
i=1

2

(xi − a)2 + b2

)−1

.

Die Ableitung nach a liefert

∂

∂a
ln(p(x1, . . . , xL|a, b,B)) = 2

L∑
i=1

xi − a

(xi − a)2 + b2

!
= 0 .

Damit haben wir als ML-Lösung

a =

1
L

∑L
i=1

xi

(xi−a)2+b2

1
L

∑L
i=1

1
(xi−a)2+b2

b2 =
1

2
L

∑L
i=1

1
(xi−a)2+b2

.

ein gekoppeltes System transzendenter Gleichungen vor.
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14.2.3 Bernoulli-Problem

Wir betrachten noch einmal das binäre Bernoulli-Problem mit gelben und
roten Kugeln. Es werde eine Stichprobe vom Umfang N mit Zurücklegen
gezogen. Davon seien ng Kugeln gelb. Wir wollen hieraus den Wert des Ver-
hältnisses q = ng/Np der Population abschätzen. Die Likelihood-Funktion ist
in diesem Fall

P (ng|q, N,B) =

(
N

ng

)
qng (1− q)N−ng .

Die ML-Lösung erhalten wir aus Nullstelle der Ableitung des Logarithmus

d

dq

(
ng ln(q) + (N − ng) ln(1− q)

)
=

ng

q
− N − ng

1− q
(14.3)

!
= 0

⇒ qML =
ng

N
. (14.4)

Wir wollen noch untersuchen, ob es sich um einen unverzerrten Schätzwert
handelt. Dazu benötigen wir die Schätzwert-Verteilung

p(qML|N, q,B) =
N∑

k=0

p(qML|k, q, N,B) P (k|q, N,B)

=
N∑

k=0

δ(qML − k
N

) P (k|q, N,B)

Die Momente dieser Verteilung sind

〈qν
ML〉 =

1∫
0

qν
ML p(qML|q, N,B) dqML

=

1∫
0

N∑
k=0

qν
ML δ(qML − k

N
) P (k|q, N,B) dqML

=
1

N ν

N∑
k=0

kν P (k|q, N,B) =
〈kν〉
N ν

.

Daraus ergibt sich

〈qML〉 =
〈k〉
N

var(qML) =
var(k)

N2
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und mit dem Mittelwert und der Varianz der Binomial-Verteilung erhalten
wir schlieÿlich

Lösung des Bernoulli-Problems

〈qML〉 =
N q

N
= q (14.5)

var(qML) =
N q (1− q)

N2
=

q (1− q)

N
(14.6)

Der Schätzwert ist in der Tat unverzerrt und hat eine Varianz q(1− q)/N ,
die mit zunehmendem Stichprobenumfang abnimmt.

14.2.4 Least-Squares-Fit

Wir betrachten den sehr häu�g vorliegenden Fall unabhängiger, normal-
verteilter, additiver Fehler, mit der in Gl. (14.1) angegebenen Likelihood-
Funktion. Maximieren der Log-Likelihood ist äquivalent zum Minimieren der
gewichteten mittleren quadratischen Abweichung

Least-Squares-Fit

min
a

∑
i

(yi − f(si, a))2

σ2
i

. (14.7)

Der einfachste Spezialfall liegt vor, wenn σ2
i = σ2.

Wir wollen nun noch korrelierte Fehler betrachten. Der Logarithmus der mul-
tivariaten Normalverteilung mit Kovarianz-Matrix C lässt sich wie folgt um-
formen

log(L) = −1

2
(y − f(a))T C−1 (y − f(a))

= −1

2

(
C− 1

2 (y − f(a))
)T (

C− 1
2 (y − f(a))

)
= −1

2

∣∣∣ỹ − f̃(a)
∣∣∣2 .

Es wurde ausgenutzt, dass die Kovarianz-Matrix symmetrisch ist. Die Trans-
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formation mit C−1
2 bewirkt, dass in dieser Darstellung die Fehler der Daten

unkorreliert sind und alle die Varianz Eins besitzen.

Transformierte multivariate Normalverteilung

p(d|C, a,B) = (2π)−
N
2 |C|−

1
2 e−

1
2 |ỹ−f̃(a)|2

mit

ỹ = C− 1
2 y

f̃(a) = C− 1
2 f(a) .

(14.8)

Das bedeutet, dass auch in diesem allgemeinen Fall wieder ein least-squares-
�t durchzuführen ist

Least-Squares-Fit mit korrelierten Fehlern

min
a

∑
i

(
ỹi − f̃i(a)

)2

. (14.9)
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14.3 Parameter-Schätzen im Rahmen derWahr-

scheinlichkeitstheorie

Die Wahrscheinlichkeitstheorie erlaubt es, aus Stichproben Parameter des zu-
grundeliegenden (physikalischen) Problems zu eruieren. Die Vorgehensweise
ist straight-forward. Gegeben ist die tatsächlich vorliegende Stichprobe1 y.
Daraus ermittelt man die Wahrscheinlichkeitsdichte für die gesuchten Para-
meter

p(a|y,B) .

Das Bayessche Theorem liefert hierfür

p(a|y,B) =
p(y|a,B) p(a|B)

p(y|B)
∝ p(y|a,B) p(a|B) .

Es hängt nun von den Anforderungen an das Ergebnis ab, wie man aus dieser
Wahrscheinlichkeitsdichte einen einzigen Wert für die Parameter a auswählt.
Eine Möglichkeit ist die sogenannte Mode, das ist das Maximum der a-
posteriori Verteilung p(a|y,B). Wenn der Prior-Anteil vernachlässigbar ist,
weil z.B. keine detailliertes Vorwissen vorliegt, oder die Zahl der Daten sehr
groÿ ist, ist diese Lösung identisch mit der ML-Lösung. Neben der Mode gibt
es weitere Möglichkeiten, die Wahrscheinlichkeitsdichte zu charakterisieren.
Es muss zunächst eine Kostenfunktion de�niert werden. Diese Funktion hängt
vom jeweiligen Problem ab.

K =

∫
dNpa K(a, â) p(a|y,B) .

In der Regel verwendet man Kostenfunktionen K(a − â), die nur von der
Abweichung a− â abhängen. Gängige Kostenfunktionen

• Quadratische Kosten K(a− â) =
∑

i (ai − âi)
2

Die quadratische Kostenfunktion �bestraft� groÿe Abweichungen stär-
ker als kleine bis mittlere Abweichungen. Der daraus resultierende
Schätzwert wird somit zu groÿe Abweichungen zu vermeiden.

• Absolute Kosten K(a− â) =
∑

i |ai − âi|
Es kann Situationen geben, in denen groÿe Abweichungen nicht so viel
negativer zu bewerten sind als kleine oder mittlere. In diesem Fall wird
man eine absolute Kostenfunktion verwenden.

1Man geht hierbei nicht von �ktiven Stichproben-Replika aus.
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• Die stufenförmige Kosten-Funktion kommt zum Einsatz, wenn Abwei-
chungen innerhalb einer kleinen Toleranz akzeptabel sind und anson-
sten das Ergebnis unbrauchbar wird. Z.B. bei der Herstellung von Ge-
räten. Innerhalb der Toleranz können die Geräte verkauft werden, an-
sonsten müssen sie neu produziert werden, und es fallen hierbei feste
Kosten an.

K(a− â) = −
∏

i

Θ
(
|ai − âi| ≤ ε

)

Der beste Schätzwert ist nun der, der die zu erwartenden Kosten minimiert.
Wir verlangen deshalb, dass die Ableitungen nach âi verschwinden.

a) Quadratische Kosten

Das führt im Fall der quadratischen Kosten zur Bedingung

∂

∂âi

K = 2

∫
(ai − âi) p(a|y,B) dNpa

= 2

(∫
ai p(a|y,B) dNpa− âi

)
!
= 0

⇒

âi =

∫
ai p(a|y,B) dNpa = 〈ai〉y

âi = âPM,i

Bei quadratischen Kosten ist das arithmetische Mittel der Posterior-Verteilung
(Posterior Mittelwert (PM)) der beste Schätzwert.

b) Absolute Kosten
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∂

∂âi

K =

∫ ∑
j

∂

∂âi

|âj − aj| p(a|y,B) dNpa

=

∫
sgn(âi − ai) p(a|y,B) dNpa

=

âi∫
−∞

dai

∫ ∏
j 6=i

daj p(a|y,B)︸ ︷︷ ︸
=:p(ai|y,B)

−
∞∫

âi

dai

∫ ∏
j 6=i

daj p(a|y,B)︸ ︷︷ ︸
=:p(ai|y,B)

!
= 0

⇒
âi∫

−∞

p(ai|y,B) dai =

∞∫
âi

p(ai|y,B) dai

âi = âMED,i

Bei absoluten Kosten ist der Median der beste Schätzwert.

c) Kastenförmige Kostenfunktion

In der folgenden Ableitung wird angenommen, dass die Intervalllänge ε klein
ist.
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∂

∂âi

K = − ∂

∂âi

∫ (∏
i

θ(|â− a| ≥ ε)

)
p(a|y,B) dNpa

= − ∂

∂âi

âi+ε∫
âi−ε

dai

∏
j 6=i

âj+ε∫
âj−ε

daj

 p(a|y,B)

︸ ︷︷ ︸
=(2ε)Np−1p(ai,âj 6=i|y,B)

= −(2ε)Np−1 ∂

∂âi

(
F (âi + ε|y,B)− F (âi − ε|y,B)

)
= −(2ε)Np−1

(
p(âi + ε, âj 6=i|y,B)− p(âi − ε, âj 6=i|y,B)

)
= −(2ε)Np

∂

∂ai

p(a|y,B)

∣∣∣∣
a=â

!
= 0

⇒
â = âMAP

In diesem Fall erhalten wir die maximale a-posteriori Lösung (MAP).
Wir wollen diesen Fall noch etwas genauer untersuchen. Die Posterior-Wahr-
scheinlichkeit ist das Produkt aus Likelihood-Funktion und Prior-Wahrschein-
lichkeit. Im Fall eines �achen Priors ist die MAP-Lösung somit gleichbedeu-
tend mit der ML-Lösung. Das gibt der ML-Lösungen somit eine alternative
Bedeutung.

14.3.1 Vertrauensintervall

Im Rahmen der Bayesschen Wahrscheinlichkeitstheorie ist das Vertrauens-
intervall eines Parameters ai durch die Standardabweichung der Posterior-
Wahrscheinlichkeit ∫

(∆ai)
2 p(a|d,B) dNpa

gegeben.

14.4 Lineare Regression

Viele Anwendungen sind von Hause aus linear in den Parametern oder können
im interessierenden Bereich linearisiert werden. Das Modell lautet in diesem
Fall

y =
∑

i

xi ai , (14.10)
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wobei die xi Funktionen der experimentellen Steuergröÿen und eventuell zu-
sätzlicher Parameter sind. Zum Beispiel

y = a0 + a1 x + a2 x2 .

Das Experiment werde nun für L unterschiedliche Sätze von Steuergröÿen
{xνi} wiederholt, wobei der Index ν = 1, . . . , L die Experimente durchnum-
meriert

yν =
N∑

n=1

xνn an .

Man kann diesen Ausdruck auch als die Entwicklung eines Vektors y nach
Basisvektoren au�assen, wobei xνn die n-te Komponente des ν-ten Basisvek-
tors ist. Die an sind die Entwicklungskoe�zienten. Das lässt sich kompakt in
Vektor-Notation schreiben

y = X a .

Hierbei ist y ∈ RL der Vektor der experimentellen Ergebnisse, a ∈ RN der
Vektor der Entwicklungsparameter und X die (L×N)-Matrix mit den Ele-
menten xνn, die von den unterschiedlichen Steuergröÿen und zusätzlichen
vorgegebenen Parametern in bekannter Weise abhängen. Wir gehen davon
aus, dass das Modell stimmt. Allerdings sind experimentelle Daten i.d.R.
fehlerbehaftet, so dass die gemessenen Gröÿen y von den Vorhersagen des
Modells abweichen werden. Wir machen folgende Annahmen

• Lineares Modell mit additiven Fehlern

d = Xa + η .

• die Fehler ην der einzelnen Experimente sind unabhängig vomMesswert
dν

• Die Zufalls-Variablen ην sind multivariat normalverteilt mit der Kovari-
anz-Matrix C. Die Mittelwert seien alle Null. Wenn wir wissen, dass ein
Mittelwert nicht Null ist, heiÿt das, dass das Experiment systematische
Fehler produziert und es wäre sinnvoll diese zunächst zu eliminieren,
bzw. wenn der Bias bekannt ist, ihn von den Daten abzuziehen.

Diese Annahmen de�nieren das lineare Regressionsmodell2 mit der
Likelihood gemäÿ Gl. (14.8)

2Häu�g �ndet man die De�nition für den Spezialfall i.u.nv. Fehler.
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Lineares Regressionsmodell

p(d|a, N, L,X, σ,B) = (2π)−
L
2 |C|−

1
2 e−

1
2 |d̃−X̃a|2

mit

d̃ = C− 1
2 d

X̃ = C− 1
2 X .

(14.11)

Die ML-Lösung bzw. bei konstantem Prior die MAP-Lösung erhalten wir
durch Minimieren der Fehlanpassung

χ2 :=
∣∣∣d̃− X̃a

∣∣∣2 =
∣∣∣d̃∣∣∣2 − 2aT X̃T d̃ + aT X̃T X̃a ,

d.h. an der Nullstelle des Gradienten

0 = ~∇χ2 =
(
−2X̃T d̃ + 2X̃T X̃a

)
.

Das lineare Regressionsmodell hat die Lösung

ML-Lösung des linearen Regressionsmodells

aML = (X̃T X̃)−1 X̃T d̃ . (14.12)

Voraussetzung ist, dass von der Matrix

H = X̃T X̃

das Inverse existiert. Aus den ML-Parametern folgen die Modell-Werte

yML = X̃aML .

Man kann die multivariate Normal-Verteilung Gl. (14.11) ausdrücken in

∆a = a− aML ,

in der die Log-Likelihood quadratisch ist, in der Form

p(d|a, N, L,X, σ,B) =
1

Z
e−

1
2

∆aT H∆a , (14.13)
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mit der

Hesse-Matrix

H = 1
2
∇∇T χ2 = X̃T X̃ . (14.14)

Im Rahmen der Bayessche Wahrscheinlichkeitstheorie gilt

p(a|d,N, L, X, σ,B) =
1

Z ′ p(d|a, N, L,X, σ,B) p(a|d,N, L, X, σ,B) .

Immer dann, wenn das Experiment wesentliche, neue Erkenntnisse über die
Parameter a liefert � davon sollte man bei einem guten Experiment eigentlich
ausgehen können � dominiert die Likelihood-Funktion die funktionelle Form
der Posterior-Verteilung und man kann einen �achen Prior annehmen. Unter
Berücksichtigung der Normierung der multivariaten Normalverteilung (Gl.
(7.28a)) erhalten wir dann

p(a|d,N, L, X, σ,B) = (2πσ2)−
L
2 |H|

1
2 e−

1
2

∆aT H∆a

Aus Gl. (7.28c) wissen wir, dass die Kovarianz der Parameter

〈∆an∆am〉 = H−1
m,n (14.15)

durch die Matrix-Elemente der inversen Hesse-Matrix gegeben sind. Diese
Matrix wird in der Regel nicht diagonal sein. Das bedeutet, dass die Feh-
ler korreliert sind. Das ist einleuchtend, wenn wir z.B. an einen Geraden-
Fit denken: Wenn hierbei, z.B. die Steigung verändert wird muss man auch
gleichzeitig den Achsen-Abschnitt verändern, um zur veränderten Steigung
den optimalen Fit an die Daten zu erhalten. Wir wollen zwei wichtige Spezi-
alfälle betrachten

14.4.1 Schätzen einer Konstanten

Das einfachste lineare Modell ist die Konstante

y = a .

Weiter wollen wir unkorrelierte Fehler mit individuellen Varianzen annehmen

Cij = δij σ2
i .
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Wir benötigen

C
− 1

2
ij = δij σ−1

i .

Die Matrix X hat die einfache Gestalt

X =


1
...
1
...
1


und weiter gilt

X̃ = C− 1
2 X =


1/σ1
...

1/σi
...

1/σL

 .

Die transformierten Daten sind

d̃ = C− 1
2 d =


d1/σ1
...

di/σi
...

dL/σL

 .

Die Hessematrix ist dann

H = X̃T X̃ =
L∑

i=1

1

σ2
i

def
= Σ−2 .

Schlieÿlich ist die ML-Lösung

aML = H−1X̃T d̃ = Σ2

L∑
i=1

di

σ2
i

.

Die Lösung des Konstanten-Problems lautet also
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ML-/MAP-Lösung der Konstanten

aML =

∑L
i=1

di

σ2
i∑L

i=1
1
σ2

i

=: 〈d〉σ

var(a) = 1/
L∑

i=1

1

σ2
i

.

(14.16)

Die ML-/MAP-Lösung ist also das mit den inversen Varianzen gewichtete
Mittel. Im Fall σi = σ geht das Ergebnis in das alt-vertraute Ergebnis aML =
d und var(a) = σ2/L über.

14.4.2 Schätzen der Parameter einer Geraden

Ein weiteres weit verbreitetes Problem ist die Bestimmung der Parameter
einer Geraden

y = a1 + x a2 .

Die zu untersuchenden Parameter sind der Achsen-Abschnitt a1 und die Stei-
gung a2. Wir setzen dieselbe Kovarianz-Matrix vom letzten Beispiel voraus.
Die Matrix X ist in diesem Fall

X =


1 x1
...

...
1 xi
...

...
1 xL

 .

Daraus ergibt sich

X̃ =


1/σ1 x1/σ1
...

...
1/σi xi/σi
...

...
1/σL xL/σL

 .
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Die Hesse-Matrix lautet nun

X̃T X̃ =

(
1/σ1 . . . 1/σi . . . 1/σl

x1/σ1 . . . xi/σi . . . xL/σL

)


1/σ1 x1/σ1
...

...
1/σi xi/σi
...

...
1/σL xL/σL

 =

(∑
1
σ2

i

∑
xi

σ2
i∑

xi

σ2
i

∑ x2
i

σ2
i

)

= Σ−2

(
1 〈x〉σ
〈x〉σ 〈x2〉σ

)
.

Die Determinante hiervon ist

|H| = Σ−4
(〈

x2
〉

σ
− 〈x〉2σ

)
= Σ−4

〈
(∆x)2

〉
σ

def
= Σ−4 Cxx .

Für das Inverse einer (2× 2) Matrix gilt

A−1 =

(
a11 a12

a21 a22

)−1

=
1

|A|

(
a22 −a12

−a21 a11

)
.

Für die ML-Lösung benötigen wir

X̃T d̃ =

(
1/σ1 . . . 1/σi . . . 1/σL

x1/σ1 . . . xi/σi . . . xL/σL

)


d1/σ1
...

di/σi
...

dL/σL

 = Σ−2

(
〈d〉σ
〈xd〉σ

)
.

Damit ist die ML-Lösung

aML =
Σ−2Σ−2

Σ−4 Cxx

(
〈x2〉σ −〈x〉σ
−〈x〉σ 1

) (
〈d〉σ
〈xd〉σ

)
.

=
1

Cxx

(
〈x2〉σ〈d〉σ − 〈x〉σ〈xd〉σ
〈xd〉σ − 〈x〉σ〈d〉σ

)
=

1

Cxx

(
(Cxx + 〈x〉2σ)〈d〉σ − 〈x〉σ(Cxd+〈x〉σ〈d〉σ)

Cxd

)
=

(
〈d〉σ − 〈x〉σ

Cxd

Cxx
Cxd

Cxx

)
. (14.17)

Das heiÿt
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Parameter des Geraden-Fits

a1 = 〈d〉σ − 〈x〉σ a2

a2 =
Cxd

Cxx

var(a1) = H−1
11 =

Σ2〈x2〉σ
Cxx

var(a2) = H−1
22 =

Σ2

Cxx

cov(a1, a2) = H−1
12 = −Σ2〈x〉σ

Cxx

.

(14.18)

14.4.3 Zahl der Datenpunkte innerhalb des Fehlerband

Wir wollen einmal überlegen, wieviele Datenpunkte mit ihrem Fehlerbalken
von einer Standardabweichung den Geraden�t berühren. In Gl. (4.16) hatten
wir gezeigt, dass bei normal-verteilten experimentellen Fehlern die Wahr-
scheinlichkeit, einen Datenpunkt innerhalb einer Standard-Abweichung zu
�nden

qsd =
1√
2π

1∫
−1

e−x2/2 dx = 0.6827

ist. Die Wahrscheinlichkeit, für 2 Standardabweichungen war q2sd = 0.9545.
Bei L Datenpunkten, deren Fehler i.u.nv. sind, ist die Wahrscheinlichkeit,
dass l Punkte innerhalb des Fehlerbandes liegen, die Binomial-Verteilung

P (l|L, qsd,B) =

(
L

l

)
ql
sd (1− qsd)

L−l .

Somit haben wir ein wichtiges Ergebnis abgeleitet. Die mittlere Zahl der
Daten im Fehlerband ist L qsd und die Varianz lautet L qsd(1− qsd)

197



Zahl der Daten im Fehlerband

LSD

L
= 0.6827± 0.4654√

L
.

Bei 10 Daten sollten (7±2) innerhalb des Fehlerbandes liegen. Bei 100 Daten
sollten es (68± 5) sein.
In Abbildung ?? liegen 65% der Daten innerhalb einer Standardabweichung
von der ermittelten Geraden.

14.5 Parameter-Schätzen von nichtlinearen Mo-

dellen

Auch bei nichtlinearen Modellen ist der Ausgangspunkt die Posterior-Wahr-
scheinlichkeit

p(a|x, y, N,B) .

In der Regel ist es bei diesen Problemen nicht möglich analytisch fortzufah-
ren. Eine weitverbreitete Auswertungsmethode sind die numerischen Monte-
Carlo-Verfahren, genauer gesagt die Markov-Chain-Monte-Carlo (MCMC)
Verfahren, die im Rahmen der Computersimulationen besprochen werden.
Eine weitverbreitete Näherungsmethode stellt die sogenannte Gauÿsche
Näherung oder Steepest-Descent-Näherung dar. Hierbei wird die
Posterior-Wahrscheinlichkeit in eine exponentielle Form gebracht

p(a|x, y, N,B) = eΦ(a) ,

was natürlich immer möglich ist, da die Wahrscheinlichkeitsdichte positiv ist.
Die eigentlich Näherung besteht nun darin, das Argument der Exponential-
Funktion in eine Taylorreihe um das Maximum aMAP zu entwickeln bis zu
Termen zweiter Ordnung

Φ(a) ' Φ(aMAP) +
1

2
∆aT H ∆a

∆a = a− aMAP

Hij =
∂2Φ(a)

∂ai∂aj

∣∣∣∣
a=aMAP

.

(14.19)
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Die Matrix H ist die Hesse-Matrix. Die Prior-Wahrscheinlichkeit beinhal-
tet i.d.R. Schranken für die erlaubten Parameter. In der Steepest-Descent-
Näherung setzt man voraus, dass die Posterior-Wahrscheinlichkeit an den
Schranken bereits vernachlässigbar klein ist, so dass man auf die Schranken
verzichten kann, und Integrale über den gesamten Rnα erstrecken kann. Somit
lautet die Posterior-Wahrscheinlichkeit

p(a|x, y, N,B) ' (2π)−
N
2 |H|−

1
2 e−

1
2

∆aT H∆a . (14.20)

Nach Konstruktion ist sie multivariat normal. Das hat zur Folge, dass aPM =
aMAP, und die Kovarianz-Matrix ist gleich der inversen Hesse-Matrix

cov(aiaj) = H−1
ij .
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Teil V

Hypothesentests
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Kapitel 15

Stichproben-Verteilungen

15.1 Mittelwert und Median

Wir gehen von einer Stichprobe vom Umfang L i.u.v. Zufallszahlen einer
Wahrscheinlichkeitsdichte ρ(x) aus. Mittelwert und Varianz dieser Verteilung
sind

〈x〉 =

∫
x ρ(x) dx

var(x) =

∫
(x− 〈x〉)2 ρ(x) dx .

15.1.1 Verteilung des Stichproben-Mittelwertes

Def. 15.1 (Stichproben-Mittelwert) Man de�niert als

Stichproben-Mittelwert (sample mean)

x :=
1

L

L∑
i=1

xi . (15.1)

Der aktuelle Wert, den x annimmt, hängt von der jeweiligen Stichprobe ab. Es
gibt also eine Wahrscheinlichkeitsverteilung p(x|L, ρ,B). Diese Wahrschein-
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lichkeit erhalten wir aus der Marginalisierungsregel

p(x|L, ρ,B) =

∫
p(x|x1, . . . , xL, L, ρ,B)︸ ︷︷ ︸

δ
(

x− 1
L

∑L
i=1 xi

) p(x1, . . . , xL|L, ρ,B) dx1 . . . dxL .

indem wir über die möglichen Stichproben integrieren. Da die Elemente der
Stichprobe i.u.v. sind, gilt

p(x|L, ρ,B) =

∫
δ
(
x− 1

L

L∑
i=1

xi

)
ρ(x1) . . . ρ(xL) dx1 . . . dxL .

Wir wollen hier diese Verteilung nicht weiter berechnen sondern lediglich den
daraus resultierenden Mittelwert

〈x〉 =

∫
x p(x|L, ρ,B) dx

=

∫ (
1

L

L∑
i=1

xi

)
ρ(x1) . . . ρ(xL) dx1 . . . dxL

=
1

L

L∑
i=1

∫
xi ρ(x1) . . . ρ(xL) dx1 . . . dxL

=
1

L

L∑
i=1

( ∫
xi ρ(xi) dxi︸ ︷︷ ︸

=〈x〉

∏
j 6=i

∫
ρ(xj) dxj︸ ︷︷ ︸

=1

)

〈x〉 = 〈x〉 .

Das heiÿt, der Stichproben-Mittelwert liefert im Mittel den wahren Mittel-
wert der zugrunde liegenden Wahrscheinlichkeitsdichte ρ(x).

Man nennt deshalb das arithmetische Mittel der Stichprobe einen unver-
zerrten bzw. erwartungstreuen Schätzwert (unbiased estimator) für den
intrinsischen Mittelwert der Verteilung. Inwieweit das relevant ist, werden
wir noch diskutieren.
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15.1.2 Varianz der Stichproben-Mittelwerte

Als nächstes wollen wir untersuchen, wie weit der Stichproben-Mittelwert x
um den Mittelwert streut. Dazu benötigen wir 〈x2〉

〈
x2
〉

=

∫
x2 p(x|L, ρ,B) dx

=

∫ (
1

L

L∑
i=1

xi

)2

ρ(x1) . . . ρ(xL) dx1 . . . dxL

=
1

L2

L∑
i,j=1

∫
xi xj ρ(x1) . . . ρ(xL) dx1 . . . dxL

Hier müssen wir nun zwischen i = j und i 6= j unterscheiden

〈
x2
〉

=
1

L2

L∑
i=1

∫
x2

i ρ(x1) . . . ρ(xL) dx1 . . . dxL

+
1

L2

L∑
i,j=1
i6=j

∫
xi xj ρ(x1) . . . ρ(xL) dx1 . . . dxL

=
1

L2

L∑
i=1

〈
x2
〉

+
1

L2

L∑
i,j=1
i6=j

〈x〉 〈x〉

=
1

L

〈
x2
〉

+
L (L− 1)

L2
〈x〉2 =

1

L

(〈
x2
〉
− 〈x〉2

)
+ 〈x〉2

=
〈(∆x)2〉

L
+ 〈x〉2 =

var(x)

L
+ 〈x〉2

Daraus folgt wegen 〈x〉 = 〈x〉 die

Varianz der Stichproben-Mittelwerte

var(x) =
var(x)

L
. (15.2)

Die mittlere quadratischen Abweichung (Varianz) besagt, dass die Streuung
von x um den wahren Mittelwert 〈x〉 im Mittel

√
var(x) beträgt. Diese Gröÿe

nennt man statistischen Fehler des Mittelwertes bzw.
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Standardfehler

∆x := SF :=

√
var(x)√

L
(15.3)

Er unterschiedet sich von der Standard-Abweichung
√

var(x) durch den
Faktor 1/

√
L. Das ist die Grundlage fast aller experimenteller Bestimmungen

von unbekannten Gröÿen, die im Experiment mit einem statistischen Fehler
behaftet sind. Dasselbe gilt für (Quanten-)Monte-Carlo-Verfahren. Der Stan-
dardfehler besagt, dass man mit zunehmendem Stichproben-Umfang den sta-
tistischen Fehler immer stärker unterdrücken kann.

Eine kleine Unzulänglichkeit besteht noch. Wir verwenden die Stichprobe,
um den wahren Mittelwert der Wahrscheinlichkeitsverteilung abzuschätzen.
Der Fehler den wir dabei machen, hängt von var(x) ab, das wir aber ebenso-
wenig kennen wie den Mittelwert. Woher bekommen wir also var(x)? Es ist
naheliegend, auch die Varianz aus der Stichprobe abzuschätzen

v =
1

L

L∑
i=1

(
xi − x

)2
.

Den wahren Mittelwert haben wir hier durch den Schätzwert x ersetzt. Der
Schätzwert für die Varianz kann umgeschrieben werden in

v =
1

L

L∑
i=1

x2
i − 2 x

1

L

L∑
i=1

xi︸ ︷︷ ︸
x

+
1

L

L∑
i=1

x2

=
1

L

L∑
i=1

x2
i − x2 .

Auch dieser Schätzwert ist eine Zufalls-Variable, die von der jeweiligen Stich-
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probe abhängt. Der Mittelwert liefert

〈v〉 =
1

L

L∑
i=1

〈
x2

i

〉
︸ ︷︷ ︸

〈x2〉

−
〈
x2
〉

=
〈
x2
〉
− var(x)

L
− 〈x〉2

=
L− 1

L
var(x) .

O�ensichtlich weist dieser Schätzwert im Mittel eine Abweichung (Bias) vom
wahren Wert der Varianz auf. Um diese Abweichung zu beheben führt man
den Schätzwert

Unbiased Estimator für die Varianz

σ2
est =

1

L− 1

L∑
i=1

(xi − x)2 (15.4)

ein. Der modi�zierte Vorfaktor 1/(L− 1) ist wie folgt zu verstehen. Die Grö-
ÿen ∆i = xi − x sind nicht mehr unabhängig voneinander, da

∑
i ∆i = 0. Es

gibt nur noch L−1 unabhängige Gröÿen ξi, die aus den xi durch Linearkom-
bination gebildet werden können. Die Zahl der Freiheitsgrade wurde um
eins verringert. Die ξi sind dann i.u.v. nach einer Wahrscheinlichkeitsdichte
ρ̃(x) mit Mittelwert Null und Varianz var(x). D.h.

L∑
i=1

∆2
i =

L−1∑
i=1

ξ2
i .

Diese Summe ergibt im Mittel den Wert (L− 1) var(x).

15.2 Verteilung von Mittelwert und Varianz in

normalen Stichproben

Angenommen wir haben eine Stichprobe vom Umfang N von i.u.normal-
verteilte (i.u.nv.) Zufalls-Variablen xn mit Mittelwert x0 und Varianz σ2.
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Daraus bestimmen wir den Stichproben-Mittelwert

x =
1

N

N∑
n=1

xn

und die unnormierte Stichproben-Varianz

v =
N∑

n=1

(xn − x)2 .

Wir fragen nach der Verteilung p(x, v|N, x0, σ,B) von x und v, wobei der Be-
dingungskomplex B besagt, dass die Stichprobe aus i.u.nv. Zufalls-Variablen
besteht. Die Marginalisierungsregel erlaubt es, durch Einführen der Stich-
probenwerte x = {x1, . . . , xN}, die gesuchte Wahrscheinlichkeitsdichte zu
berechnen

p(x, v|x0, σ,N,B) =

∫
dNx p(x, v|x, x0, σ,N,B) p(x|x0, σ,N,B) .

(15.5)

Wenn die Stichprobe vorliegt, ist x und v deterministisch festgelegt

p(x, v|x1, . . . , xN , N, x0, σ,B) = δ

(
x− 1

N

N∑
n=1

xn

)
δ

(
v −

N∑
n=1

(xn − x)2

)
.

(15.6)
Die Stichproben-Wahrscheinlichkeitsdichte ist ebenso bekannt, da die xn i.u.nv.

p(x|x0, σ,N,B) =
N∏

n=1

1√
2πσ2

e−(xn−x0)2/2σ2

= (2πσ2)−
N
2 e−

∑
n (xn−x0)2/2σ2

= (2πσ2)−
N
2 e−

∑
n (xn−x+x−x0)2/2σ2

= (2πσ2)−
N
2 e−

∑
n (xn−x)2/2σ2

e−N(x−x0)2/2σ2

.

Zusammen mit Gl. (15.6) wird aus Gl. (15.5)

p(x, v|x0, σ,N,B) = (2πσ2)−
N
2 e−N(x−x0)2/2σ2

∫
dNx e−

∑
n (xn−x)2/2σ2

. . .

. . . δ

(
x− 1

N

N∑
n=1

xn

)
δ

(
v −

N∑
n=1

(xn − x)2

)
.

(15.7)
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Wir führen nun die sogenannte Helmert-Transformation1 durch



ξ1

ξ2

ξ3
...
ξi
...

ξN


=



1√
2

− 1√
2

1√
6

1√
6

− 2√
6

1√
12

1√
12

1√
12

− 3√
12

...
...

. . . . . .
1√

i(i+1)

1√
i(i+1)

1√
i(i+1)

1√
i(i+1)

1√
i(i+1)

− i√
i(i+1)

...
...

...
...

...
. . .

1√
N

1√
N

1√
N

1√
N

1√
N

1√
N

1√
N





x1

x2

x3
...
xi
...

xN


(15.8)

für die gilt, dass die Jakobi-Determinante eins ist. Aus der letzten Zeile lesen
wir ab

ξN =
√

N x =
√

N
1

N

N∑
n=1

xn .

Auÿerdem kann man zeigen, dass

N∑
n=1

(xn − x)2 =
N−1∑
n=1

ξ2
n .

Somit haben wir

p(x, v, x0, σ|N, x0, σ,B) = (2πσ2)−
N
2 e−N

(x−x0)2

2σ2

∫
dN−1ξ dξN . . .

. . . e−
∑N−1

n=1 ξ2
n/2σ2

δ
(
x− ξN/

√
N
)

δ

(
v −

N−1∑
n=1

ξ2
n

)

=
√

N (2πσ2)−
N
2 e−N

(x−x0)2

2σ2 e−
v

2σ2 . . .

. . .

∫
dN−1ξ δ

(
v −

N−1∑
n=1

ξ2
n

)
.

Zur Berechnung des Integrals führen wir neue Variablen ξn = zn

√
v ein.

1Kandall's advanced theory of statistics, Vol. 1, Distribution Theory, �11.3.
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Hierdurch wird aus dem Integral

∫
dN−1ξ δ

(
v −

N−1∑
n=1

ξ2
n

)
= v

N−1
2

∫
dN−1z δ

(
v(1−

N−1∑
n=1

z2
n)

)

= v
N−3

2

∫
dN−1z δ

(
1−

N−1∑
n=1

z2
n

)
= a v

N−3
2 ,

wobei a eine Konstante ist, die wir nachträglich über die Normierung bestim-
men werden. Damit lautet das Endergebnis

p(x, v|N, x0, σ,B) =
1

Z
v

N−3
2 e−

v
2σ2 × 1√

2πσ2/N
e
− (x−x0)2

2σ2/N . (15.9)

Wir sehen, dass die Wahrscheinlichkeitsdichte in die Wahrscheinlichkeitsdich-
te für den Stichproben-Mittelwert und die der Stichproben-Varianz faktori-
siert.

15.2.1 Stichproben-Mittelwert

Der hintere Faktor von Gl. (15.9) ist die marginale Wahrscheinlichkeitsdichte
für den Stichproben-Mittelwert.
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Wahrscheinlichkeitsdichte des Stichproben-Mittelwerts
normalverteilter Zuvallsvariablen

Gegeben:
Stichprobe: {x1, . . . , xN} aus N (x|x0, σ)

Bekannt:
N , x0, σ

Zufalls-Variable:

x = 1
N

∑N
i=1 xi

p(x|N, x0, σ,B) =
1√

2πσ2/N
e
− (x−x0)2

2σ2/N

= N (x|x0, σ/
√

N) .

(15.10)

Mittelwert 〈x〉 = x0 und Varianz var(x) = var(x)
N

haben wir bereits kennenge-
lernt.

15.2.2 Stichproben-Varianz, χ2-Statistik

Die Wahrscheinlichkeitsdichte für die Stichproben-Varianz ist mit der richti-
gen Normierung

211



Wahrscheinlichkeitsdichte der Stichproben-Varianz
normalverteilter Zuvallsvariablen

Gegeben:
Stichprobe: {x1, . . . , xN} aus N (x|x0, σ)

Bekannt:
N , x0, σ

Zufalls-Variable:

v =
∑N

n=1 (xn − x)2

p(v|N, x0, σ,B) =
(2σ2)−

N−1
2

Γ(N−1
2

)
v(N−1

2
−1) e−v/2σ2

= pΓ

(
v|α =

N − 1

2
, β =

1

2σ2

)
.

(15.11)

Im Zusammenhang mit der χ2-Verteilung ist es üblich, auf normierte Zufalls-
Variablen

x̃n =
xn

σ

überzugehen. Die Stichproben-Varianz v geht dabei über in

z =
v

σ2
.

Die Stichproben-Verteilung der Varianz kann dann als χ2-Verteilung Gl.
(7.13a) mit N − 1 Freiheitsgraden formuliert werden

p(z|N, x0, σ,B) = pχ2(z|N − 1) . (15.12)

Wir sind von N Freiheitsgraden xn ausgegangen. Da in die De�nition von
v der Stichproben-Mittelwert eingeht, ging in Gl. (15.7) bei der Integration
über den Stichproben-Mittelwert (ξN) ein Freigheitsgrad verloren. Das pas-
siert nicht, wenn die xn i.u.nv. Zufalls-Variablen mit bekanntem Mittelwert,
z.B. x0 = 0, sind.
Da die meisten Verteilungen, die wir bisher untersucht haben, im Grenzfall
groÿer Stichproben gegen eine Normal-Verteilung konvergieren, bietet die χ2-
Verteilung eine weitverbreitete Möglichkeit, Signi�kanz-Tests durchzuführen.
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Voraussetzung ist, dass wir unabhängige Zufalls-Variablen xn vorliegen ha-
ben, die einer Normal-Verteilung N (xn|x0,n, σn) genügen. Mittelwert und Va-
rianzen können hierbei von n abhängen. Angenommen, die zu untersuchende
Hypothese impliziert die Werte für x0,n und σn, dann können wir hieraus
i.u.v. Zufalls-Variable x̃n konstruieren

x̃n =
xn − x0,n

σn

,

die der normierten Normal-Verteilung N (x̃n|0, 1) gehorchen. Somit ist die
Summe

χ2 =
N∑

n=1

(xn − x0,n)2

σ2
n

(15.13)

χ2-verteilt. Man nennt diesen Ausdruck auch χ2-Statistik. Eine Statistik ist
allgemein ein Funktional, das von den Stichproben-Elementen und weiteren
durch Hypothesen festgelegten Parametern abhängt. Es ist wichtig zu un-
terscheiden, dass wir i.d.R sehr groÿe Stichproben benötigen, damit die xn

normal-verteilt sind, N in Gl. (15.13) kann und wird in der Regel jedoch
klein sein.

Wahrscheinlichkeitsdichte der χ2-Statistik

Gegeben:
Stichprobe: {x1, . . . , xN} mit xi aus N (xi|xi

0, σi)

Bekannt:
N , x1

0, . . . , x
N
0 , σ1, . . . , σN

Zufalls-Variable:

χ2 =
∑N

n=1
(xn−xn

0 )2

σ2
n

p(χ2|N, x1,0, . . . , xN,0, σ1, . . . , σN ,B) =
(2)−

N
2

Γ(N
2
)

(χ2)(N
2
−1) e−χ2/2

= pχ2(χ2|N) .

(15.14)
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15.2.3 Beispiel für χ2-Test

Ein Würfel werde L � 1 mal geworfen, dabei erscheine die Augenzahl i mi

mal. Wenn die Ausgangs-Hypothese besagt, dass der Würfel symmetrisch
ist, dann sollte jede Augenzahl gleich-wahrscheinlich sein. Wie wir wissen,
geht die Multinomial-Verteilung für L � 1 in eine Normal-Verteilung über,
und die Voraussetzungen für die χ2-Verteilung sind somit erfüllt. Wir werden
dieses Beispiel später weiter verfolgen.

15.3 z-Statistik

Gegeben seien zwei Stichproben vom Umfang Nα (α = 1, 2) sowie deren
Varianzen σα. Als Statistik betrachten wir

z =
x2 − x1

σ

σ2 =
σ2

1

N1

+
σ2

2

N2

.
(15.15)

Wir verwenden die Abkürzungen N = {N1, N2} und σ = {σ1, σ2}. Die Wahr-
scheinlichkeitsdichte von z erhalten wir aus der Marginalisierungsregel

p(z|N, σ,B) =

∫
dx1 dx2 p(z|x1, x2, N, σ,B) p(x1, x2|N, σ,B)

=

∫
dx1 dx2 δ(z − x2 − x1

σ
) p(x1, x2|N, σ,B)

= σ

∫
dx1 dx2 δ(x2 − (x1 + zσ)) p(x1, x2|N, σ,B)

= σ

∫
dx1 p(x1, x2 = x1 + zσ|N, σ,B)

= σ

∫
dx0

∫
dx1 p(x1, x2 = x1 + zσ|N, σ, x0,B)·

· p(x0|N, σ,B) .

Im letzten Schritt haben wir noch über die Marginalisierungsregel den intrin-
sischen Mittelwert x0 der Verteilung eingeführt. Da die Elemente der beiden
Stichproben unabhängig voneinander sind, faktorisiert die Wahrscheinlich-
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keitsdichte der Mittelwerte Gl. (15.10)

p(z|N, σ,B) = σ

∫
dx0 p(x0|N, σ,B) . . .

. . .

∫
dx1 p(x1|N1, σ1, x0,B) p(x2 = x1 + zσ|N2, σ2, x0,B)

= σ (2π)−1
√

N1 N2

σ2
1 σ2

2

∫
dx0 p(x0|N, σ,B) . . .

. . .

∫
dx1 e

−1
2

(
(x1−x0)2

σ2
1/N1

+
(x1+zσ−x0)2

σ2
2/N2

)

= σ (2π)−1
√

N1 N2

σ2
1 σ2

2

∫
dx0 p(x0|N, σ,B)︸ ︷︷ ︸

=1

. . .

. . .
√

2π e−
z2

2 1√
N1
σ2
1

+
N2

σ2
2

= σ
1√
2π

e−
z2

2 1√
σ2
1

N1
+

σ2
2

N2︸ ︷︷ ︸
σ

.

Wahrscheinlichkeitsdichte der z-Statistik

Gegeben:
Stichprobe 1: {x1

1, . . . , x
1
N1
} aus N (x|x0, σ1)

Stichprobe 2: {x2
1, . . . , x

2
N2
} aus N (x|x0, σ2)

Bekannt:
N1, N2, σ1, σ2

Zufalls-Variable:
z = x2−x1

σ

mit σ2 =
σ2
1

N1
+

σ2
2

N2

pz(z) =
1√
2π

e−z2/2

= N (z|0, 1)

(15.16)
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Zur Berechnung von z benötigen wir Nα und σα. Ansonsten gehen diese
Gröÿen nicht in die Wahrscheinlichkeitsdichte ein. Die z-Statistik ist so kon-
struiert, dass keine Information über den intrinsischen Mittelwert x0 benötigt
wird.

Die Gröÿe

σxα =

√
σ2

α

Nα

,

die in die Berechnung der z-Statistik eingeht, stellt den Standard-Fehler des
Stichproben-Mittelwertes xα dar. x1 − x2 ist die Di�erenz zweier normal-
verteilter Gröÿen mit den individuellen Standard-Fehlern σxα . Die Fehler
addieren sich zu

σ2
x = σ2

x1
+ σ2

x2
.

Die z-Statistik ist allgemein nichts anderes als

z-Statistik

z =
Stichproben-Mittelwert− wahrer Mittelwert

Standard-Fehler
=

x− x0

SF
. (15.17)

Im obigen Fall ist der Stichproben Mittelwert x, die Di�erenz zweier Stichpro-
ben-Mittelwerte x = x1 − x2. Der wahre Mittelwert dieser Di�erenz ist Null
und der Standardfehler ist durch σx gegeben. Man könnte auch den Spezialfall
betrachten, dass nur eine Stichprobe vorliegt von i.u.v. Zufallszahlen der
Verteilung N (x|x0, σ). In diesem Fall ist x der Mittelwert der Stichprobe
und σ2

x = σ2/N . Man kann diesen Fall auch aus den beiden Stichproben
erhalten, wenn wir den Fehler der zweiten Stichprobe auf Null setzen

σ2 = 0 .

Da beide Verteilungen denselben Mittelwert haben sollen, ist deren Di�erenz
wieder Null x = 0. Das ergibt

z =
x1 − x2

σ2
1/N1

.

Wir können nun x2 mit dem wahren Mittelwert x des Problems gleichsetzen.
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15.4 Fehler-Fortp�anzung

Wir betrachten eine lineare Funktion

g = a +
∑

n

bn xn (15.18)

von Zufalls-Variablen xn die normal-verteilt sind, aber mit unterschiedlichen
Mittelwerten x0

n und Varianzen σ2
n. Diese Situation liegt häu�g in der Praxis

vor, wenn Gröÿen aus unterschiedlichen Experimenten kombiniert werden.
Den Mittelwert von g erhalten wir unmittelbar

〈g〉 = a +
∑

n

bn 〈xn〉 = a +
∑

n

bn x0
n .

Hier interessiert uns insbesondere der �Fehler� des Mittelwertes. Hierzu be-
nötigen wir die Varianz

var(g) =
〈
(g − 〈g〉)2

〉
=

〈(
a +

∑
n

bn xn − a−
∑

n

bn 〈xn〉

)2〉

=

〈(∑
n

bn (xn − x0
n)

)2〉
=
∑
n,m

bn bm 〈∆n ∆m〉

mit ∆n := (xn − x0
n) .

Wenn die Zufalls-Variablen unkorreliert sind gilt

〈∆n ∆m〉 = δn,m σ2
n .

Somit gilt

Fehler-Fortpflanzung von unkorrelierten Fehlern

σ2 = var(g) =
∑

n

b2
n σ2

n . (15.19)

Wenn die Fehler korreliert sind und die Kovarianz-Matrix

Cnm = 〈∆n ∆m〉
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bekannt ist, lautet der Fehler

Fehler-Fortpflanzung von korrelierten Fehlern

σ2 = var(g) = bT Cb , (15.20)

wobei b der Vektor der Koe�zienten bn ist.

Wenn die Kovarianz nicht bekannt ist, kann man den Fehler über die Schwarz-
sche Ungleichung abschätzen.

Schwarzsche Ungleichung der Kovarianz-Matrix

|〈∆n ∆m〉| ≤ σn σm . (15.21)

Zum Beweis gehen wir von der Zufalls-Variablen

x = ∆n −
Cnm

σ2
m

∆m

aus. Es gilt

0 ≤
〈
x2
〉

=

〈(
∆n −

Cnm

σ2
m

∆m

)2
〉

=
〈
∆2

n

〉
− 2

Cnm

σ2
m

〈∆n ∆m〉+
C2

nm

(σ2
m)2

〈
∆2

m

〉
= σ2

n − 2
C2

nm

σ2
m

+
C2

nm

σ2
m

= σ2
n −

C2
nm

σ2
m

C2
nm ≤ σ2

nσ
2
m q.e.d.

Damit können wir den Fehler σ abschätzen

σ2 =
∑
nm

bn bm Cnm ≤
∑
nm

|bn| |bm| |Cnm|

≤
∑
nm

|bn| |bm| σn σm ≤

(∑
n

|bn| σn

)2

.
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Fehler-Abschätzung bei korrelierten Fehlern

σ ≤
∑

n

|bn| σn (15.22)

Bislang hatten wir nur lineare Funktionen der Zufalls-Variablen xn betrach-
tet. Unter der Annahme, dass die Fehler klein sind, kann man eine beliebige
Funktion f(x) der Zufallsvariablen x = {x1, x2 . . . , xN}, deren erste Ablei-
tung existiert, um den Mittelwert x0 = {x0

1, x
0
2 . . . , x0

N} entwickeln

f(x) ' f(x0) +
∑

n

∂f(x)

∂xn

∣∣∣∣
x=x0

∆n .

Damit liegt wieder ein lineares Modell wie in Gl. (15.18) mit den Koe�zienten

a = f(x0) , bn =
∂f(x)

∂xn

∣∣∣∣
x=x0

vor. Dann lässt sich mit Gl. (15.19), Gl. (15.20), oder Gl. (15.22) der Fehler√
var(f) berechnen.
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Kapitel 16

Orthodoxe Hypothesen Tests

Die Idee hinter den Signi�kanz-Tests hatten wir bereits im Abschnitt 5.2.2
andiskutiert und im Kapitel über Stichproben-Verteilungen (15) die Wahr-
scheinlichkeitsdichten der für uns wichtigsten Statistiken besprochen.
Die Grundidee ist sehr einfach. Bevor wir sie allgemein formulieren, wollen
wir sie an einem Beispiel illustrieren.

16.1 Einführung am Beispiel des z-Tests

Wir behaupten, dass eine Steuergröÿe S keinen Ein�uss auf eine Messgröÿe D
habe. Diese Behauptung nennt man Null-Hypothese. Um die Hypothese
zu testen, führen wir eine Serie von Experimenten zum Wert der Steuergrö-
ÿe S = S1 durch und ermitteln hierzu den Mittelwert d1 der Messwerte D.
Anschlieÿend wiederholen wir das Experiment zu S = S2 und erhalten d2.
Wir bilden hiervon die Di�erenz d2 − d1. Wenn die Hypothese stimmt, soll-
te die Di�erenz, abgesehen vom statistischen Fehler, null ergeben. Je gröÿer
die Di�erenz ist, desto unwahrscheinlicher ist es, dass die Hypothese stimmt.
Nun hängt die mit dem statistischen Fehler kompatible Di�erenz vom Stan-
dardfehler ab. Deshalb ist es sinnvoll, folgende Statistik zu verwenden

z =
d2 − d1

SF
.

Der z-Test setzt voraus, dass der Standardfehler bekannt ist. Der gemessene
Wert (Realisierung) sei z0. Da nach dem zentralen Grenzwertsatz der Mittel-
wert von i.u.v. Zufalls-Variablen normal-verteilt ist, ist die Zufalls-Variable
z normal-verteilt mit Mittelwert Null und Varianz Eins.
Man kann im Rahmen der orthodoxen Statistik nicht die Wahrscheinlichkeit
angeben, dass eine Hypothese zutri�t. Man könnte nach der Wahrschein-
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lichkeit fragen, dass genau der beobachtete Wert z0 auftritt, wenn die Null-
Hypothese richtig ist. Bei Problemen mit kontinuierlichen Freiheitsgraden
ist diese Wahrscheinlichkeit jedoch null. Aber auch bei diskreten Problemen
macht die Wahrscheinlichkeit für z0 bei Tests wenig Sinn.
Nehmen wir z.B. das Bernoulli-Problem. Eine Münze werde N -mal geworfen.
Dabei erscheint n-mal �Kopf�. Die Wahrscheinlichkeit hierfür ist unter der
Null-Hypothese, dass die Münze symmetrisch ist,

P (n|N, H) =

(
N

n

)
2−N .

Wir hatten im Zusammenhang mit dem �Gesetz der groÿen Zahlen� (Gl.
(4.15)) gefunden, dass selbst für n = N/2, dem Wert der am verträglichsten
mit der Null-Hypothese ist, die Wahrscheinlichkeit lediglich

P (N/2|N, H) =
1√

πN/2
−→
N→∞

0

beträgt und somit für groÿe Stichproben immer kleiner wird. Um überhaupt
Aussagen machen zu können, müssen wir über ein geeignet gewähltes Intervall
I integrieren/summieren. Wir wählen das Intervall z.B. so

I = (−z∗, z∗) ,

dass die Wahrscheinlichkeit

P (z0 ∈ I) = 0.99

ist. Wenn die Null-Hypothese richtig ist, heiÿt das, dass in 99% der Fälle
der experimentelle Wert z0 in dieses Intervall fällt. Das bedeutet aber umge-
kehrt nicht, dass die Null-Hypothese die Wahrscheinlichkeit 0.99 hat, denn
es könnte noch beliebig viele andere Hypothesen geben, die genauso gut oder
noch besser mit den Daten verträglich sind. Hypothesen können auf diesem
Weg nicht veri�ziert werden. Wir können sie aber falsi�zieren.
Wenn wir weiterhin von der Korrektheit der Null-Hypothese ausgehen, ist
die Wahrscheinlichkeit, dass ein z0 nicht in das angegebene Intervall fällt,
lediglich 0.01. In diesem Fall können wir, unabhängig von alternativen Hy-
pothesen, feststellen, dass die Null-Hypothese nicht mit den Daten verträglich
ist, und wir können mit groÿer Zuversicht die Null-Hypothese verwerfen.

16.1.1 Indirekter Schluss

Bei den statistischen Signi�kanz-Tests zieht man deshalb einen indirekten
Schluss. Man geht davon aus, dass die Hypothese korrekt ist. Dann gibt
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man ein sogenanntes Signifikanz-Niveau (Irrtumswahrscheinlichkeit) α
vor, z.B. α = 0.01, 0.05, 0.1 und legt damit den Zurückweisungsbereich
(kritischen Bereich) Iα

r fest, für den gilt

P (z ∈ Iα
r |H) = α.

Im vorliegenden Beispiel wählen wir z.B. Iα
r = (zα,∞). Wenn der Messwert

z0 in den kritischen Bereich fällt, wird die Hypothese verworfen. Die Situa-
tion ist in Abb. 16.1 skizziert. Die kritische Region entspricht dem rechten
schra�erten Bereich, dessen Fläche gerade α beträgt.
Für unser Beispiel bedeutet das, dass wir die Null-Hypothese, die Steuergröÿe
S habe keinen Ein�uss auf die Messgröÿe bei einem Signi�kanz-Niveau von
beispielsweise α = 0.01 immer dann verwerfen werden, wenn z0 > 2.33 ist.

Test ob zwei Stichproben denselben Mittelwert haben
bei bekannter Varianz: z-Test

Die Gröÿe

z =
(d(2) − d(1))

SF
(16.1)

genügt der z-Verteilung

pz(z|ν) =
1√
2π

e−z2/2 = N (z, 0, 1) (16.2)

16.1.2 Fehler erster und zweiter Art

Die Wahrscheinlichkeit, dass bei Zutre�en der Null-Hyppothese Messwerte
in die kritische Region fallen, ist per de�nitionem gleich dem Signi�kanz-
Niveau. Damit ist α gleichbedeutend mit der (Irrtums-)Wahrscheinlichkeit,
die Hypothese zu verwerfen, obwohl sie richtig ist. Das hatten wir als Feh-
ler erster Art bezeichnet. Man kann diesen Fehler natürlich beliebig klein
machen, indem man α → 0 wählt. Dann wächst aber der Fehler zweiter
Art, dass die Hypothese akzeptiert wird, obwohl sie falsch ist. Diese Wahr-
scheinlichkeit lässt sich nun nicht im Rahmen der Hypothese H bestimmen.
Der Fehler zweiter Art besagt, eine Alternative H1 ist richtig, die wir nun
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irrtümlich verwerfen. Die zugehörige Wahrscheinlichkeit ist

P (z0 /∈ Iα
r |H1) = 1− P (z0 ∈ Iα

r |H1) .

Die kritische Region ist durch das Signi�kanz-Niveau nicht eindeutig festge-
legt. Es besagt nur, dass im Zurückweisungsbereich die Wahrscheinlichkeits-
masse α liegt. Neben den eben behandelten einseitigen Tests sind auch
zweiseitige Tests weit verbreitet. Im zweiseitigen Test schaut man sich
die Wahrscheinlichkeit für Abweichungen in beide Richtungen vom hypothe-
tischen Wert (in unserem Beispiel null) an. Die Situation ist in Abb. 16.1
dargestellt. Der kritische Bereich ist im zweiseitigen Test.

Iα
r = (−∞, zu

α/2] ∪ [zo
α/2,∞) ,

wobei die Cuto�s z
u/o
α/2 so bestimmt sind, dass die Fläche in beiden schra�er-

ten Bereichen jeweils α/2 beträgt.

−4 −3 −2 −1 0 1 2 3 4
0

0.5

z

p
z
(z|H)

Abbildung 16.1:Wahrscheinlichkeitsdichte des z-Tests mit den Bereichen, die
einer Irrtumswahrscheinlichkeit von 5% entsprechen.

Im Falle des z-Tests, der eine symmetrische Wahrscheinlichkeitsdichte pz(z)
besitzt, gilt zu

α = −zo
α = −zα. Bei einem Signi�kanz-Niveau von α = 0.05 ist

bei einem einseitigen/zweiseitigen (es/zs) Test

zes
5% = 1.65

zzs
5% = 1.96 .
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Entsprechend gilt für das Signi�kanz-Niveau α = 0.01

zes
1% = 2.33

zzs
1% = 2.58 .

Wir wollen die kritische Region anhand des Beispiels der z-Statistik noch
etwas genauer untersuchen. Die Null-Hypothese besagt, dass die Zufalls-
Variable z um den Mittelwert µ0 = 0 normal-verteilt ist, da die Steuergröÿe
keinen Ein�uss auf die Messgröÿe haben soll. Wir geben ein Signi�kanz-
Niveau α = 0.1 vor. Der gemessene z-Wert sei z0. Den Bereich, komplemen-
tär zu Ir, bezeichnen wir mit Ir. Falls z0 ∈ Ir kann die Hypothese nicht
verworfen werden. Wir untersuchen vier unterschiedliche Zurückweisungsbe-
reiche (ZB), die in der folgenden Tabelle angegeben und in Abbildung 16.2
schra�ert dargestellt sind.

ZB Ir Ir

1 [zα,∞) (−∞, zα)

2 (−∞,−zα] (−zα,∞, )

3 (−∞,−zα
2
] ∪ [zα

2
,∞) (−zα

2
, zα

2
)

4 (−z∗α, z∗α) (−∞,−z∗α] ∪ [z∗α,∞)

Der Cuto� zβ ist über die Gleichung

∞∫
zβ

pz(z) dz = β

de�niert. Wir benötigen dieses Integral für die Werte β = α und β = α/2.
Der Cuto� z∗α folgt aus

z∗α∫
−z∗α

pz(z) dz = α .

Die Wahrscheinlichkeit, einen Fehler erster Art zu machen, ist in allen Fällen
α. In den Rechnungen zur Abbildung 16.2 wurde α = 0.1 verwendet. Die
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Fälle unterscheiden sich jedoch in der Wahrscheinlichkeit für einen Fehler
zweiter Art P (F2|σ = 1, µ, µ0 = 0, ZB,B). Diese Wahrscheinlichkeit ist

P (F2|σ = 1, µ, µ0 = 0, ZB,B) =∫
dz0 P (F2|z0, σ = 1, µ, µ0 = 0, ZB,B) p(z0|σ = 1, µ, µ0 = 0, ZB,B)︸ ︷︷ ︸

=p(z0|σ=1,µ,B)

.

Der erste Faktor hängt vom Signi�kanz-Bereich ab. Man macht einen Fehler
zweiter Art, wenn man die Null-Hypothese akzeptiert, obwohl sie falsch ist.
Bis auf den Fall µ = 0 ist die Null-Hypothese in unserem Beispiel immer
falsch. Das heiÿt, immer dann, wenn wir die Hypothese trotzdem akzeptieren,
begehen wir einen Fehler zweiter Art. Wir akzeptieren die Null-Hypothese,
wenn

P (F2|z0, σ = 1, µ, µ0 = 0, ZB,B) = θ(z0 ∈ IZB
r ) ZB = 1, 2, 3, 4 .

Damit haben wir also

P (F2|σ = 1, µ, µ0 = 0, ZB,B) =
1√
2π

∫
IZB
r

dz0 e−
(z0−µ)2

2

= P (z ∈ IZB
r |σ = 1, µ, µ0 = 0, ZB,B) .

In Abbildung 16.2 ist die Wahrscheinlichkeit für einen Fehler zweiter Art als
Funktion der wahren Di�erenz µ aufgetragen. Man nennt einen Test unver-
zerrt, wenn

P (z0 ∈ Ir|µ) ≥ α = P (z0 ∈ Ir|µ = µ0) .

Diese De�nition ist sinnvoll, weil die Wahrscheinlichkeit, die Null-Hypothese
zu verwerfen dann am kleinsten ist, wenn die Null-Hypothese wahr ist.
In Abbildung 16.2 sind die Ergebnisse zu den vier kritischen Regionen dar-
gestellt. Der zweiseitige Test (ZB = 3) verhält sich qualitativ, wie man es
erwartet. Die Wahrscheinlichkeit, einen Fehler zweiter Art zu machen sinkt
monoton mit zunehmender Abweichung des wahren Wertes µ vom hypothe-
tischen Wert µ0 = 0. Je gröÿer diese Diskrepanz, desto einfacher ist es zu
erkennen, dass die Null-Hypothese falsch ist. Dementsprechend wird sie in
zunehmendem Maÿe verworfen. Für µ → 0 hingegen werden immer häu�ger
Stichproben vorkommen, die mit dem hypothetischen Wert verträglich sind.
Die Null-Hypothese wird also akzeptiert, obwohl sie falsch ist. Einen Sonder-
fall stellt µ = 0 dar, für den die Null-Hypothese korrekt ist. Entsprechend ist
die Wahrscheinlichkeit für µ = 0

P (z ∈ Ir|σ, µ0 = µ, ZB,B) = 1− P (z ∈ Ir|σ, µ0 = µ, ZB,B) = 1− α .

226



−4 −2 0 2 4
0

0.2

0.4

0.6

0.8

1

1.2

µ

P
(F

eh
le

r 
2.

 A
rt

 | 
µ)

ZB
3

−4 −2 0 2 4
0

0.2

0.4

0.6

0.8

1

1.2

µ

ZB
1

−4 −2 0 2 4
0

0.2

0.4

0.6

0.8

1

1.2

µ

ZB
2

−4 −2 0 2 4
0

0.2

0.4

0.6

0.8

1

1.2

µ

ZB
4

Abbildung 16.2: Vergleich der vier im Text beschriebenen kritischen Regio-
nen. Im Bild oben links be�ndet sich der übliche zweiseitige Test. Im unteren
Teil sind die beiden einseitigen Tests dargestellt und mit dem Ergebnis des
zweiseitigen Tests (gestrichelte Kurve) verglichen. Im Bild rechts oben ist das
Ergebnis zu ZB4 dargestellt.

Dieser Wert wird in der Abbildung angenommen. In diesem Ausnahmefall
liegt kein Fehler zweiter Art sondern eine korrekte Entscheidung vor.
Der einseitige Test mit Cuto� rechts (ZB = 1) ist sogar noch diskriminie-
render, wenn die wahre Di�erenz µ gröÿer Null ist. Allerdings ist der Test
für µ < 0 verzerrt. Die Irrtumswahrscheinlichkeit zweiter Art geht sogar
sehr schnell gegen eins. Genau umgekehrt verhält sich der andere einseitige
Test (ZB = 2). Der Test mit der kritischen Region (ZB = 4) im Maxi-
mum der Wahrscheinlichkeitsdichte ist, wie nicht anders zu erwarten, völlig
unbrauchbar. Er ist überall verzerrt und liefert gerade dann groÿe Fehler
zweiter Art, wenn groÿe Diskrepanzen zwischen dem wahren Wert und dem
hypothetischen vorliegen.
Wenn z0 ∈ Iα

r , so sagt man, dass die Null-Hypothese verworfen werden muss,
da die Daten unter dieser zu unwahrscheinlich sind. Das Umgekehrte gilt
nicht. Wenn die Hypothese nicht verworfen werden kann, heiÿt das noch
nicht, dass sie richtig ist. Denn es kann sehr wohl andere Hypothesen geben,
die die Daten genauso gut oder besser erklären können. Mit den statistischen
Tests kann man nur eine Theorie falsi�zieren. Denn wenn sie die Daten nicht
erklärt, tut sie das unabhängig von den anderen Hypothesen.
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16.1.3 Allgemeines Prinzip der statistischen Tests

Wir haben am Beispiel des z-Tests das Prinzip des Signi�kanz-Tests einge-
führt und wollen nun die allgemeine Vorgehensweise zusammenfassen. Man
unterscheidet zwischen einfachen und zusammengesetzten Tests. Bei
einfachen Tests legt die Null-Hypothese alle Parameter fest. Bei zusammen-
gesetzten Tests hingegen, gibt es noch unbestimmte Parameter. Z.B. könnte
die Null-Hypothese besagen: Die Spannung ist proportional zur Stromstärke.
Das heiÿt, es soll gelten

U ∝ I .

Die Proportionalitätskonstante (hier der Widerstand) ist ein freier Parame-
ter. Freie Parameter werden über eine Maximum-Likelihood-Schätzung fest-
gelegt. Die Zahl der Freiheitsgrade reduziert sich hierbei um die Zahl der
freien Parameter, da diese aus der Stichprobe ermittelt werden.

Generelle Vorgehensweise bei Signifikanz Tests

1. Formulierung der Null-Hypothese.

2. Wahl der Test-Statistik (x).

3. Bestimmung der freien Parameter aus dem ML-Prinzip.

4. Festlegen des Signi�kanz-Niveaus (z.B. α = 0.01).

5. Ermittlung des kritischen Bereiches Iα
r .

6. Auswertung der Stichprobe ⇒ x0.

7. Feststellen, ob Daten signi�kant x0 ∈ Iα
r

und ob die Null-Hypothese verworfen werden muss.

Wenn ein Test dazu führt, dass die Null-Hypothese verworfen werden muss,
dann ist das losgelöst von anderen Alternativen. Die Hypothese erklärt ein-
fach die Daten nicht. Es wird dann sicher eine andere Hypothese geben, die
mit den Daten konform ist.
Anders ist das, wenn die Null-Hypothese aufgrund der Daten nicht verworfen
werden kann. Selbst wenn die Daten noch so gut passen, heiÿt das nicht, dass
die Hypothese richtig sein muss.
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Hypothesen können in diesem Sinne nur falsi�ziert und niemals veri�ziert
werden.
Statt den kritischen Bereich vorab zu bestimmen, kann man den sogenannten
P -Wert berechnen. Das ist bei einseitigen Tests die Wahrscheinlichkeit

P = P (x ≥ x0) ,

dass x-Werte so groÿ wie oder gröÿer als der beobachtete Wert vorkommen,
wenn die Null-Hypothese korrekt ist. Ist der P -Wert kleiner als α, so wird
die Hypothese verworfen, da sie im Rückweisungsbereich (kritische Region)
liegt.
Man sagt dann, x0 weicht signi�kant vom hypothetischen Wert ab. Wenn
die Daten signifikant sind, versteht man darunter, dass die beobachteten
Abweichungen vom hypothetischen Wert so groÿ sind, dass man sie nicht mit
statistischen Fluktuationen erklären kann. Das Signi�kanz-Niveau gibt den
Schwellwert an, ab dem Diskrepanzen vom hypothetischen Wert als signi�-
kant und nicht als zufällig betrachtet werden.

16.2 χ2-Test

Man geht beim χ2-Tests davon aus (B), dass die Stichprobe {x1, . . . , xN}
aus N Zufalls-Variablen xi besteht, die alle unabhängig voneinander normal-
verteilt sind. Mittelwert µi und Varianz σ2

i der xi sind bekannt, können aber
alle unterschiedlich sein. Die χ2-Statistik x lautet dann

x =
N∑

i=1

(xi − µi)
2

σ2
i

.

Die Statistik x besitzt die Wahrscheinlichkeitsdichte der χ2-Verteilung

pχ2(x|N) =
2−

N
2

Γ(N
2
)

x
N
2
−1 e−

x
2 ,

mit N Freiheitsgraden. Der Erwartungswert 〈x〉 der χ2-Statistik ist N . Das
bedeutet, dass im Mittel jeder Datenpunkt eine Standard-Abweichung vom
wahren Wert entfernt sein wird. Beim einseitigen Test ist die kritische Region

Iα
r = [xα,∞)

mit α
!
= P (x ≥ xα|N) = 1− Fχ2(xα|N)

bzw. xα = F−1
χ2 (1− α|N) .
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N α = 0.1 α = 0.05 α = 0.01
10 15.987 18.307 23.209
20 28.412 31.410 37.566
30 40.256 43.773 50.892
40 51.805 55.758 63.691
50 63.167 67.505 76.154
60 74.397 79.082 88.379
70 85.527 90.531 100.425
80 96.578 101.879 112.329
90 107.565 113.145 124.116
100 118.498 124.342 135.807

Tabelle 16.1: Grenzwerte xα in Abhängigkeit von α und N .

χ2-Test

Die Gröÿe

x =
N∑

i=1

(xi − µi)
2

σ2
i

(16.3)

genügt der χ2-Verteilung

pχ2(x|N) =
2−

N
2

Γ(N
2
)

x
N
2
−1 e−

x
2 (16.4)

mit N Freiheitsgraden.

16.2.1 Vergleich mit theoretischen Modellen

Wir betrachten ein Situation, die wir in der Physik häu�g antre�en. Zu ge-
wissen Steuergröÿen si ∈ R (i = 1, . . . , N) (z.B. angelegte Spannung) werden
Experimente durchgeführt, die Werte di für eine Messgröÿe (z.B. Strom)
liefern. Es existiere ein theoretisches Modell y(s|a), das für die Steuergrö-
ÿe si den Messwert y(si|a) vorhersagt. Das Modell hängt von Parametern
a ∈ RNp ab, die bekannt sein sollen. Wenn das Modell stimmt, das ist die
Null-Hypothese, dann sollten die experimentellen Werte nur aufgrund von
Messfehlern von den theoretischen Werten abweichen

di = y(si|a) + ηi .
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Die Abweichungen ηi seien normalverteilt mit bekannter Varianz σ2
i , die von

der Steuergröÿe si, oder dem exakten Wert y(si|a) abhängen kann. Die χ2-
Statistik ist dann

x0 =
N∑

i=1

(di − y(si|a))2

σ2
i

.

Diese Gröÿe ist χ2-verteilt zu N Freiheitsgraden.

Reduzierte Zahl von Freiheitsgraden

Wir betrachten dieselbe Situation wie zuvor, nur dass nun die Modell-Parame-
ter nicht oder nur teilweise bekannt sein sollen. Die Zahl der unbekannten Pa-
rameter sei r. Man bestimmt diese Parameter aus dem Maximum-Likelihood-
Prinzip (siehe Abschnitt 14.2)

aML = aML(d) .

Der Schätzwert hängt nur von der Stichprobe und bekannten Gröÿen ab. Der
Wert der χ2-Statistik

x0 =
N∑

i=1

(di − y(si|aML(d))2

σ2
i

ist somit tatsächlich eine Statistik. Man kann auch zeigen, dass sie χ2-verteilt
ist. Allerdings hat sich die Zahl der Freiheitsgrade verringert, da aufgrund
der Abhängigkeit der ML-Parameter von der Stichprobe nicht mehr alle Sum-
manden voneinander unabhängig sind. Die Zahl der Freiheitsgrade ist nun
N − r. Die Hypothese wird wieder verworfen, wenn

1− Fχ2(x0|N − r) < α

bzw.
Fχ2(x0|N − r) > 1− α .

Natürlich ist ein Wert x = 0 ebenfalls extrem unwahrscheinlich. Man wird
deshalb den zweiseitigen Test verwenden, der Abweichungen vom Mittelwert
〈x〉 in beide Richtungen untersucht.

16.2.2 Test von Verteilungen

Häu�g stellt sich die Frage, ob gemessen Daten einer bestimmten Verteilung
genügen. Z.B. ob beobachtete radioaktive Zerfälle poisson-verteilt sind.
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Die zu testende Verteilung kann diskret oder kontinuierlich sein. In letzterem
Fall wird man das Problem diskretisieren. Das soll an einem eindimensionalen
Problem erläutert werden. Die Zufalls-Variable x nehme alle Werte aus dem
Intervall x ∈ [0,∞) an. Die zugehörige Wahrscheinlichkeitsdichte sei ρ(x).
Wir diskretisieren die x-Achse

0 = x0 < x1 < x2 < . . . < ∞ .

Die Unterteilung wird häu�g äquidistant sein, muss es aber nicht. Z.B. kann
es bei einer Exponential-Verteilung sinnvoller sein, die Intervall-Breite expo-
nentiell anwachsen zu lassen.
Wir de�nieren zu diesen Intervallen die Wahrscheinlichkeiten

pi = P (x ∈ [xi, xi+1)|B) =

∫ xi+1

xi

ρ(x) dx, i = 0, 1, . . . .

Nach der Diskretisierung sind kontinuierliche Probleme wie diskrete zu be-
handeln. Wenn eine Stichprobe vom Umfang N vorliegt, erwartet man, im
Intervall Ii im Mittel

ñi = Npi

Ereignisse (Teilchen) anzutre�en. Der Standard-Fehler dieses Mittelwertes
ist

SF =
√

Npi(1− pi) .

Somit ist die χ2-Statistik

x0 =
N∑

i=1

(
ni − ñi√
ñi (1− pi)

)2

=
N∑

i=1

(ni − ñi)
2

ñi (1− pi)
. (16.5)

Nun sind die Beiträge zur Summe nicht alle unabhängig, da
∑

i ñi = N . Man
verwendet deshalb

x0 =
N∑

i=1

(ni − ñi)
2

ñi

. (16.6)

Diese Zufalls-Variable ist wieder χ2-verteilt mit N − 1 Freiheitsgraden, da
einer wegen der Nebenbedingung verlorengegangen ist.

Beispiel: Münze

Das einfachste Beispiel für den χ2-Test ist das Münz-Experiment. Eine Münze
wird N -mal geworfen. Die Null-Hypothese lautet: die Münze ist symmetrisch,
das heiÿt P1 = P2 = 1/2. In der Stichprobe komme n1-mal Kopf und n2-mal
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Zahl vor. Die theoretischen Werte sind n∗1 = n∗2 = N/2. Der Wert der χ2-
Statistik ist

x0 =
(n1 −N/2)2

N/2
+

(n2 −N/2)2

N/2
.

Nun ist aber n1 + n2 = N , bzw. n2 = N − n1. Das heiÿt,

x0 =
(n1 −N/2)2

N/2
+

(N − n1 −N/2)2

N/2
=

2(n1 −N/2)2

N/2
=

(2n1 −N)2

N
.

Die Zahl der Freiheitsgrade ist, da kein freier Parameter vorkommt,

ν = 2− 1 = 1 .

Die zugehörigen Grenzwerte sind

x5% = 3.84

x1% = 6.63 .

Bei N = 100 heiÿt das, dass bei 5% Signi�kanz-Schwelle akzeptable Werte
für n1 folgende Bedingung erfüllen müssen

1
2

(
N −

√
3.84 N

)
≤ n1 ≤ 1

2

(
N +

√
3.84 N

)
41 ≤ n1 ≤ 59 .

Bei Werten auÿerhalb dieses Intervalls sind die Daten mit einem Niveau von
α = 5% signi�kant. Aus Symmetriegründen gilt dasselbe für n2.

Einschub: Su�cient Statistics

Wir haben gerade festgestellt, dass es bei binären Problemen ausreicht, eine
der beiden Zufalls-Variablen (z.B. n1) in der Statistik zu berücksichtigen. Das
gilt generell, da die zweite Zufalls-Variable über n2 = N − n1

1 festgelegt ist.
Es stellt sich die Frage, ob wir anstelle der χ2-Statistik eine andere hätten
verwenden können. Wir gehen von der allgemeinsten Form einer alternativen
Statistik

y = f(n1, N, P1) (16.7)

1N ist keine Zufalls-Variable!
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aus, die von der Zufalls-Variablen n1, dem Stichprobenumfang und der a-
priori-Wahrscheinlichkeit P1 abhängt. Eine Möglichkeit ist die χ2-Statistik
mit

f =
(n1 −NP1)

2

NP1

+
(n2 −NP2)

2

NP2

=
(n1 −NP1)

2

NP1

+
(N − n1 −N(1− P1))

2

NP2

=
(n1 −NP1)

2

NP1

+
(n1 −NP1)

2

NP2

=
(n1 −NP1)

2(P1 + P2)

NP1P2

f =
(n1 −NP1)

2

NP1P2

. (16.8)

Wir führen für die y-Statistik eine für alle f gleiche Signi�kanz-Schwelle
P (y ≥ ys) = P ein. Nun lösen wir Gl. (16.7) nach n1 auf. Für die folgenden
Überlegungen gehen wir davon aus, dass diese Lösung eindeutig ist. Über
Gl. (16.7) korrespondiert dann zu jedem n1 eindeutig ein Wert y. Es soll
insbesondere ns zu ys korrespondieren

ys = f(ns, N, P1) . (16.9)

Dann gilt o�enbar
P (n1) = P (y) .

Daraus folgt unmittelbar durch Summieren

P (y ≥ ys) = P (n1 ≥ ns) =
∞∑

n1=ns

P (n1) .

Die rechte Seite ist natürlich unabhängig von der Wahl der Statistik f und
somit muss auch die linke Seite unabhängig sein. Das heiÿt, die Irrtumswahr-
scheinlichkeit P (y ≥ ys) ist unabhängig von f wenn nur ys über Gl. (16.9)
ermittelt wurde und die Statistik f eine eineindeutig Funktion von n1 ist.
Das heiÿt, der einzige Test, der im binären Problem wirklich zählt, ist die
Wahrscheinlichkeit

P (n1 ≥ ns) .

Wie passt die χ2-Statistik ins Bild? Mit f aus Gl. (16.8) erhalten wir bei der
Umkehrung

n1 = NP1 ±
√

NP1P2 y .
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Diese Lösung verletzt die Annahme, dass die Umkehrung eindeutig ist. Der
Bereiche y ≥ ys korrespondiert, wegen des quadratischen Zusammenhangs

y =
(n1 −NP1)

2

NP1P2

,

zu den beiden Bereichen

n1 ≤ max(0, NP1 −
√

NP1P2 ys)

und

n1 ≥ NP1 +
√

NP1P2 ys .

Wir de�nieren ns = NP1 +
√

NP1P2 ys. Somit gilt

P (χ2 ≥ χ2
s) = P (n1 ≥ ns) + P (n1 ≤ max(0, 2NP1 − ns)) .

Der χ2-Test ist in diesem Fall äquivalent zu dem beidseitigen Test, dass der
beobachtete Wert für n1 unwahrscheinlich weit vom Mittelwert NP1 entfernt
ist. Hierbei werden die Abweichungen in beide Richtungen berücksichtigt.
Oder besser umgekehrt. Ausgehend vom sinnvollerweise beidseitigen Test in
n1, erhält man den einseitigen χ2-Test. Das ist aber ein Spezialfall des binären
Problems.
Wir haben gesehen, dass für binäre Probleme alle Tests äquivalent sind. Man
nennt die zugehörige Statistik sufficient statistics.

Beispiel: Mustererkennung

Wir betrachten ein weiteres Anwendungsgebiet der χ2-Statistik. Gegeben sei
ein Bild aus L Pixel. Es soll entschieden werden, ob sich auf dem Bild ein
Objekt be�ndet (z.B: Tumor, extra-terrestrische Objekte (schwache Sterne))
oder ob nur ein verrauschter Untergrund vorliegt. Das Bild liege in Form von
Photonen-Zählraten

ni (i = 1, . . . , L)

der einzelnen Pixel vor. Die Null-Hypothese lautet, es liegt kein Objekt vor2.
Dann ist

Pi =
1

L
,

2Eine aussagekräftigere Hypothese könnte auch sein, Es liegt ein ganz bestimmtes, be-

kanntes Objekt vor
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und man würde nach dieser Hypothese im Mittel N
L

Photonen pro Pixel
erwarten, wobei N die Gesamtzahl der Photonen im Bild ist. Der Wert der
χ2-Statistik ist somit

x0 =
L∑

l=1

(nl − N
L

)2

N
L

.

Das soll an einem Beispiel demonstriert werden. Wir erzeugen hierzu künst-

5 10 15 20 25 30 35 40 45 50

5

10

15

20

25

30

35

40

45

50
5 10 15 20 25 30 35 40 45 50

5

10

15

20

25

30

35

40

45

50

5 10 15 20 25 30 35 40 45 50

5

10

15

20

25

30

35

40

45

50
5 10 15 20 25 30 35 40 45 50

5

10

15

20

25

30

35

40

45

50

Abbildung 16.3: Muster-Erkennung über χ2-Statistik. Auf einem Untergrund
von N = 100 wurde ein Objekt mit zusätzlich ∆N angebracht und poisson-
verrauscht. Die Werte ∆N sind von links nach rechts und oben nach unten
0, 4, 8, 10.

liche Daten (Mock-Data). Auf einem quadratischen Pixel-Gitter der Grö-
ÿe 50 × 50 setzen wir in die Mitte ein quadratisches Objekt der Gröÿe
20 × 20. Die mittlere Photonen-Zahl des Untergrundes beträgt 100, und
darauf sitzt ein Objekt mit zusätzlich ∆N Zählern pro Pixel. Da es sich
sich um ein Zähl-Experiment handelt, ist der Messwert um die angegebe-
nen Werte poisson-verteilt. Die Abbildung 16.3 zeigt einige repräsentative
Bilder für ∆N = 0, 4, 8, 10. Insgesamt wurden Simulationen für die Werte
∆N = 0, 1, . . . , 10 durchgeführt und dazu aus der χ2-Statistik der P -Wert
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Abbildung 16.4: P-Wert als Funktion von ∆N . Der Untergrund beträgt N =
100. Es wurde über 100 Kon�gurationen gemittelt.

ermittelt. Zu jedem Wert ∆N wurde die Simulation 100-mal wiederholt und
Mittelwert und Standard-Fehler von P ermittelt. Die Ergebnisse sind in Abb.
16.4 dargestellt. Man erkennt, dass der P -Wert bei ungefähr ∆N = 8 in den
Prozentbereich eintaucht. Wenn man die Bilder in Abbildung 16.3 vergleicht,
stellt man interessanterweise fest, dass man auch mit bloÿem Auge (und der
Bildverarbeitungssoftware des menschlichen Gehirns) für ∆N = 8 erstmals
erkennt, dass ein Objekt vorhanden ist.

16.2.3 Test von Verteilungen mit unbekannten Parame-

tern

Wir wollen nun untersuchen, ob Datenpunkte einer bestimmten Verteilung
genügen. Die Parameter, von denen die Verteilung abhängt, seien nicht be-
kannt. Der Einfachheit halber betrachten wir nur diskrete (diskretisierte)
Ereignisse, mit den Wahrscheinlichkeiten

pl(a) , l = 1, 2, . . . , L ,

wobei a ∈ RNp unbekannte Parameter darstellen.
Es liege eine Stichprobe

{n1, . . . , nL}

vom Umfang L vor.
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Unter der Annahme, dass die Hypothese korrekt ist, lautet die Likelihood-
Funktion

P (n|a, L,B) =
N

n1! · · ·nL!

L∏
l=1

pnl
l (a) .

Die unbekannten Modell-Parameter werden zunächst aus dem Maximum-
Likelihood-Prinzip bestimmt. Da der Logarithmus monoton ist, kann man
auch das Maximum der Log-Likelihood-Funktion (vgl. Abschnitt 14.2) er-
mitteln

0 =
∂

∂ai

L∑
l=1

nl ln(pl(a))

=
L∑

l=1

nl
∂

∂ai

ln(pl(a)) (16.10)

⇒ aML .

Die ML-Parameter verwenden wir, um damit die theoretischen Werte

n∗l = Npl(a
ML)

zu ermitteln und die χ2-Statistik zu berechnen

χ2
0 =

L∑
l=1

(nl − n∗l )
2

n∗l
. (16.11)

Die Zahl der Freiheitsgrade ist nun nur noch

ν = L− 1−Np ,

da Np Freiheitsgrade für die Bestimmung der Parameter aufgebraucht worden
sind. Ein weiterer Freiheitsgrad geht auf das Konto der Summenregel

∑
i ni =∑

i n
∗
i .

Beispiel: Poisson-Verteilung

Die Daten der nachstehenden Tabelle sollen dahingehend untersucht wer-
den, ob sie einer Poisson-Verteilung entstammen. Die Daten sind in Abbil-
dung 16.5 abgebildet und mit dem Maximum-Likelihood-Fit an eine Poisson-
Verteilung (Gl. (9.3)) verglichen.

l 0 1 2 3 4 5 6 7
nl 153 278 288 184 103 33 25 4
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Abbildung 16.5: Daten eines Zählexperimentes und Maximum-Likelihood-Fit
einer Poisson-Verteilung an die Daten.

Wir benötigen zunächst die ML-Lösung für den Parameter λ. Gemäÿ Gl.
(16.10) ist die Bestimmungsgleichungen

0 =
L∑

l=0

nl
∂

∂λ
ln

(
e−λ λl

l!

)

=
L∑

l=0

nl

(
−1 +

l

λ

)
= −N

(
1− 〈l〉

λ

)
.

Der ML-Wert für den Parameter λ der Poisson-Verteilung ist also gleich
dem Stichproben-Mittelwert 〈l〉 = 2.023. Der Umfang der Stichprobe ist 8.
Da noch ein Parameter aus den Daten bestimmt wurde, ist die Zahl der
Freiheitsgrade ν = 6. Die Analyse der Daten liefert

x0 = 13.104870

P (x > x0|H,B) = 0.041 .

Mit einer Signi�kanz-Schwelle von 5% würden wir die Null-Hypothese ver-
werfen und die Daten als nicht poisson-verteilt abtun. Die Null-Hypothese
ist jedoch noch mit einem Signi�kanz-Niveau von 1% verträglich.

16.2.4 Kontingenz-Tabellen

Ein weiteres Anwendungsgebiet des χ2-Tests sind die sogenannten Kontin-
genz-Tabellen. Dabei geht es um folgende Fragestellung. Es werden N
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Versuche durchgeführt, deren Werte durch die Zufalls-Variablen x und y
gekennzeichnet sind. Beide Variablen seien diskret und können die Werte
x1, x2, . . . , xl bzw. y1, y2, . . . , yk annehmen. Die Anzahl der Versuche, die das
Werte-Paar (xi, yj) liefert, sei nij. Man ordnet diese Zahlen nun in der so-
genannten Kontingenz-Tabelle, wie sie in Tabelle 16.2 illustriert ist, an.

y1 y1 . . . yk Summe

x1 n11 n12 . . . n1k n1,.

x2 n21 n22 . . . n2k n2,.
...

...
...

...
...

xl nl1 nl2 . . . nlk nl,.

Summe n.,1 n.,2 . . . n.,k N

.

Tabelle 16.2: Kontingenz Tabelle.

Es wurden folgende Abkürzungen verwendet

ni,. =
∑

j

nij

n.,j =
∑

i

nij

N =
∑
ij

nij .

Wir bezeichnen die Wahrscheinlichkeit für das Auftreten des Wertes xi mit
pi und des Wertes yj mit qj. Die Null-Hypothese soll bedeuten, dass die
Wahrscheinlichkeiten P (xi, yj) unkorreliert sind, das heiÿt

P (xi, yj) = pi qj .

Wenn die Hypothese korrekt ist, sollte im Mittel der Eintrag in der Kontin-
genz-Tabelle an der Stelle ij den Wert Npiqj haben. Nun kennen wir die
Werte qi und pj nicht. Sie müssen aus der Likelihood-Funktion bestimmt
werden. Die Likelihood ist im vorliegenden Fall

p(n|p, q, N) ∝
∏
ij

(piqj)
nij .

Die ML-Lösung erhalten wir aus der Ableitung der Log-Likelihood mit den
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Nebenbedingungen ∑
i

pi = 1∑
j

qj = 1 .

Die Nebenbedingungen binden wir über Lagrange-Parameter an

0 =
∂

∂pν

(∑
ij

nij (ln(pi) + ln(qj))− λp

∑
i

pi − λq

∑
j

qj

)
=
∑

j

nνj

pν

− λp

⇒

pML
i =

1

N
ni,. .

Im letzten Schritt wurde die Normierung auf Eins berücksichtigt. Analog
erhalten wir

qML
j =

1

N
n.,j .

Die χ2-Statistik ist dann

x =
∑
ij

(nij −NpML
i qML

j )2

N(pML
i qML

j )
.

Die Zahl der Freiheitsgrade beträgt, da neben der Summenregel (k−1)+(l−1)
Parameter berechnet wurden,

ν = l ∗ k − 1− k − l + 2 = (l − 1)(k − 1) .

Alles andere ist wie in den zuvor besprochenen Tests.

16.2.5 Vierfelder-Test

Besonders weit verbreitet ist der Vierfelder-Test, bei dem k = l = 2 ist.
In diesem Fall ist die Zahl der Freiheitsgrade ν = 1 und die χ2-Statistik
vereinfacht sich zu

x0 =
(n11n22 − n12n21)

2

N3pML
1 (1− pML

1 )qML
1 (1− qML

1 )
.

Man erkennt, dass χ2 = 0 ist, wenn die Determinante der Kontingenz-Matrix
verschwindet. Das ist genau dann der Fall, wenn die Matrix-Elemente die
Produktform nij = Npiqj haben. Generell bedeutet ein groÿer χ2-Wert, dass
die Daten korreliert sind.
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Beispiel: Medizinischer Test

Der Vierfelder-Test wird häu�g in der Medizin eingesetzt, um zu entscheiden,
ob eine von zwei Behandlungsmethoden erfolgreicher ist. x1 steht für die
Behandlungsmethode A und x2 für die Behandlungsmethode B. y1 gibt an,
dass die Behandlung erfolgreich war und y2, dass sie nichts gebracht hat. Es
soll untersucht werden, ob eine der Behandlungen erfolgreicher ist. Tabelle
16.3 enthält Werte einer solchen Untersuchung. Wir erhalten hieraus x0 =

erfolglos erfolgreich Summe
Behandlung A 500 1000 1500
Behandlung B 1060 1940 3000

Summe 1560 2940 4500

erfolglos erfolgreich
Behandlung A .33 .67
Behandlung B .35 .65

Tabelle 16.3: Kontingenz-Tabelle (oben) und relative Erfolgs/Misserfolgs-
Häu�gkeiten (unten).

1.77. Das entspricht P (x ≥ x0|H) = 0.18. Das bedeutet mit den üblichen
Signi�kanz-Niveaus von 1% oder 5%, dass diese oder gröÿer Diskrepanzen
nicht so unwahrscheinlich sind, als dass man die Hypothese verwerfen kann.
Das bedeutet, dass wir nicht sagen können, dass eine Methoden besser ist als
die andere.
Aus Tabelle 16.3 enthält auch die relativen Anteile von Erfolg/Misserfolg der
beiden Methoden. Hieraus geht hervor, dass beide Methoden erfolgreich sind,
und A nur marginal besser ist als B.

16.2.6 Simpsons Paradoxon

Es soll nun das obige Experiment genauer analysiert werden. Die Unter-
suchungen wurden an zwei unterschiedlichen Patientengruppen P1 und P2

durchgeführt, z.B. Männer/Frauen oder Kinder/Erwachsene. Wir betrach-
ten nun die Kontingenz-Tabellen der beiden Gruppen getrennt.
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Wir erhalten für die Patientengruppe P1

erfolglos erfolgreich Summe
Behandlung A 100 400 500
Behandlung B 600 1400 2000

Summe 700 1800 2500

erfolglos erfolgreich
Behandlung A .2 .8
Behandlung B .3 .7

Tabelle 16.4: Kontingenz-Tabelle für die Patientengruppe P1 (oben) und re-
lative Erfolgs-/Misserfolgsanteile der Behandlungsmethoden.

Hieraus ergibt sich x0 = 19.84. Das entspricht P (x ≥ x0|H) = 0.00000841.
Das heiÿt, im Unterschied zu den gepoolten Daten, muss die Null-Hypothese
nun verworfen werden. Es gibt o�ensichtlich Korrelationen, und die relativen
Erfolgshäu�gkeiten zeigen ganz klar, dass die Behandlungsmethode A besser
ist.
Die Kontingenz-Tabelle für die Patientengruppe P2 ergibt

erfolglos erfolgreich Summe
Behandlung A 400 600 1000
Behandlung B 460 540 1000

Summe 860 1140 2000

erfolglos erfolgreich
Behandlung A .4 .6
Behandlung B .46 .54

Tabelle 16.5: Kontingenz-Tabelle für die Patientengruppe P2 (oben) und re-
lative Erfolgs-/Misserfolgsanteile der Behandlungsmethoden.

Hierbei erhalten wir x0 = 7.34. Das entspricht P (x ≥ x0|H) = 0.007. Auch
hier ist die Wahrscheinlichkeit, dass solche oder gröÿere Diskrepanzen un-
ter der Null-Hypothese zufällig auftreten, nur 0.007 und somit kleiner als
die gängigen Schwellwerte von 5% oder 1%. Die Null-Hypothese, dass kei-
ne Korrelation zwischen den Behandlungstypen und dem Ergebnis besteht,
wird somit verworfen. Auch für diese Patientengruppe zeigen die relativen
Erfolgshäu�gkeiten, dass die Behandlungsmethode A besser ist als B.
Das Ergebnis erscheint paradox. Für beide Patientengruppen ist die Methode
A besser als die Methode B und dennoch tri�t das nicht mehr zu, wenn die
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Daten gemeinsam analysiert werden. Der Grund wird augenfällig, wenn man
die Tabellen 16.4, 16.5 und 16.3 vergleicht. In der nachstehenden Tabelle ist
das Verhältnis von Erfolg zu Misserfolg nach Patientengruppe und Behand-
lungsmethode aufgeschlüsselt. Man sieht, dass beide Behandlungsmethoden

P1 P2

Behandlung A 4.0 1.5
Behandlung B 2.3 1.2

Tabelle 16.6: Tabelle des relativen Erfolgs.

bei der Patientengruppe P1 erfolgreicher sind als bei der Gruppe P2. Insbe-
sondere ist die schlechtere Behandlungsmethode B an P1 erfolgreicher als die
bessere an P2. Im gepoolten Datensatz kommen verhältnismäÿig viele Daten
von B an P2 vor.

16.3 t-Test

Die Grundannahme des t-Tests ist, dass eine Stichprobe {x1, . . . , xN} i.u.nv.
Zufalls-Variablen gemessen wurde. Die Varianz σ2 der Verteilung ist nicht
bekannt. Es soll getestet werden (Null-Hypothese), ob ein bestimmter Wert
ξ der wahre Mittelwert der Verteilung ist. Die t-Statistik lautet

t0 =
x− ξ

S̃F

S̃F =

(∑N
i=1 (xi − x)2

N(N − 1)

)1/2

, x =
1

N

N∑
i=1

xi .

Die Zahl der Freiheitsgrade ist ν = N − 1. Man wird in diesem Fall i.d.R.
einen zweiseitigen Test durchführen. Wir geben die Irrtumswahrscheinlichkeit
α vor. Die zugehörige kritische Region |t| ≥ tα erhalten wir aus

P (|t| ≥ tα|ν) = 2 P (t ≥ tα|ν) = 2− 2 P (t ≤ tα|ν)︸ ︷︷ ︸
Ft(tα|ν)

!
= α

tα = F−1
t (1− α

2
|ν) .

Der Unterschied zum z-Test besteht darin, dass man die Varianz nicht kennt.
Deshalb sind gröÿere Abweichungen vom hypothetischen Wert nötig, um eine
Hypothese verwerfen zu können. Beim z-Test hatten wir für den zweiseitigen
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Test gefunden, dass die Null-Hypothese zu verwerfen ist, wenn bei einem
Signi�kanz-Niveau von α = 0.01 zzs

1% = 2.58 ist. Bei demselben Signi�kanz-
Niveau ist der Grenzwert der t-Statistik tzs1% = 3.25, wenn die Stichprobe den
Umfang 10 hat. In Abbildung 16.6 ist der Grenzwert tzs1% zum zweiseitigen t-
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Abbildung 16.6: Grenzwert tzs1% zum zweiseitigen t-Test als Funktion des
Stichprobenumfangs.

Test als Funktion des Stichprobenumfangs aufgetragen. Die kleinste zulässige
Stichprobe hat den Umfang 2.

16.3.1 Vergleich von Mittelwerten

Man kann den t-Test auch heranziehen, um zu testen, ob die wahren Mittel-
werte zweier Stichproben gleich sind. Voraussetzungen sind

• Alle Zufalls-Variablen sind unabhängig voneinander.

• Die Zufalls-Variable innerhalb der beiden Stichproben sind jeweils i.u.nv.

• Die Varianz ist in beiden Fällen gleich.

• Null-Hypothese: Die Mittelwerte, die den beiden Stichproben zugrun-
deliegen, sind gleich.

Die Stichproben {dβ
1 , . . . , d

β
Lβ
}, (β = 1, 2) haben den Umfang L1 und L2.

Die Gesamtzahl der Stichproben-Elemente ist

L = L1 + L2 .
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Mittelwerte und Varianzen der beiden Stichproben sind

d(β) =
1

Lβ

Lβ∑
i=1

dβ
i

(∆d(β))2 =
1

Lβ

Lβ∑
i=1

(dβ
i − dβ)2 .

Die Null-Hypothese besagt, dass die Di�erenz der Stichproben Mittelwerte

∆ = d(2) − d(1)

um Null normal-verteilt ist. Der Schätzwert für die Varianz der Di�erenz ∆
ist

σ̃2 =
L

L(1)L(2)

(
L(1) (∆d(1))2 + L(2) (∆d(2))2

)
. (16.12)

Hierbei wurden wieder die Varianzen der beiden Stichproben quadratische
addiert. Es ist sehr sinnvoll, dass die Schätzwerte für die Varianzen aus den
Stichproben mit ihren Gröÿen gewichtet eingehen, da auf diese Weise ihre
Zuverlässigkeit korrekt berücksichtigt werden. Die t-Statistik ist dann

t =
∆

S̃F
=
√

L− 2
(d(2) − d(1))

σ̃
,

wobei die Zahl der Freiheitsgrade ν = L−2 beträgt, da jede Stichprobe wegen
der Bestimmung des jeweiligen Mittelwerts einen Freiheitsgrad verliert.

Test ob zwei Stichproben denselben Mittelwert haben
bei unbekannter Varianz: t-Test

Die Gröÿe

t =
√

L− 2
(d(2) − d(1))

σ̃
mit

σ̃ =
L

L(1)L(2)

(
L(1) (∆d(1))2 + L(2) (∆d(2))2

) (16.13)

genügt der Student-t Verteilung

pt(t|ν) =
Γ(ν−1

2
)

Γ(ν
2
)

1√
πν

(
1 +

t2

ν

)− ν+1
2

(16.14)

mit ν = L− 2 Freiheitsgraden.
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Beispiel zum Vergleich von Mittelwerten

Die Tabelle 16.7 enthält zwei Stichproben der Lebensdauer in willkürlichen
Einheiten von zwei radioaktive Elementen X und Y. Die Null-Hypothese
besagt, dass es sich bei beiden Präparaten um dasselbe Element handelt. Aus

i dX
i dY

i

1 11 18
2 14 11
3 8 9
4 12 7
5 9 14
6 10
7 15

d(β) 10.8 12.0
(∆d(β))2 4.56 12.57

Tabelle 16.7: Messungen der Lebensdauer (in willkürlichen Einheiten) zweier
radioaktiver Elemente X und Y.

den Werten in der Tabelle erhält man eine Standardfehler für die Di�erenz
der Mittelwerte von

S̃F =
σ̃√

L− 2
= 1.95 .

Damit ist der Wert der t-Statistik

t0 =
dX − dY

S̃F
= 0.62 .

Die Zahl der Freiheitsgrade beträgt ν = 10. Bei einem zweiseitigen Test zum
Signi�kanz-Niveau von 1% beginnt die kritische Region bei

t1% = 3.2 .

Damit kann die Null-Hypothese nicht verworfen werden. Wir berechnen noch
den P -Wert

P = P (|t| ≥ t0|ν) = 2Ft(− |t0| |ν) = 2 ∗ 0.276 = 0.552 ,

der besagt, dass Diskrepanzen in den Stichprobenmittelwerten, die minde-
stens so groÿ sind wie die beobachtete, aufgrund von zufälligen Fluktuationen
mit einer Wahrscheinlichkeit 0.55 auftreten können und die Null-Hypothese
von daher nicht verworfen werden kann.
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16.4 F -Test

Unter der F -Statistik versteht man das Verhältnis der Schätzwerte zweier
Stichproben-Varianzen.

f0 =
σ̃1

2

σ̃2
2 (16.15)

Voraussetzung ist, dass die Elemente der Stichproben i.u.nv. sind, und wir
nehmen an, dass beide Stichproben dieselbe intrinsische Varianz σ2 besitzen.
Wir hatten bereits in ?? gezeigt, dass die F−Statistik einer Wahrscheinlich-
keitsverteilung genügt, die unabhängig von σ2 ist und nur von den Umfängen
der beiden Stichproben abhängt. Weiters hatten wir gesehen, dass die Wahr-
scheinlichkeitsdichte der F -Statistik nicht von den Mittelwerten der beiden
Stichproben abhängen. Der Umfang der Stichproben sei Nβ. Die Zahl der
Freiheitsgrade in den Stichproben ist dann νβ = Nβ − 1.
Die Null-Hypothese ist, dass beiden Stichproben (ungeachtet der Mittelwer-
te) dieselbe intrinsische Varianz haben und deshalb auf denselben physikali-
schen Ursprung zurückgehen.
Das wesentliche am F -Test ist, dass weder zur Berechnung der Statistik noch
für die Wahrscheinlichkeitsdichte der intrinsische Wert der Varianz σ2 benö-
tigt wird. Deshalb kann der F -Test in vielen Fällen angewandt werden.
Wenn die Hypothese richtig ist, sollte der berechnete Wert (f0) der Statistik
nahe bei eins liegen. Wenn er wesentlich davon abweicht, heiÿt das, dass die
Hypothese wahrscheinlich nicht korrekt ist. Wie im χ2-Test verwendet man
als Signi�kanz-Niveau 5% oder 1% und verwirft die Hypothese, wenn die
Wahrscheinlichkeit P (f ≥ f0), dass ein Wert f gröÿer-gleich f0 vorkommt,
wenn die Hypothese korrekt ist, gröÿer ist als das Signi�kanz-Niveau. Bei
einem Signi�kanz-Niveau α verwerfen wir die Hypothese, wenn

P (f ≥ f0) =

∞∫
f0

df pF (f |N1, N2,B) ≤ α .

Die Hypothese ist auch zu verwerfen, wenn f0 deutlich kleiner als eins ist. In
diesem Fall muss gelten

P (f ≤ f0) =

f0∫
0

df pF (f |N1, N2,B) ≤ α .

Da aber im Fall f0 < 1 nur die Indizes der Stichproben vertauscht werden
müssen, um zu f0 > 1 zu gelangen, wählt man die Indizes i.d.R. so, dass
f0 > 1.
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F -Test

Die Gröÿe

f =
σ̃1

2

σ̃2
2 (16.16)

genügt der F-Statistik mit der Wahrscheinlichkeitsdichte

pF (f |ν1, ν2) =
Γ(ν1+ν2

2
)

Γ(ν1

2
)Γ(ν2

2
)

r (rf)
ν1−2

2 (1 + fr)−
ν1+ν2

2 (16.17)

mit r =
ν1

ν2

.

mit νβ = Nβ − 1.

Beispiel

Wir betrachten zwei Bildausschnitte, die jeweils 4 Pixel enthalten, eines Bil-
des, das im wesentlichen aus Untergrund besteht. Im ersten Ausschnitt �nden
wir die Werte {2.0, 3.0, 1.0, 2.0} und im zweiten {2.0, 2.5, 1.5, 2.0}. Die Null-
Hypothese sei:
in beiden Fällen sehen wir nur Untergrund,
das heiÿt, die Varianzen sollen gleich sein. Die Stichproben-Mittelwerte sind
in beiden Fällen gleich 2.0. Die Schätzwerte der Varianzen liefern

σ̃2
1 =

2

3

und

σ̃2
2 = 0.25

2

3
.

Damit ist der Wert der F -Statistik

f0 = 4.0 .

Wir vereinbaren, dass wir die Stichproben immer so nummerieren, dass der
Wert der F -Statistik gröÿer eins ist. Bei einem Signi�kanz-Niveau α liegt die
Grenze zur kritischen Region bei

∞∫
fα

pF (f |ν1, ν2) df = 1− FF (fα|ν1, ν2)
!
= α .
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Daraus folgt
fα = F−1

F (1− α|ν1, ν2) .

Wenn wir speziell α = 0.1 wählen ist in unserem Beispiel

f10% = F−1
F (0.95|3, 3) = 5.3908 .

Das heiÿt, selbst bei einem Signi�kanz-Niveau von 10% (in dem wir erlauben,
dass die Null-Hypothese in 10% der Fälle irrtümlich verworfen wird) kann
die Null-Hypothese nicht verworfen werden. Der P -Wert ist

P = 1− FF (f0|3, 3) = 0.14 ,

was zeigt, dass im Bereich f ≥ f0 14% der Wahrscheinlichkeitsmasse steckt.

16.5 Kritik an der Test-Logik

Grundlage der Signi�kanz-Tests ist die Likelihood-Funktion

P = P (s ≥ s0|H0) ,

das heiÿt, die Wahrscheinlichkeit, dass der Werte der untersuchten Statistik
gröÿer-gleich dem beobachteten Wert sind. Zum einen ist die Wahl der kri-
tischen Bereiche abhängig von den Alternativen. Diese werden aber in den
typischen Anwendungen nicht berücksichtigt. In den meisten Fällen wird man
einseitige oder zweiseitige Test durchführen. Über die Fehler zweiter Art weiÿ
man i.d.R. wenig. Wir hatten bereits festgestellt, dass ein groÿer P -Wert be-
deutet, dass die Null-Hypothese nicht verworfen werden kann. Das heiÿt aber
umgekehrt nicht, dass die Null-Hypothese stimmt. Für den inversen Schluss
benötigen wir alle Alternativ-Hypothesen. Extremes Beispiel, H0 besagt
Herr X wäscht den Wagen. Die Beobachtung z0 besagt, dass die Straÿe nass
ist. Damit ist

P (z0 ∈ Ir|H0) = 1 .

Das heiÿt aber noch lange nicht, dass Herr X den Wagen wäscht. Genausogut
kann es regnen.
Im eben angeführten Beispiel kann man leicht falsi�zierende Schlüsse zie-
hen. Wenn die Straÿe nämlich nicht nass ist, wissen wir, dass die Hypo-
these H0 falsch ist. Diese eindeutige Konsequenz liegt jedoch daran, dass
P (z0 ∈ I|H0) = 0. Wenn H0 keine deterministischen Schlüsse zulässt, ist
auch dieser Umkehrschluss schwierig. Wenn z.B. P (z0 ∈ I|H0) = 0.01, dann
bedeutet das für den Fall, dass die Straÿe nicht nass ist, dass nur in 1% der
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Fälle beim Autowaschen die Straÿe nicht nass wird. Wir können also ziem-
lich sicher sein, dass Herr/Frau X den Wagen nicht waschen. Voraussetzung
ist, dass wir auÿer der Feuchtigkeit auf der Straÿe nichts wissen. Es könn-
te aber sein, dass zusätzliches Vorwissen existiert, das besagt, dass andere
Alternativen auszuschlieÿen sind.
In naturwissenschaftlichen Problemen sind die vorliegenden Daten sicherlich
nicht die einzige Information, die für das betrachtete Problem bekannt ist.
Es wird in der Regel schon sehr viel Vorwissen in Form von früheren experi-
mentellen Daten, allgemeinem Wissen oder theoretischen Fakten geben, wie
zum Beispiel Positivitätsforderungen, Summenregeln, Grenzwert-Verhalten.
Ein Wissenschaftler steht niemals vor der Situation, dass nur
die gegenwärtigen Daten zählen.
Insofern benötigen wir unbedingt eine konsistente Theorie, die es erlaubt,
alles bekannte Wissen ein�ieÿen zu lassen. Es wurde von Kritikern bemän-
gelt, dass das bedeutet, dass die Wahrscheinlichkeit subjektiv sei. Wir haben
mathematisch streng bewiesen, dass die Wahrscheinlichkeitstheorie die einzig
konsistente Theorie zur Behandlung von Teilwahrheiten ist. Die Theorie ist in
sich konsistent und deterministisch. Das einzige, was als subjektiv bezeichnet
werden kann, ist das Vorwissen, dass in die Prior-Wahrscheinlichkeiten ein-
�ieÿt. Dieses Maÿ der Subjektivität ist aber das Fundament al-
ler Wissenschaften. Das ist die Expertise, die in der jeweiligen
Disziplin vorliegt. Natürlich hängt es vom Entwicklungsgrad
des jeweiligen Forschungsfeldes ab.
Die Durchführung bzw. Generierung von experimentellen Daten oder die Er-
mittlung von Stichproben � und somit die orthodoxen Statistiken � ist jedoch
im gleichen Maÿe subjektiv motiviert vom Vorwissen und präjudiziert teil-
weise das Ergebnis. I.d.R. wird man, geleitet von theoretischen Modellen,
Daten, die dem Vorwissen entsprechen, schnell akzeptieren und solche, die
absolut nicht ins Bild passen, wiederholt messen. All das, was bei der Daten-
und Stichproben-Erzeugung in groÿem Maÿe unbewusst abläuft, wird mit der
Wahrscheinlichkeitstheorie in einen mathematisch strengen und konsistenten
Rahmen gebracht.
Wenn z.B. die Auslenkung eines harmonischen Oszillators als Funktion der
Zeit zu analysieren ist, wird ein Physiker niemals auf die Idee kommen, für
x(t) ein Potenzgesetz der Form

xP (t) = a + b t + c t2

anzusetzen. Er wird immer die Form einer gedämpften Schwingung verwen-
den

xO(t) = A cos(ωt + ϕ) e−λt .

251



Auch wenn ein Signi�kanz-Test liefern sollte, dass xO zu verwerfen und xP

zu favorisieren ist, ist unser Vorwissen doch so dominant, die Aussage der
Daten nicht zu ernst zu nehmen. Insbesondere wissen wir, dass wir dem
Modell xP (t) de�nitiv nicht für groÿe Zeiten trauen werden.
Das heiÿt, da es in den Tests immer eine Restunsicherheit gibt (Fehler erster,
bzw. zweiter Art), dass auch das Falsi�zieren einer Hypothese nicht zwingend
ist. Im Rahmen der Wahrscheinlichkeitstheorie verschwindet die Asymmetrie
zwischen Falsi�zieren und Veri�zieren. Beide Fälle werden gleichwertig be-
handelt, indem man die Wahrscheinlichkeit P (H|D, I,B) für die Hypothese
bestimmt, im Lichte der neuen Daten und des Vorwissens des Fachgebietes
und des Bedingungskomplexes.
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Kapitel 17

Wahrscheinlichkeitstheoretische

Hypothesen Tests

Der Hypothesen-Test im Rahmen der Bayessche Wahrscheinlichkeitstheorie
ist denkbar einfach. Wir wollen zwei Hypothesen H1 und H2

1 im Lichte
von neuen experimentellen Daten D vergleichen. Dazu benötigen wir die
Wahrscheinlichkeiten

P (Hα|D,B)

für die beiden Hypothesen Hα, gegeben die Daten D und weiteres Vorwissen,
das im Bedingungskomplex B zusammengefasst ist. In der Rechnung werden
wir nach Bedarf auf die in B enthaltene Information zurückgreifen und auch
die Daten D genauer spezi�zieren. Das Bayessche Theorem liefert

P (Hα|D,B) =
P (D|Hα,B) P (Hα|B)

P (D|B)
.

Es ist sinnvoll, das sogenannte Odds-Ratio zu berechnen

Odds-Ratio

o =
P (H1|D,B)

P (H2|D,B)
=

P (D|H1,B)

P (D|H2,B)︸ ︷︷ ︸
oBF

P (H1|B)

P (H2|B)︸ ︷︷ ︸
oP

. (17.1)

Man nennt den ersten Term den Bayes-Faktor und den zweiten Prior-
Odds. Der Vorteil der Odds-Ratios ist, dass er Normierungsfaktor P (D|B),

1Ein Spezialfall ist natürlich H2 = H1.
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die sogenannte Daten-Evidenz, herausfällt. Die Daten-Evidenz ist hier ir-
relevant. Prinzipiell gibt sie an, wie wahrscheinlich die gemessenen Daten für
eine bestimmte Problemstellung (B) sind, ungeachtet der speziellen Modell-
Parameter. Z.B. könnte B besagen, dass wir optische Experimente im sicht-
baren Bereich machen und Wellenlängenmessungen durchführen. Dann wird
die Datenevidenz für Längen im Bereich um 555 nm maximal sein und nach
380nm bzw 780nm hin auf Null abfallen.

Aus dem Odds-Ratio erhalten wir die Wahrscheinlichkeiten über die Formel

P (H1|D,B) =
o

1 + o
. (17.2)

Diese Form gilt, wenn es nur zwei Alternativhypothesen gibt. Die Verallge-
meinerung auf mehrere Hypothesen werden wir später besprechen.

Die Formel Gl. (17.1) quanti�ziert, wie sich unser Wissensstand durch die
neuen experimentellen Daten, erweitert hat. Der Bayes-Faktor stellt den Er-
kenntnisgewinn aufgrund des neuen Daten dar. Der Odds-Ratio gibt an, was
vor dem Experiment bereits bekannt war. In der Regel werden Experimente
von Fach-Experten durchgeführt und nicht von Laien. Das heiÿt, vor dem
Experiment liegt bereits Wissen vor, z.B. aus früheren Experimenten, das im
Prior-Odds zu berücksichtigen ist. Dieser Faktor ist zwar nicht immer leicht
zu erhalten, es ist aber unseriös, wenn man auf einem Gebiet wissenschaft-
lich tätig ist und sich nicht die Mühe macht, sich in das bereits bestehende
Fachwissen einzuarbeiten. Natürlich kann es auch Probleme geben, bei denen
noch kein Vorwissen vorhanden ist. Dann muss man oP = 1 wählen, da jede
andere Wahl bedeutet, dass man doch etwas weiÿ. Wenn das nicht der Fall
ist, ist der Index an den Hypothesen völlig willkürlich, und aus Symmetrie-
gründen ist oP = 1 zu wählen. Der Prior-Odds gibt den Wissensstand vor
dem Experiment an und nicht welche Hypothese tatsächlich richtig ist oder
besser zutri�t.

Wir wollen z.B. überprüfen, ob jemand telepathische Fähigkeiten besitzt.
Hierzu werde eine symmetrische Münze N -mal verdeckt geworfen und man
überprüft die Übereinstimmungen. Von den N Würfen sollen n Vorhersagen
zutre�en. Die Hypothese ist

H : Die Person hat telepatische Fähigkeiten.

Wenn die komplementäre Hypothese H zutri�t, sind die Übereinstimmungen
zufällig und sollten die Wahrscheinlichkeit q = 1/2 haben. Bei Vorliegen
telepathischer Fähigkeiten ist die Wahrscheinlichkeit für Übereinstimmungen
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q > 1/2. Die Marginalisierungsregel liefert

P (n|N, H,B) =

1∫
0

P (n|q, N,H,B) p(q|N, H,B) dq .

Nun besagt die Hypothese H, dass die Person telepathisch veranlagt ist ohne
genauer zu spezi�zieren, wie stark diese Fähigkeit ausgeprägt ist. Demnach
gilt

p(q|N, H,B) = 2 θ(1
2

< q ≤ 1) .

Der Likelihood-Term P (n|q, N,H,B) = PB(n|q, N) ist nichts anderes als die
Bernoulli-Verteilung

P (n|q, N,H,B) =

(
N

n

)
qn (1− q)N−n .

Somit liefert das Ergebnis

P (n|N, H,B) = 2

(
N

n

) 1∫
1/2

qn (1− q)N−n dq
p=1−q
=⇒

= 2

(
N

n

) 1/2∫
0

pN−n (1− p)n dp

= 2

(
N

n

)
B(1

2
; N − n + 1, n + 1) ,

wobei der letzte Faktor die unvollständige Beta-Funktion Gl. (7.9b) ist. Im
komplementären Fall H ist die Berechnung einfacher

P (n|N, H,B) = P (n|q = 1/2, N,B)

=

(
N

n

)
2−N .

Damit lautet der Bayes-Faktor

oBF = 2N+1 B(1
2
; N − n + 1, n + 1) .

Nehmen wir an, es sei N = 10 und n = 7, dann erhalten wir oBF = 1.38 und
wenn wir den Prior-Odds-Faktor gleich Eins wählen folgt daraus

P (n|N, H,B) =
oBF

1 + oBF

= 0.58 .
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Diese Wahrscheinlichkeit ist nicht so groÿ, dass wir von den telepathischen
Fähigkeiten der Versuchsperson überzeugt sind, n = 7 bei 10 Versuchen kann
auch eine statistische Fluktuation sein. Wir machen deshalb ein umfangrei-
cheres Experiment N = 100 und wir �nden n = 77. Die daraus resultie-
renden Werte sind oBF = 1 009 520 bzw. P = 0.9999990. Hier können wir
aufgrund der Daten mit an Sicherheit grenzender Wahrscheinlichkeit, davon
ausgehen, dass die Person telepathisch veranlagt ist. Trotzdem wird kaum
jemand von dem Ergebnis überzeugt sein und fortan an telepathische Fä-
higkeiten glauben, da wir bereits in so vielen Situationen erlebt haben, dass
diese Übereinstimmungen nicht auf telepathischen Fähigkeiten sondern auf
irgendeiner Art von Manipulation beruhen. Und wir werden von daher einen
extrem kleinen Wert für den Prior-Odds-Faktor ansetzen. Wie können wir
ihn abschätzen. Wenn auf der Erde jemand nachweislich und reproduzierba-
re telepathische Fähigkeiten besäÿe, wäre das mittlerweile bekannt. Es gibt
auf der Erde ≈ 1010 Menschen. Bei welcher Zahl ist es denkbar, dass ihre
telepathischen Fähigkeiten unbeobachtet geblieben sind. Vielleicht O(102).
Demnach würden wir für den Prior-Odds-Faktor grob den Wert

oP =
10−8

1− 10−8
≈ 10−8

ansetzen. Damit ist im Falle von N = 100 und n = 77, o = 0.001 und
p = 0.001. Das macht mehr Sinn. Wir sehen aber auch, wie sich aufgrund der
Daten die verschwindend kleinen Prior-Wahrscheinlichkeit von 10−8 deutlich
vergröÿert hat. Das ist gerade der Lerneffekt, den die Wahrscheinlich-
keitstheorie quanti�ziert.
Natürlich sollte man den Prior-Odds-Faktor nicht Null oder Unendlich wäh-
len, ansonsten sind Experimente über�üssig.
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